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POVZETEK

Dobicki velikih spletnih podjetij, ki se dandanes merijo v milijardah dolarjev, izhajajo
vedinoma z naslova spletnega oglasevanja in so glavno gonilo napredka na podro¢jih
profiliranja spletnih uporabnikov ter sistemov za priporo¢anje. Ze majhne spremembe
v kvaliteti priporo¢il imajo lahko velike ekonomske posledice, zato se oglasevalska pod-
jetja nenehno trudijo izboljsati obstoje¢e metode za profiliranje spletnih uporabnikov
in njihovo rabo v oglasevanju.

V disertaciji je predstavljena nova metoda za gradnjo ontoloskih profilov spletnih
uporabnikov AverageActionFC, ki uporablja tehniki ¢asovnega pozabljanja in poprav-
ljanja profilov s prototipi. S ¢asovnim pozabljanjem dodeljujemo pomembnost posa-
meznim preteklim dogodkom iz uporabnikovega klikotoka, s prototipi pa obogatimo
njegov profil z domenskim znanjem in tako izbolj$amo kvaliteto profila. S poskusi
na dveh velikih in realnih podatkovnih mnoZicah pokazemo, kako se giblje kvaliteta
uporabnikovega profila glede na njegovo starost in koli¢ino podatkov, ki smo jih upo-
rabili pri profiliranju. Rezultati kazejo, da lahko z naso metodo zgradimo profile vije
kakovosti kot z obstoje¢imi metodami.

Uporabniske profile uporabljamo v sistemih za priporocanje z izbiranjem na pod-
lagi sodelovanja, ki temeljijo na matri¢ni fakeorizaciji, za premagovanje t.i. hladnega
zagona. Vrednosti skritih faktorjev za nove uporabnike napovedujemo na podlagi se-
manti¢nih informacij v profilih z uporabo metod strojnega ucenja in tako izboljsamo
kakovost seznamov priporocil. Kakovost teh seznamov izdatno izboljsamo s pametnim

kombiniranjem priporocil ve¢ sistemov za priporocanje.



Povzetek D. Kosir

Podro¢ji profiliranja spletnih uporabnikov in priporocilnih sistemov sta relativno
mladi in aktivni. V nadaljnjem delu se bomo posvetili izbolj$avam razvitih metod, pri
¢emer imamo v mislih predvsem iterativno gradnjo profilov in priporocanje na podlagi
vedenja o popularnosti posameznih tematik ob razli¢nih ¢asih. Sisteme za priporocanje
bomo poskusili dodatno izboljsati $e z upostevanjem negativnih povratnih informacij

spletnih uporabnikov.

Kljucne besede: spletno oglasevanje, profiliranje, sistemi za priporocanje, sledenje upo-

rabnikom, zasebnost uporabnikov
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Web User Profiling in Online Advertising

ABSTRACT

Online advertising is a multi-billion dollar industry. Most of the profits of large inter-
net companies come from online advertising and even small improvements of profiling
methods can give a company an edge against its competitors. This can only be achieved
through better understanding of web user behavior and applying this knowledge to im-
prove user profiling methods and recommendation systems.

In this thesis, we present a novel ontological profiling method AverageActionFC. It
uses time-based forgetting to assign importance to past events in the user’s clickstream
and profile correction with prototypes to improve the quality of the user’s profile with
domain knowledge. The experiments on two large, real-world datasets were designed
to reveal how the age of the profile and the length of the learning clickstream affect the
quality of the user’s profile. The results show that our method significantly outperforms
existing methods.

Collaborative filtering recommendation systems suffer from the cold start problem.
We tackle this problem by using the semantic information in the user profiles to im-
prove the quality of recommendations from matrix factorization-based systems. We
employ machine learning algorithms to build models which use the values of semantic
attributes in the profiles to predict the values of the latent factors for new users. Based
on observations of the quality of recommendations from different systems, we further
improve the quality of recommendation lists by combining recommendations from

twoO Oor more systems.
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Abstract D. Kosir

User profiling and recommendation systems are relatively young and active research
fields. In the future, we will adapt our profiling method for the web environment by
using iterative techniques to build the user interest models. We will focus on utilizing
the knowledge of the popularity of different topics over time to produce better recom-
mendations to web users. The quality of recommendations can also be improved by

gathering and taking into account negative user feedback.

Key words: online advertising, profiling, recommendation systems, user tracking, pri-

vacy
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1 Uvod D. Kosir
1.1 Oglasevanje
Oglasevanje je ena od oblik trznega komuniciranja. Ima dva glavna namena:

1. informiranje in prepri¢evanje potro$nikov k nakupu dolocenega izdelka oz. sto-

ritve ali
2. velanje prepoznavnosti blagovne znamke ali podjetja.

Definicija ogladevanja se je spreminjala s ¢asom. Predvsem je bila odvisna od medijev
in na¢inov komunikacije, ki so jih mediji omogocali. V zadnjem ¢asu je popularna

naslednja definicija [1, 2]:

Definicija 1: Oglasevanje je placana, skozi medij posredovana oblika komunikacije
prepoznavnega izvora, oblikovana, da prepri¢a prejemnika, da nekaj stori, bodisi

takoj bodisi v prihodnosti.

Janci¢ [2] predlaga $e alternativno definicijo, ki poudatja, da lahko v poplavi vsebin
le kreativna komunikacija doseze svoj u¢inek. Z izrazom “izpolnljiva obljuba” distan-
cira oglasevalski nagovor, katerega bistvo je informiranje in prepri¢evanje uporabnika
z dajanjem stvarnih in uresnicljivih obljub, od reklamnega in propagandnega, v okviru
katerih lahko uporabnika zavajamo in ga nagovarjamo z laznimi oz. praznimi obljuba-
mi. V njegovi definiciji oglaSevanje ni nujno pla¢ana komunikacija, saj se v zadnjem
¢asu pojavljajo tudi t.i. brezpla¢ni oglasi, pri katerih so naro¢niki pogosto dobrodelne

organizacije.

Definicija 2: Oglasevanje je nartovana, narocena in podpisana kreativna (mnozi¢-
na) komunikacija, katere namen je spodbujanje procesov menjave med ponudniki

in porabniki s podajanjem izpolnljivih obljub.

Na podrodju oglasevanja sicer vlada terminoloska zmeda. Poleg izraza oglasevanje se
pojavljajo $e izrazi, kot so reklamiranje, propaganda, promocija itd. Janci¢ [2] razlikuje

med prej nastetimi izrazi z razlikovanjem med uporabljenimi pristopi in vsebinami:
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u Reklama lahko vkljuluje vsiljive in zavajajoce trditve, velikokrat pretirava v hva-

ljenju in opisu lastnostih izdelkov oz. storitev, ki jih skusa prodati.

= Propaganda razsirja nauke in prepri¢anja, glede ponujanih izdelkov oz. storitev

pa pogosto podaja nejasne obljube, brez konkretnih ciljev ali rokov.

u Promocijaje splosen izraz, ki ponavadi zaobjema oglasevanije, publiciteto, osebno
. g

prodajo, pospesevanje prodaje in neposredno prodajo.

1.1.1  Spletno oglasevanje

Internet je zaradi velike popularnosti in globalne razsirjenosti hitro postal zelo zanimiv
medij za oglasevalsko industrijo.
V primerjavi z oglaevanjem na tradicionalnih medijih ima spletno oglasevanje na-

slednje prednosti:

» Hitra in nezahtevna izdelava oglasa - Spletni oglasevalski servisi navadno ponu-
jajo oglasevalcem oz. agencijam spletne vmesnike, s katerimi je moZno oglas
izdelati v nekaj minutah. Izdelani oglasi se lahko avtomati¢no barvno in stilsko

prilagajajo spletnim stranem, na katerih se prikazujejo.

= OglaSevanje je fleksibilno, saj lahko oglase kadarkoli spremenimo in prilagodimo

ciljni publiki.

u Takojinji globalni dostop - 1zdelan oglas je takoj pripravljen za prikazovanje splet-

nim uporabnikom ne glede na njihovo fizi¢no lokacijo.

= Ciljano oglasevanje - Sodobna tehnologija nam omogoca personalizirano pri-
kazovanje oglasov. To pomeni, da lahko vsakemu posameznemu uporabniku

spleta prikazemo oglas, ki je zanj najbolj primeren.

= Merjenje uspesnosti oglasevanja - S preprostim sledenjem klikom na oglase in na-
kupom uporabnikov lahko zelo zanesljivo ugotovimo, kako uspesna je posame-

zna oglasevalska akcija.

= V zadnjem ¢asu ima vedno veéji pomen interaktivnost, ki temelji na dvosmerni
komunikaciji med oglaSevalcem in publiko, ter je najbolj izrazena pri oglaseva-

nju na socialnih omrezjih in v nagradnih igrah.
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Med negativnimi ucinki spletnega oglasevanja se najveckrat omenja zasicenost tega
medija z oglasi. Ta je postala $e posebej o¢itna v zadnjih letih, ko so se v vecini medij-
skih hi§ zaradi upada naklad tiskanih revij in ¢asopisov zaceli bolj posvecati spletnim
medijem.

Na spletu so se tekom let razvile razli¢ne oblike oglasevanja:

u Elektronska posta je eden najstarejsih $e uporabljanih komunikacijskih kanalov
na internetu. Problem nezaZelene e-poste (angl. spam) je Se vedno aktualen.

Ocenjuje se, da zavzema nezazelena okoli dve tretjini vse poslane e-poste.

Na spletnih straneh se v okviru t.i. prikaznega spletnega oglasevanja (angl. online
display advertising) obiskovalcem na spletnih straneh prikazujejo pasice, teks-
tovni, slikovni in video oglasi. Oglasi se ponavadi pojavljajo v posebej za oglase

namenjenih delih spletnih strani ali v pojavnih (angl. pop-up) oknih.

u V spletnibh iskalnikih se lahko uporabniku poleg rezultatov iskanja prikazejo $e
oglasi. Ta vrsta oglasevanja se je izkazala za zelo uspesno, saj je med iskanjem in-
formacij uporabnik zelo dovzeten za oglasna sporo¢ila, ki so v skladu z njegovimi

poizvedbami.

Oglasevanje v socialnih omrezjib lahko uéinkovito izkori$¢a informacije o upo-

rabnikovih prijateljih in interesih, ki jih je uporabnik sam vnesel v svoj profil.

= Oglasom smo pogosto izpostavljeni, ko nam je nek izdelek ali storitev na voljo

brez pladila, npr. v nagradnib igrab in pri uporabi brezplacnih mobilnih aplikacij.

S sledenjem obiskom spletnega uporabnika in analiziranjem obiskanih vsebin lah-
ko zgradimo model njegovih interesov, kar zelo pripomore k u¢inkovitosti vseh prej

nastetih tipov spletnega oglaSevanja.
1.2 Motivacija

Vedno bolj o¢itni selitvi novic in ostalih vsebin iz tiskanih medijev na splet zvesto sle-
di tudi oglasevanje. S povecevanjem denarnih vlozkov oglasevalcev in konkurence na
spletu postajajo napredne oblike oglasevanja nujen del ponudbe ponudnikov oglaseva-
nja.

Za ciljano oglaSevanje je potrebno vsaj do neke poznati spletno populacijo, da lahko

posameznim uporabnikom prikazujemo za njih ¢im bolj zanimive oglase. Za zbiranje
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podatkov o spletnih uporabnikih so se v zacetku zelo pogosto uporabljali vprasalniki
in ankete. Taki pristopi, ki zahtevajo od uporabnika aktivno sodelovanje, so vedno
manj uspesni, saj za razliko od vse bolj popularnih nagradnih iger tu uporabnik nima
od sodelovanja nikakrsne koristi. V zadnjih letih se najveckrat uporabljajo neinvazivni
pristopi, ki temeljijo na spremljanju uporabnikovih aktivnosti na spletu, pri ¢emer si
ponudniki oglaSevanja najveckrat pomagajo s sledenjem uporabnikom s pomod¢jo splet-
nih piskotkov. Taki pristopi so bili dolgo ¢asa povsem sprejemljivi tako za uporabnike
kot za ponudnike oglasevanja. Veljal je nekakSen status quo. Vedno vedje zavedanje
uporabnikov o pomembnosti varovanja zasebnosti na spletu je povzrocilo spremembe
zakonodaje, ki od leta 2013 [3] v Sloveniji omejuje uporabo piskotkov za sledenje splet-
nim uporabnikom. Novi Zakon o elektronskih komunikacijah ZEKom-1 dovoljuje
uporabo sledilnih piskotkov na spletnih straneh le z izrecnim dovoljenjem uporabni-
ka. Zanesljivost sledenja spletnim uporabnikom je v zadnjem ¢asu upadla, saj vecina
modernih brskalnikov podpira tudi t.i. “zasebni nacin” delovanja, ki onemogoca traj-
no hrambo podatkov na uporabnikovem ra¢unalniku, vklju¢no s hrambo morebitnega
uporabnikovega dovoljenja za sledenje.

Podobna zakonodaja velja tudi drugod v EU, kar je nedvomno prisililo mnoga pod-
jetja v razmislek in razvoj alternativ. Poleg spletnih piskotkov obstajajo tudi drugi,
zanimivi in dostikrat sporni nacini za sledenje spletnim uporabnikom, ki bi se jih dalo
uporabiti za potrebe spletnega oglasevanja. Med seboj se razlikujejo v pristopu, zaneslji-
vosti in zakonitosti uporabe. Borba proti nekaterim tehnnikam zahteva od spletnega
uporabnika kar nekaj znanja in energije, pri kombinacijah razli¢nih sledilnih tehnik pa
je anonimnost na internetu za obi¢ajne spletne uporabnike v praksi nedosegljiva. Po-
datki o spletnih uporabnikih, ki jih na tak ali druga¢en nacin zbirajo razli¢na podjetja
in posamezniki, se na koncu najveckrat uporabijo za potrebe oglasevanja.

V okviru te disertacije je predstavljena nova metoda za gradnjo ontoloskih profi-
lov spletnih uporabnikov AverageActionFC. Obstoje¢e metode uporabljajo za gradnjo
uporabnikovega profila le informacije o njegovih lastnih preteklih aktivnostih, ki pa
imajo, $e posebej v primeru, da o uporabniku ne vemo veliko, zelo majhno informa-
tivno vrednost. Nova metoda obogati uporabnikov profil $e z informacijami o intere-
sih njemu podobnih uporabnikov, kar lahko pomembno prispeva k zvi$anju kakovosti
zgrajenega profila. Velika vedina raziskav na podro¢ju profiliranja spletnih uporabni-
kov je bila opravljena na majhnih ali umetnih podatkovnih mnoZicah, kar zmanjsuje

zaupanje v objavljene rezultate. S poskusi na obseznih in realnih podatkih smo izvedli
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verodostojno primerjavo med metodami za profiliranje uporabnikov.

Uporaba profilov spletnih uporabnikov v spletnih aplikacijah se lahko zdi preprosta
in véasih tudi je. Preprosti sistemi za priporocanje na podlagi vsebinskega izbiranja
temeljijo le na podobnosti med profilom uporabnika in vsebino posameznega izdel-
ka ali storitve, ki jo Zelimo priporo¢iti uporabniku. Z bolj$imi uporabniskimi profili
lahko dajemo uporabnikom boljsa priporocila, s tem pa pomembno pripomoremo h
komercialnemu uspehu podjetja, ki to prodaja. Stevilne raziskave zadnjih let kazejo,
da dajejo sistemi za priporo¢anje na osnovi sodelovanja, ki delujejo na osnovi matri¢ne
faktorizacije, dosti bolj$e predloge, trpijo pa med drugim za t.i. problemom hladnega
zagona, do katerega pride, ko pride s sistemom v stik nov uporabnik, o katerem ni zna-
nega dovolj, da bi mu sistem lahko dal kvalitetne predloge. V okviru svojih raziskav
smo se lotili reSevanja tega problema z uporabo semanti¢nih informacij v uporabniskih

profilih.
1.3 Prispevki k znanosti

V tej disertaciji so predstavljeni naslednji prispevki k znanosti:

= Nova metoda za profiliranje spletnih uporabnikov AverageActionFC': Za razliko od
obstoje¢ih metod, ki gradijo uporabnikov profil le na podlagi njegovih lastnih
preteklih aktivnosti, metoda AverageActionFC obogati uporabnikov profil $e z
domenskim znanjem, ki je prestavljeno v obliki prototipnih profilov. MnoZico
prototipnih profilov lahko definiramo z analizo preteklih aktivnosti celotne upo-
rabniske populacije, v primeru pomanjkanja podatkov pa s pomo¢jo domenskih
strokovnjakov. Metodo AverageActionFC smo primerjali z obstoje¢imi metoda-
mi na dveh realnih podatkovnih mnozicah: podatki spletne oglasevalske mreze

in spletne udilnice.
P

Nov pristop za resevanje problema hladnega zagona v sistemib za priporocanje na
osnovi matricne faktorizacije z ucenjem iz uporabniskih profilov: O problemu hla-
dnega zagona govorimo, ko pride v stik s sistemom za priporo¢anje nov upo-
rabnik, o katerem nimamo dovolj podatkov, da bi mu lahko podali kvalitetna
priporo¢ila. Za refevanje tega problema smo uporabili semanti¢ne informacije
v uporabniskih profilih in s pomo¢jo algoritmov strojnega ucenja zgradili napo-
vedni model, ki na podlagi semanti¢nih atributov napoveduje skrite faktorje, ki

se uporabljajo za gradnjo seznama priporo¢il.
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= Pametno kombiniranje priporolil sistemov za priporoéanje: Poskusi na podatkih
spletne oglasevalske mreze so pokazali, da dajejo sistemi za priporocanje z izbi-
ranjem s sodelovanjem le nekaj zelo dobrih predlogov, za ostala priporo¢ila pa
je bolje uporabiti vsebinsko izbiranje. S pametnim zdruzevanjem priporocil po-
sameznih sistemov za priporo¢anje smo izdelali kombiniran seznam priporo¢il,

ki se je izkazal za ob¢utno boljsega.
1.4 Pregled disertacije

Rdeca nit disertacije je profiliranje spletnih uporabnikov za potrebe spletnega oglase-
vanja.

Za w¢inkovito spletno oglasevaje je nujno potreben dostop do informacij o spletnih
uporabnikih in njihovih preteklih aktivnostih. Drugo poglavje vsebuje pregled razli¢-
nih tehnik za sledenje spletnim uporabnikom ter pregled podro¢ja profiliranja spletnih
uporabnikov.

Tretje poglavje vsebuje opis nove metode za gradnjo ontoloskih profilov spletnih
uporabnikov, imenovane AverageActionFC. Metodo primerjamo z nekaterimi obsto-
je¢imi metodami za profiliranje na dveh realnih podatkovnih mnozicah. Pri gradnji
profilov uporabnikov spletne oglasevalske mreze Httpool in $tudentov v spletni u¢ilni-
ci smo z uporabo nase metode bistveno izboljsali kvaliteto profilov v primerjavi z ob-
stoje¢imi metodami. Metodologija testiranja je zasnovana tako, da omogoca vpogled
v gibanje kvalitete uporabniskih profilov glede na njihovo starost in dolZino uporabni-
kove zgodovine, ki je bila uporabljena za gradnjo profilov.

V Cetrtem poglavju je predstavljena uporaba uporabniskih profilov v sistemih za
priporocanje. Med seboj so primerjani sistemi, ki delujejo z vsebinskim izbiranjem,
izbiranjem na podlagi sodelovanja in hibridni sistemi za priporo¢anje. V prvi skupini
poskusov smo izboljsali sistem za priporo¢anje na podlagi sodelovanja tako, da smo
izkoristili informacije v uporabniskih profilih za premagovanje t.i. problema hladne-
ga zagona. V drugi skupini poskusov smo s kombiniranjem priporo¢il ve¢ razli¢nih
sistemov uspeli $e dodatno izboljsati performanéne metrike.

V petem poglavju so predstavljeni zakljucki in nekatere mozne nadaljnje smeri raz-
iskovanja, ki jih na tako svezem in aktualnem podro¢ju, kot je spletno oglasevanje, ni
malo.

K disertaciji so prilozeni $e trije dodatki, v katerih ponujamo Sirsi pogled na pro-

blematiko zasebnosti, vklju¢no z ustavnopravno ter zakonsko zas¢ito spletnih uporab-
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nikov v Sloveniji, analizo u¢inkovitosti oglasov glede na njihovo umestitev v spletne

strani ter opis gradnje uporabniskih profilov z uporabo sinusne regresije.
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uporabnikov
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2.1 Sledenje spletnim uporabnikom

Za oglasevalski sistem je zelo pomembno, da lahko vsak zahtevek za oglas, ki pride do
njega, poveze s svojo zbirko podatkov o uporabnikih. Le na ta nacin lahko spletnemu
uporabniku prikaZe oglase, ki so zanj zanimivi, in tako poveca verjetnost klika na oglas.

Pri povezovanju zahtevka z uporabniskim profilom poznamo dva pristopa:
= identifikacija uporabnika s Stevilko ID in
= razlo¢evanje med posameznimi uporabniki na podlagi razlik med njimi.

2.1.1  Sledenje z identifikacijo uporabnikov

Pri tem pristopu je bistveno, da na uporabnikovo napravo shranimo identifikator upo-
rabnika (ID). Ko uporabnik pride prvi¢ v stik z oglaSevalskim sistemom, mu sistem
dodeli $tevilko ID (to je ponavadi zaporedna Stevilka ali naklju¢no zaporedje znakov)
in jo shrani nekam na uporabnikov ra¢unalnik. Pri vsaki naslednji interakciji z oglase-
valskim sistemom identificiramo uporabnika s §tevilko ID, ki jo preberemo z njegovega
ratunalnika.

Utinkovitost in zanesljivost tega pristopa je zelo odvisna od lokacije na uporabni-
kovem racunalniku, kamor shranjujemo uporabnikovo $tevilko ID. V nadaljevanju si

bomo podrobneje pogledali nekatere najpogosteje uporabljene lokacije.

Piskotki HTTP

Piskotki HTTP (tudi spletni piSkotki) so majhne datoteke, ki jih ustvarja spletni brs-
kalnik. Namenjene so vzdrievanju sej in shranjevanju majhne koli¢ine podakov (do
4 KB). Uporaba vsakega piskotka je ponavadi omejena na dolo¢eno spletno domeno
ali poddomeno, veljavnost pa je omejena s ¢asom trajanja. Sledenje uporabnikom s
piskotki je zelo pogosto, a vedno manj zanesljivo zaradi enostavnosti brisanja piskotkov

in uporabe zasebnostnega nadina delovanja brskalnika.

Piskotki Flash

Za uporabo t.i. piSkotkov Flash mora biti v uporabnikovem brskalniku namescen vti¢-
nik Flash. Vti¢nik Flash je zelo razdirjen - ocenjuje se, da je namescen na vec kot 90%
ra¢unalnikih, ki so povezani na svetovni splet. Piskotki Flash delujejo na podoben na-

¢in kot piskotki HTTT, za razliko od slednjih pa imajo neomejeno trajanje in veliko
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vedjo kapaciteto (do 100 KB podatkov). Z vidika sledenja uporabnikom imajo piskot-
ki Flash $e eno veliko prednost - omogocajo namre¢ sledenje uporabniku ne glede na
to, kateri brskalnik trenutno uporablja - piskotki Flash se namre¢ shranjujejo v upo-
rabnikovo domac¢o mapo na ra¢unalniku. Na podoben naéin se da na uporabnikov

ra¢unalnik shranjevati podatke tudi z Microsoftovim vti¢nikom Silverlight.
Skladisée HTMLs

Tehnologija HTMLs daje razvijalcem spletnih strani na voljo dve skladis¢i za podatke.
Sejno skladis¢e (angl. session storage) je uporabno predvsem za shranjevanje zacasnih
sejnih podatkov, saj obstaja le za ¢as trenutne seje. Podatki v lokalnem skladis¢u (angl.
local storage) pa so na voljo vse dokler jih uporabnik ali spletna stran ne izbriseta. Kapa-
citeta obeh skladis¢ ve¢ kot zados¢a potrebam sledenja uporabniku, saj lahko skladis¢i
vsebujeta nekaj MB podatkov na spletno domeno. Za sledenje uporabnikom je zaradi
vedje trajnosti uporabno predvsem lokalno skladisce.

Brisanje vsebin iz obeh skladid¢ HTMLs lahko predstavlja problem. Nekateri br-
skalniki namre¢ uporabniku ne nudijo opcije brisanja vsebin iz HTMLs skladis¢ - to

je mozno le preko tonamenskih vti¢nikov.

Zalasni pomnilnik brskalnika

Ob vsakem obisku spletne strani se vzpostavi komunikacija med uporabnikovim br-
skalnikom in spletnim streznikom. Vsebina obiskane spletne strani je lahko sestavlje-
na iz ve¢ datotek (datoteke HTML, JavaScript, slike ipd.), vsaki izmed njih pa lah-
ko spletni streznik pripne $e meta informacije, med katerimi je za sledenje spletnim
uporabnikom najpomembnejsa oznaka ETag, ki sicer sluZi validaciji vsebin datotek v
brskalnikovem za¢asnem pomnilniku.

Sledenje z uporabo oznake ETag (slika 2.1) poteka tako, da ji spletni streznik na-
mesto kontrolne vsote (angl. checksum) pripiSe unikaten identifikator. Ko uporabnik
naslednji¢ obis¢e spletno stran, poslje brskalnik spletnemu strezniku ETag oznake vseh
datotek iz zatanega pomnilnika, ki pripadajo spletni strani. Namen posiljanja ETag
oznak je ve¢ja u¢inkovitost pri porabi pasovne $irine, na ta nadin pa se jih izkoristi tudi
za sledenje uporabnikom.

Temu nacinu sledenja se lahko v veliki meri izognemo z rednim brisanjem vsebine
zacasnega pomnilnika ali uporabo zasebnostnega nacina delovanja spletnega brskalni-

ka. Ob vklopu tega nacina se namre¢ spletni dokumenti HTML in pomozne datoteke

Ir
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Slika 2.1

Prikaz komunikacije med
spletnim brskalnikom

in spletnim streznikom.
Ob prvem obisku spletne
strani zahtevek HTTP
spletnega brskalnika za
sliko “slika.jpg” ne vsebuje
oznake ETag, streznik pa
poslje poleg datoteke e
njeno oznako ETag. Ob
vsakem naslednjem obisku
poslje brskalnik v zahtevku
tudi oznako ETag, ki lahko
sluzi kot identifikator
uporabnika.

2 Sledenje in profiliranje spletnih uporabnikov D. Kosir

GET /slika.jpg HTTP/1.1

\j

spletni brskalnik spletni streznik

Etag: g72d81a3

GET /slika.jpg HTTP/1.1 Etag: g72d81a3

HTTP/1.1 304 Not Modified

A

(slike, datoteke JavaScript ipd.) shranjujejo v zacasni pomnilnik brskalnika le za ¢as
seje.
Evercookie

Prej nasteta mesta za shranjevanje uporabnikove $tevilke ID $e zdale¢ niso edina mozna.
V odprtokodni knjiznici evercookie [4], ki vsebuje implementacije razli¢nih tehnik za

shranjevanje in obnavljanje uporabnikove Stevilke ID, se med drugim uporabljajo tudi:

= zgodovina obiskanih strani (angl. browser history), ki je zapisana v brskalnikovih

datotekah,
= brskalnikov zacasni spomin (angl. browser cache),
= po meri narejene slike PNG, ki jih vstavimo v spletne strani ter
= razni hrod¢i in luknje v name$¢eni programski opremi.

Knjiznica evercookie uporablja za shranjevanje Stevilke ID kar 13 mest na uporabni-
kovem ra¢unalniku, ob vsakem brisanju podatkov pa jih tudi obnavlja. Spletni uporab-
niki se tako samo z brisanjem piskotkov in zacasnega pomnilnika brskalnika ne morejo

ubraniti sledenju.

2.1.2  Sledenje z razlocevanjem uporabnikov

Spletne uporabnike se da uspe$no razlo¢evati med seboj tudi brez shranjevanja po-

datkov na njihove ra¢unalnike. Z analizo zahtevkov, ki prihajajo iz uporabnikovega
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racunalnika, se da velikokrat zelo natanéno ugotoviti, s katerega racunalnika je zah-
tevek priSel. Tak nacin sledenja dostikrat oznacujemo z izrazom “fingerprinting”. Za
sledilca je tak pristop veliko bolj zahteven od shranjevanja in branja $tevilke ID, za

uporabnika pa je najveckrat neopazen.

Naslov IP

Vsak zahtevek za oglas, ki pride do oglasevalskega sistema, nosi informacijo o izvo-
ru zahtevka. V nasprotju z mnenjem mnogih pa je naslov IP sam po sebi prakti¢no
neuporaben podatek. Ze v vsakem stanovanju imamo namre¢ navadno ve¢ naprav
(namizni, prenosni in tabli¢ni ra¢unalniki, pametni telefoni ipd.), s katerimi je mozno
dostopati do spleta, zahtevki z vseh pa bodo imeli isti naslov IP. Problem postane e
veliko vedji, ¢e upostevamo, da ljudje veliko brskajo po spletu v podjetjih, Solah in
drugih ustanovah, svoj naslov pa lahko skrijejo tudi z uporabo medstreznikov (angl.

proxy server).

Podatki v zahtevku HTTP

Vsak zahtevek HTTP vsebuje polja, ki vsebujejo podatke o uporabnikovem racunal-
niku, operacijskem sistemu, brskalniku in nastavitvah, kot so uporabnikove jezikovne
preference in tipi kompresij, ki jih brskalnik podpira. Kombinacija vseh nastetih podat-
kov lahko Ze zelo natan¢no definira ra¢unalnik, iz katerega je prisel zahtevek. Vsakega
od nastetih podatkov lahko uporabnik brez ve¢jih problemov spremeni - obstajajo tudi

vti¢niki, ki to olajajo - vendar pa se ve¢ina uporabnikov tega ne posluzuje.
Platno HTMLs

Vsi moderni brskalniki podpirajo tehnologiji HTMLs in JavaScript. Z uporabo skripte
JavaScript lahko na spletni strani ustvarimo platno, ga uporabniku skrijemo in nanj
nari$emo nekaj ¢rt ter napisov v razli¢nih pisavah. Naprave spletnih uporabnikov imajo
razli¢ne strojne (enote CPU, grafi¢ni procesorji) in programske karakeeristike (razli¢ni
algoritmi za senenje), zato prihaja pri izrisovanju na platno do majhnih razlik med
slikami, izdelanimi na razli¢nih napravah. Tako ustvarjeno sliko, ki je uporabnik niti ne
vidi, lahko uporabimo kot prstni odtis in jo uporabimo za identifikacijo ra¢unalnika.
V poskusih, ki smo jih izvedli na nekaj ve¢ kot 30 napravah, se je ta pristop izkazal
za izjemno natanénega, saj je pri namiznih ra¢unalnikih za razlikovanje med dvema

povsem enakima racunalnikoma dovolj ze druga razli¢ica uporabljenega brskalnika.

I3
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Razlikovati nam ni uspelo le med dvema povsem enakima mobilnima telefonoma z

enakima brskalnikoma.
Namesceni vticniki in pisave

Spletni brskalniki, v katerih je omogocena uporaba jezika JavaScript, nudijo razvijal-
cem spletnih strani dostop do seznama vseh imen in razli¢ic vti¢nikov, ki so names¢eni
v brskalniku. Preko vti¢nikov Flash ali Java lahko pridemo tudi do seznama vseh na-
mes¢enih pisav na uporabnikovem racunalniku, za samo informacijo o tem, ali je na
ra¢unalnik namescena neka dolodena pisava, pa je dovolj Ze podpora jeziku JavaScript.

Ti podatki so zelo uporabni za razlikovanje med ra¢unalniki, saj so seznami vti¢nikov

in pisav v velikem delu odvisni od potreb in preferenc posameznih uporabnikov.

Zakonitost sledenja z razlocevanjem

Sledenje z razlodevanjem je skladno z Zakonom o elektronskih komunikacijah - ta
namre¢ omejuje le uporabo piskotkov in drugih tehnologij, ki shranjujejo podatke na
uporabnikov rac¢unalnik. Informacijska pooblas¢enka RS omenja “fingerprinting” v
Smernicah o uporabi piskotkov [5] kot tehnologijo za prepoznavanje podpisa uporab-
nikove naprave oz. brskalnika. Pooblas¢enka ne problematizira tega poletja, opozarja

pa na nujnost varovanja tudi na tak nadin pridobljenih osebnih podatkov.
2.2 Profiliranje spletnih uporabnikov

Profiliranje spletnih uporabnikov je zelo aktivno podro¢je - tako z raziskovalnega, kot
ekonomskega vidika. Velika spletna podjetja, kot so Google, Yahoo, Microsoft in osta-
li, razpolagajo z velikimi koli¢inami podatkov o uporabnikih. Vedno vedji delez nji-
hovih prihodkov predstavlja spletno oglasevanje, zato vlagajo veliko truda v analizo
obnasanja njihovih uporabnikov. Ta podjetja brez dvoma razpolagajo z najnapredne;j-
$imi metodami za profiliranje, saj prinasajo Ze najmanjse izboljSave velike ekonomske
koristi. Na Zzalost so metode za gradnjo profilov, e bolj pa podatki o uporabnikih,
poslovna tajnost, zato lahko o podrobnostih njihovega delovanja le ugibamo.
Uporabniski profili se najpogosteje uporabljajo v sistemih za priporocanje [6, 7], pri
personalizaciji spletnih aplikacij [8, 9], v u¢nih platformah [9] ipd. Kvaliteta profilov
lahko mo¢no vpliva na delovanje aplikacij, zato sta zbiranje podatkov o uporabnikih

in gradnja uporabniskih profilov zelo pomembna koraka pri gradnji takih aplikacij.
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Struktura in vsebina uporabniskega profila je v prvi vrsti odvisna od podatkov, s
katerimi razpolagamo. Konec prej$njega stoletja, ko je oglasevanje postajalo vedno
bolj pomemben dejavnik na spletu, so se za zbiranje informacij o uporabnikih pogosto
uporabljale invazivne metode. Podjetja so vabila uporabnike k re$evanju anket in vpra-
$alnikov, z zbranimi informacijami pa so si potem pomagali pri segmentaciji populacije
in ciljanem oglasevanju. Treba je povedati, da je bilo takrat spletno oglasevanje manj
raz$irjeno in da so bili spletni uporabniki redkeje bombardirani z oglasi. Tu je verje-
tno treba iskati razlog, da so bili taki pristopi v tistem ¢asu relativno uspesni, saj je v
danasnjih ¢asih popolnoma nerealno pri¢akovati, da bodo spletni uporabniki mnozi¢-
no in z veseljem sodelovali v anketah ter oglaevalskim podjetjem brez razloga zaupali
svoje osebne podatke, kot so na primer starost, spol in viina letnih prihodkov. Kljub
temu, da dajejo spletni uporabniki vedno ve¢ji pomen zasebnosti, pa so se v zadnjem
¢asu za dober vir osebnih podatkov izkazale spletne nagradne igre.

Gradnja uporabniskega profila na podlagi vprasalnika je lahko zelo preprost nacin za
izbolj$avo uporabniske izku$nje. Petrelli [10] je s kratkimi vprasalniki zbiral informa-
cije o starosti, spolu, poklicih, izobrazbi in navadah obiskovalcev muzeja. Izkazalo se
je, da si z osebnimi podatki ni mogel veliko pomagati in da je za bolje izkoris¢en obisk
muzeja bolj pomembno vedeti, ali je obiskovalec prisel prvi¢, v kaksni skupini prihaja
(druzina, Sola ali kot posameznik), kaj ga zanima in koliko ¢asa ima na voljo. Slaba
stran uporabe anket in vprasalnikov je dejstvo, da odgovorom uporabnikov ne more-
mo slepo verjeti. Njihovi odgovori Ze po definiciji ne morejo biti objektivni, $e posebej
pri bolj osebnih vprasanjih pa imamo lahko opravka tudi z neodkritostjo. V raziskavi
[11] se je na primer pokazalo, da so Studenti zelo precenjevali ¢as, ki ga prezivijo na
socialnem omrezju Facebook.

V zadnjem ¢asu se za profiliranje spletnih uporabnikov najveckrat uporabljajo ne-
invazivne metode, ki veljajo za bolj prijazne do uporabnikov. Uporabnika in njegove
aktivnosti na spletu ponavadi spremljamo dlje ¢asa, potem pa zbrane informacije zdru-
zimo v profil, ki modelira njegove interese. Takemu profilu pravimo tudi kontekstualni
profil uporabnika. Pri gradnji profila iz uporabnikovega klikotoka (angl. clickstream)
obravnavamo vsak obisk spletne strani kot indikator, da je vsebina spletne strani v
skladu z njegovimi interesi. Vsebino vsake posamezne obiskane spletne strani navadno
analiziramo s tehnikami podatkovnega rudarjenja. Thomas in sod. [12] predlagajo

obogatitev spletnih strani z meta podatki po specifikacijah RDF!, kar bi na elegan-

Resource Description Framework http://www.w3.0rg/TR/2014/REC-rdf11-concepts-20140225/

Is5
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ten nacin iznicilo potrebo po podatkovnem rudarjenju. Breme dodajanja oznak RDF
spletnim vsebinam bi najverjetneje padlo na avtorje in urednike. Menimo, da se, vse
dokler pomeni dodajanje oznak RDF za avtorje in urednike dodatno delo, to ne bo
obneslo. Ta trend pa bi lahko spremenila dostopnost programskih knjiznic, ki bi to
delo opravljale avtomati¢no, t.j. brez ¢loveskega posredovanja.

Vivacqua [13] je razvila profilirno metodo i-ProSe, ki uporablja za gradnjo profila
ve¢ virov informacij (Zivljenjepisi, ¢lanki, vsebina elektronske poste itd.). Profili imajo
vektorsko obliko, se pravi, da drZijo informacijo o pogostih klju¢nih besedah in pri-
padajocih utezeh. S profili brazilskih raziskovalcev je zgradila sistem za priporo¢anje,
ki raziskovalcem predlaga mozne projektne partnerje. V zadnjih letih so se zelo raz-
Sirile prilagodljive platforme za e-izobrazevanje [9]. Pri personalizaciji teh platform je
potrebno vedeti predvsem, kaksne so Zelje, znanje in sposobnosti u¢encev. S spremljan-
jem aktivnosti posameznih ucencev in njihovega napredka lahko platformo oz. naloge
priredimo njihovim potrebam in tako izboljSamo u¢ni proces.

Billsus in Pazzani [6] sta prepoznala pomen razlikovanja med uporabnikovimi dolgo-
ro¢nimi in kratkoro¢nimi interesi. Pri gradnji sistema za priporocanje novic spletnim
uporabnikom sta za vsakega uporabnika namesto enega zgradila dva modela uporab-
nikovih interesov. Z analizo zadnjih uporabnikovih interakcij s sistemom sta zgradila
model uporabnikovih kratkoro¢nih interesov, za dolgoro¢ne interese pa sta uporabi-
la vse uporabnikove povratne informacije. S tem sta uspela sistem za priporocanje
prilagoditi spreminjajo¢im se interesom spletnih uporabnikov in izboljSati kvaliteto
priporodil.

Moderne metode za gradnjo profilov velikokrat uporabljajo dodatne vire informacij,
kot so ontologije. Za ve¢ino problemov so dovolj dobre splosne ontologije, kot sta
na primer WordNet” in DMOZ [14], za bolj specifi¢ne probleme pa obstajajo tudi
domenske ontologije.

Eyharabide [15] je obogatila in izbolj$ala uporabniske profile s povezovalnimi pravili,
znanja iz ontologije in razsirjanja aktivacije (angl. spreading activation). Poskusi so bili
izvedeni na vsega 52 $tudentih in zato nimajo velike vrednosti.

Middleton [16] je razvil dva sistema za priporocanje, s katerima je primerjal vektor-
ske in ontoloske uporabniske profile. Ugotovil je, da so seznami priporo¢il, zgrajeni z
uporabo ontoloskih profilov, kvalitetnejsi, kar kaze na koristnost integracije ontologij

v sisteme za priporocanje.

2WordNet http://wordnet.princeton.edu/
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Beitzel [17] je v analizi podatkov spletnega iskalnika ugotovil, da je popularnost po-
sameznih tematik zelo odvisna od ure v dnevu. Pri personalizaciji spletnih iskalnikov
se lahko osredoto¢imo na uporabnikove kratkoro¢ne [18] ali dolgoro¢ne [8] intere-
se. Tako Daoud [18] kot Sieg [8] sta si pri gradnji profilov uporabnikov pomagala z
ontologijo “Open Directory Project” [14]. Daoud je s prepoznavanjem semanti¢nih
preskokov razdelila klikotoke uporabnikov na seje, pri ¢emer se je za najboljse merilo
izkazal Kendallov koeficient korelacije. Ob zacetku vsake seje je ustvarila nov onto-
loski profil za uporabnika. Tekom seje je posodabljala utezi za posamezne koncepte
v uporabnikovem profilu s t.i. razsirjanjem ocen (angl. score propagation). Z razir-
janjem ocen dodatno to¢kujemo koncepte, ki so v ontologiji povezani z neposredno
to¢kovanimi. S poskusi na podatkovni mnozici HARD 2003 TREC [19] so pokazali,
da njihov pristop statisti¢no znacilno izbolj$a natan¢nost iskanja. Sieg [8] je rezultate
iskanja v spletnem iskalniku s ponovnim rangiranjem prilagodil uporabnikom na pod-
lagi njihovih dolgoro¢nih interesov. Za totkovanje konceptov je uporabil razsirjanje
aktivacije (angl. spreading activation), ki deluje na podoben nacin kot prej omenjeno
razsirjanje ocen.

Algoritem WebDCC [20] uporablja razvri¢anje konceptov za izdelavo modela upo-
rabnikovih interesov. Godoy je razvila metodo za gradnjo ontoloskih profilov upo-
rabnikov [21], pri kateri je algoritmu WebDCC dodala $e ¢asovno pozabljanje, na
podlagi pozitivnih povratnih informacij pa je $e dodatno zviSala ocene ustreznim kon-
ceptom. V poskusih so simulirali uporabnike s spreminjajo¢imi se interesi, rezultati pa
so pokazali, da se lahko tako zgrajeni profili hitro prilagajajo spremembam v obnasanju

uporabnikov.
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3.1 Metoda AverageActionFC

Definicija 3: Ontologija opisuje mnozico konceptov v neki domeni in odnose med
njimi. Najveckrat je predstavljena kot graf, v katerem so koncepti predstavljeni z

vozli§¢i, odnosi pa s povezavami med njimi.

Definicija 4: Ontoloski profil uporabnika je model uporabnikovih interesov, pri ka-
terem je za predlogo uporabljena splosna ali domenska ontologija. Profil je sestavljen
iz ontoloskih konceptov, vsakemu pa je pripisana tudi utez, s katero ozna¢ujemo po-

membnosti posameznih konceptov.

Definicija s: Klikotok (angl. clickstream) je zaporedje uporabnikovih spletnih ak-
tivnosti (obiski spletnih strani), ki se navadno belezijo v dnevnike spletnih strezni-
kov. Vsak vnos je navadno opremljen s podatki, kot so ¢as dogodka, naslov URL

obiskane spletne strani ipd.

Obstojece metode za gradnjo ontoloskih profilov (glej razdelek 2.2) temeljijo na
analizi preteklih uporabnikovih aktivnosti. Obicajno se za predlogo uporabi ena od
splosnih ontologij, npr. DMOZ (the Open Directory Project) [14]. Na obiskanih
spletnih straneh poskusajo detektirati koncepte iz ontologije, nakar jim povisajo oce-
no pomembnosti. Nekatere metode prilagajajo profile spreminjajo¢im se interesom

uporabnikov:

= z detekeijo semanti¢nih preskokov v zaporedju uporabnikovih aktivnosti (me-

toda avtorice Daoud [18]) ali

= s tehniko ¢asovnega pozabljanja (npr. metoda avtorice Godoy [21]), s katero

dajo pri gradnji profila ve¢ji pomen konceptom, ki so bili detektirani nazadnje.

Glavna pomanjkljivost obstojec¢ih metod je njihova omejenost na podatke iz upo-
rabnikovega klikotoka, ki je velikokrat kratek ali enoli¢en ter predstavlja zelo omejen
vir informacij. To omejitev skusajo nekatere metode preseti z uporabo razirjanja ocen

(metoda avtorice Daoud [18]) ali razsirjanja aktivacije (metoda avtorja Sieg [8]), ki na
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podlagi strukeure uporabljene ontologije razsirjata ocene konceptov tudi na koncepte,
ki niso bili detektirani v obiskanih spletnih stranch. Nova metoda AverageActionFC
uporablja za gradnjo profila za razliko od obstojec¢ih metod poleg uporabnikovega kli-
kotoka $e informacije v profilih njemu podobnih uporabnikov.

V nadaljevanju sta predstavljeni dve tehniki, ki sta del nove metode za gradnjo on-

toloskih profilov: ¢asovno pozabljanje in popravljanje profilov s prototipnimi profili.

3.1.1  Casovno pozabljanje

Tehnika ¢asovnega pozabljanja se pogosto uporablja tako na podro¢ju profiliranja upo-
rabnikov kot tudi v druzboslovnih znanostih. Osnova te tehnike je padajo¢a funkcija,
s katero modeliramo pozabljanje ali podasno spreminjanje interesov. V literaturi so
omenjene linearne, polinomske, eksponentne, logaritmiéne in sigmoidne funkcije. V
zacetnih poskusih se je izkazalo, da je izmed nastetih za modeliranje pozabljanja na
podatkih oglasevalske mreze najbolj primerna funkcija logaritma.

V enacbi (3.1) oznadujemo pomembnost uporabnikove akcije z importance, .y,
definirana pa je na podlagi ¢asa a4ge,;;,, ki je pretekel od takrat in hitrosti pozabljanja,
ki jo dolo¢a osnova logaritma 4. Na sliki 3.1 so prikazane tri hitrosti pozabljanja in

njihov vpliv na izra¢un pomembnosti uporabnikovih aktivnosti.

1
1+ logu(ageaction + 1)

(3.1)

importance,qtip, =
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Slika 3.1

Modra krivulja predstavlja
pomembnost posameznih
dogodkov brez pozabljanja
- vsi dogodki so enako
pomembni. Z rdeco
krivuljo je prikazano
absolutno pozabljanje, pri
katerem pozabimo na vse
dogodke razen zadnjega.
Zelena krivulja predstavlja
zmerno pozabljanje, pri
katerem pomembnost
dogodka pada s ¢asom, ki
je pretekel. Uporabljena
je funkcija logaritma (3.1)
s hitrostjo pozabljanja

a =100.
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3.1.2 Popravijanje profilov s prototipnimi profili

Glavna prednost nove metode za profiliranje uporabnikov je izbolj$ava uporabnikove-
ga profila z vnosom domenskega znanja, ki je predstavljeno kot mnozica prototipnih
profilov. Vsak od prototipnih profilov predstavlja model interesov tipi¢nega uporab-
nika oz. skupine uporabnikov, vsi prototipni profili skupaj pa pokrivajo celotno ali pa
vedino populacije uporabnikov.

Popravljanje uporabnikovega profila (glej Algoritem 2) poteka tako, da v prvem ko-
raku v mnozici prototipnih profilov najdemo tistega, ki je uporabnikovemu najbolj
podoben. V drugem koraku priblizamo ocene konceptov v uporabnikovem profilu
ocenam istih konceptov v prototipnem profilu. Mero popravljanja imenujemo utez za
popravljanje Wy ect> zavzema pa lahko poljubne vrednosti med 0 < Wy < 1.V
primeru, da uporabimo vrednost utezi za popravljanje Wy = 0, je popravljeni profil

enak prvotnemu, z utezjo Wy, = 1 pa izena¢imo uporabnikov profil s prototipnim.
Prototipni uporabniski profili

Mnozico prototipnih profilov lahko dolo¢i domenski strokovnjak, ki pozna interese in
obnasanje ciljne populacije, lahko pa jih definiramo na podlagi analize preteklih ak-
tivnosti celotne populacije uporabnikov. V kolikor imamo opravka z novo aplikacijo,
so lahko podatki o uporabnikih preskopi, da bi lahko z analizo prili do stabilne in
zanesljive mnozice prototipov. Ce Zelimo uporabljati popravljanje profilov s prototi-
pi, je tako potrebna pomo¢ strokovnjakov. Ce pa imamo na razpolago vedjo koli¢ino
podatkov o preteklih aktivnostih uporabnikov, lahko z analizo teh podatkov defini-
ramo mnozico prototipov, ki bo koristen vir informacij za popravljanje uporabniskih
profilov.

V poskusih, ki so predstavljeni v naslednjem poglavju, smo imeli na voljo klikotoke
vedjega Stevila spletnih uporabnikov, ki se raztezajo skozi daljse ¢asovno obdobje. To

obdobje smo razdelili na dva dela:
1. podatki za kalibracijo in dolotitev prototipnih profilov ter
2. podatki za evalvacijo metod za profiliranje uporabnikov.

Klikotoke uporabnikov iz prvega obdobja smo uporabili za gradnjo preprostih onto-

logkih profilov. Z algoritmom AverageAction (Algoritem 1) smo zgradili uporabnikov
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profil tako, da smo za vsakega od konceptov iz ontologije izra¢unali povpre¢je nje-
govih ocen v vseh dogodkih iz uporabnikovega klikotoka. Na profilih, izra¢unanih z
algoritmom AverageAction, smo izvedli razvr$¢anje. Uporabili smo standardni algori-
tem k-means [22], katerega rezultat je mnoZica centroidov. Vsak od tako izratunanih
centroidov imenujemo prototipni profil, saj predstavlja interese ve¢jega $tevila uporab-

nikov.

Algoritem 1: Algoritem za gradnjo ontoloskih uporabniskih profilov AverageAction.

Input: ontology, actions
Output: profile
// inicializacija profila
foreach category do
| profile[category] « O
// gradnja profila iz uporabnikovih preteklih aktivnosti
foreach action do

foreach category do
| profile[category] « profile[category] + action[category]

// normalizacija ocen konceptov v profilu

foreach category do
| profile[category] « profile[category]/actions.length

V podatkovnem rudarjenju se za mero podobnosti med dvema vektorjema pogo-
sto uporablja kosinusna podobnost [23], ki je definirana kot kosinus kota med njima.
Uporaba kosinusne podobnosti je smiselna, ¢e velja predpostavka, da sta vektorja med
seboj neodvisna. Pri ra¢unanju podobnosti med ontoloskimi profili ta predpostav-
ka ne velja - koncepti v ontologiji so namre¢ med seboj povezani ravno na podlagi
medsebojne sorodnosti. To omejitev presega posplosena kosinusna podobnost, kot jo je
definiral Ganesan [24]. Pri posploseni kosinusni podobnosti je produkt med vhodni-
ma vektorjema A in B (enacba 3.3) definiran kot vsota vseh produktov komponent
obeh vektorjev a; - b;, pri ¢emer se sorodnost med obema vektorjema uposteva preko

produkta élenovlj- . E (enacba 3.4), ki je definiran s pomo¢jo funkcij:

= LCA(l;, ;) (angl. lowest common ancestor) - najniZji skupni prednik vozlis¢ /;

in lj ter

= depth(l;) - globina vozlis¢a I; v ontologiji.
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V izra¢unu podobnosti med dvema profiloma (glej enacbe 3.2-3.4) so vkljuéeni tako
toc¢kovanja konceptov v obeh profilih kot tudi struktura ontologije, zato smo pri raz-
vr$¢anju ontoloskih uporabniskih profilov z algoritmom k-means za mero podobnosti

uporabili posploseno kosinusno podobnost (GCSM).

> =

A-B
SimccsM(Ar B) =T/ 5= (3.2)
VA-A-VB-B
A.B= a;-b -1 (3-3)
i=1 j=1
o o 2-depth(LCA(L, 1)) (3.4)
_ 3.4

F T depth(ly) + depth(l))

Zelo znan problem pri razvr$¢anju z algoritmom k-means je iskanje optimalnega
$tevila gru¢ k. Optimum je odvisen predvsem od podatkov, ki jih uporabljamo za

gradnjo profilov, zato smo ga dolo¢ili s kalibracijo.

3.1.3  Profilirni algoritem AverageActionFC

Pri razvoju algoritma AverageActionFC (kon¢nica imena algoritma izhaja iz angleskih
besed Forgetting in Correction), ki je izboljSava algoritma AverageAction (glej Algo-
ritem 1), smo bili osredotoceni predvsem na izboljSanje robustnosti in fleksibilnosti
algoritma.

Mehanizem ¢asovnega pozabljanja omogoca prilagajanje profila spreminjajo¢im se
interesom uporabnika, s prilagajanjem hitrosti pozabljanja pa lahko optimiziramo upo-
rabnikov profil tako, da bolje modelira njegove kratkoro¢ne ali dolgoro¢ne interese.

Robustnost profila v smislu, da gradi relativno kvalitetne uporabniske profile tudi,
ko je na voljo zelo malo podatkov o uporabnikovih preteklih aktivnostih, smo zagoto-
vili s tehniko popravljanja profila s prototipi. V praksi je pomanjkanje podatkov pogost
pojav, zato je pomembno, da se pri gradnji profila uporabijo tudi drugi viri podatkov.
S priblizevanjem uporabnikovega profila prototipu vnasamo v profil podatke o intere-
sih njemu podobnih uporabnikov, kar lahko obcutno zvisa kvaliteto tako zgrajenega

profila.
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Algoritem AverageActionFC (glej Algoritem 2) ima naslednje argumente:
= ontology - referen¢na ontologija, ki sluzi kot predloga za uporabniske profile,
= qactions - seznam uporabnikovih preteklih aktivnosti,
® f forget - funkcija Casovnega pozabljanja,
= prototypes - seznam prototipnih profilov in
B Weopreet - UteZ za popravljanje profila.

Dodatna predpostavka pri podatkih o uporabnikovih preteklih aktivnostih je, da se
da vsako posebej semanti¢no preslikati v referen¢no ontologijo.

V prvem koraku gradnje profila uporabimo funkcijo ¢asovnega pozabljanja za do-
lo¢anje pomembnosti posameznih aktivnosti iz uporabnikovega klikotoka, nakar za-
piSemo ocene h konceptom ontologije. Drugi korak algoritma je popravljanje profila
s prototipi. V mnofici prototipnih profilov moramo najprej najti tistega, ki je najbolj
podoben uporabnikovemu profilu, potem pa pribliZamo ocene konceptov v uporab-
nikovem profilu ocenam v prototipnem v skladu z vrednostjo utezi za popravljanje
Weorrect-

V nadaljevanju so za nekatere razlicice algoritma AverageActionFC uporabljena dru-

ga imena:

= AverageAction - Najpreprostejsi algoritem za gradnjo profilov (glej Algoritem 1),
ki pri svojem delovanju ne uporablja niti ¢asovnega pozabljanja niti popravljanja
s prototipi. Ocene konceptov v konénem profilu so enake povpre¢nim ocenam

teh profilov v dogodkih iz u¢nega klikotoka.

= AverageActionF - Ta razli¢ica uporablja mehanizem ¢asovnega pozabljanja, ne
uporablja pa popravljanja profilov s prototipi. Hitrost pozabljanja je zmerna,

osnova logaritma a v enacbi 3.1 obi¢ajno zavzema vrednosti 10 < a < 100.

u LastAction - Pri tej razli¢ici je uporabljena najvisja hitrost pozabljanja, kar po-
meni, da algoritem zanemari vse dogodke v u¢nem klikotoku razen zadnjega.
Uporabnikov profil vsebuje enake ocene konceptov kot zadnji dogodek iz u¢ne-

ga klikotoka.
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Algoritem 2: Algoritem za gradnjo ontoloskih profilov AverageActionFC, ki upora-

blja tehniki ¢asovnega pozabljanja in popravljanja profilov s prototipi.

Inpur: ontology, actions, f foner, Prototypes, Weyprect
Output: profile
// inicializacija profila
Jforeach category do
| profile[category] < 0
// gradnja osnovnega profila iz uporabnikovih preteklih
aktivnosti z uporabo funkcije casovnega pozabljanja
Wy < 0
foreach action do
Worget < fforget(ageuctian)
foreach category do
L profile[category] « profile[category] + wrore * action[category]
Wsym < Weym + Worget
// normalizacija ocen konceptov v profilu
foreach category do
| profile[category] « profile[category]/ws,,
// gradnja konc¢nega profila z uporabo popravljanja s
prototipi
prototype « find_most_similar(prototypes, profile)
foreach category do
L xtyp < Weorrect * PTOtOtyPE[Cﬂtego”}/]
profile[category] « (1 — Weorpect) * profile[category] + xy,
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3.2 Ostale razvite profilirne metode

V zadnjih letih smo razvili $e nekaj povsem druga¢nih metod za gradnjo ontologkih
profilov. Pri gradnji se nismo omejili le na gradnjo stati¢nih profilov, ki vsebujejo
le tako ali drugace dobljene ocene posameznih konceptov iz ontologije. Edino pravo
vrednost uporabnikovega profila smo videli namre¢ v njegovi zmoznosti napovedovanja
uporabnikovih interesov, zato smo dostikrat v uporabnikov profil namesto stati¢nih
ocen konceptov vgradili katerega od preprostej$ih napovednih modelov, zgrajenega z

algoritmi strojnega ucenja.
3.2.1  Popravijanje profilov s casovnimi statistikami

S popravljanjem uporabniskih profilov s ¢asovnimi statistikami prilagajamo ocene kon-
ceptov v uporabnikovem profilu glede na trenutno popularne tematike. Tako lahko v
sicer stati¢en profil, ki je zgrajen na podlagi uporabnikovih preteklih aktivnosti, vne-

semo dolo¢eno mero dinamicnosti.

Casovne statistike

Kot dodaten vir informacij za izbolj$anje uporabniskih profilov smo uporabili podatke
o popularnosti posameznih tematik v preteklosti, ki smo jih imenovali éasovne statistike.
Pri izra¢unu teh statistik smo uporabili vse obiske spletnih strani iz klikotokov, ki so
bili sicer uporabljani za kalibracijo metod. Izrac¢unali smo navadno povpredje utezi
konceptov po vseh dogodkih v uporabniskih klikotokih, tako da statistike dejansko
odrazajo popularnost posameznih tematik ob dolo¢enih ¢asovnih obdobjih.

Pri izratunu smo uporabili 4 ravni podrobnosti:

1. dnevne statistike za posamezne dneve v tednu: 7 ¢asovnih statistik,

2. dnevne statistike za delavnike in vikende: 2 ¢asovnih statistiki,

3. urne statistike za posamezne dneve v tednu: 7 * 48 = 168 ¢asovnih statistik in
4. urne statistike za delavnike in vikende: 2 * 24 = 48 ¢asovnih statistik

Pregled omenjenih statistik je pokazal, da se pri nekaterih tematikah njihova popu-
larnost ne spreminja dosti s ¢asom — take so na primer izobraZevanje, telekomunikacije,
tabloidi, zabava in video igre. Pri drugih tematikah pa smo opazili, da se njihova po-

pularnost ocitno poveca v dolo¢enih ¢asovnih obdobjih:
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= med tednom pono¢i (2h-sh): racunalniSka strojna oprema, mobilni telefoni,

video naprave in ostala potro$niska elektronika,

= med tednom zjutraj in v dopoldanskih urah (6h-13h): poslovanje, upravljanje s

¢loveskimi viri, davki, transport in logistika,
= med tednom v ¢asu malic in kosil (1oh-15h): hrana, kuhanje in recepti,

= med tednom popoldne (16h-20h): igrace, stripi in risanke,

med vikendi pono¢i (3h-6h): $port,

= med vikendi ¢ez cel dan (9h-20h): igrade, kuhanje, recepti,

med vikendi dopoldne (9h-13h): stripi in risanke,
= med vikendi popoldne (12h-18h): filmi,

= med vikendi popoldne in zveer (15h-22h): domati ljubljencki in

vsak dan pono¢i (3h-7h): igre na sreco.
Popravljanje profilov s éasovnimi statistikami

Postopek popravljanja uporabnikovega profila s ¢asovnimi statistikami je podoben po-
pravljanju s prototipnimi profili v algoritmu AverageActionFC (glej Algoritem 2 na
strani 26). Za razliko od algoritma AverageActionFC, pri katerem se popravljanje pro-
fila zgodi takoj po gradnji osnovnega uporabnikovega profila, se zgodi popravljanje
profila s ¢asovnimi statistikami vsaki¢, ko je potrebno izdelati napoved uporabniko-
vih interesov. Pri vsaki napovedi se na podlagi trenutnega ¢asa izbere ustrezna ¢a-
sovna statistika, popravljanje ocen konceptov v uporabnikovem profilu pa se v skla-
du s kalibrirano vrednostjo Wy in izbrano statistiko izvede na enak nacin kot pri
AverageActionFC.

Ker je potrebno osnovni uporabnikov profil popravljati za vsako napoved, je koristno
pred popravljanjem narediti kopijo osnovnega profila, ki se jo lahko potem uporablja

za nadaljnje napovedi.
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4.1 Metodologija testiranja metod za gradnjo ontoloskih profilov

Razvite metode za gradnjo ontoloskih profilov smo primerjali z obstoje¢imi metodami
avtorjev Daoud [18], Godoy [21] in Sieg [8] (glej razdelka 2.2 in 3.1). Nekatere od pri-
merjanih metod je potrebno pred uporabo kalibrirati, zato smo podatkovno mnozico

najprej razdelili na dva dela:

1. podatki za kalibracijo metod - ti podatki so sluzili izklju¢no iskanju optimalnih

vrednosti argumentov in

2. podatki za medsebojno primerjavo metod - na podlagi teh podatkov smo izvajali
evalvacijo in primerjavo metod, pri ¢emer smo v posameznih metodah vedno

uporabili s kalibracijo dobljene vrednosti parametrov.

Z razdelitvijo podatkov na kalibracijske in primerjalne smo se izognili problemu
prevelikega prileganja u¢nim podatkom (angl. overfitting) in povecali zaupanje v ne-
pristranost dobljenih rezultatov. V veliko primerih so v obeh mnozicah podatkov zasto-
pani isti uporabniki, vendar pa nobena od metod te informacije pri svojem delovanju
ne izkoris¢a.

Pri zasnovi metodologije za evalvacijo in primerjavo metod za profiliranje spletnih

uporabnikov so nas vodila naslednja vprasanja:
= Kako oceniti kvaliteto uporabnikovega profila?

= Koliko ¢asa je zgrajeni profil $e aktualen oz. koliko ¢asa dobro modelira upo-

rabnikove interese?

= Kaksen vpliv ima na kvaliteto profila koli¢ina informacij, ki jo uporabimo pri

gradnji profila?
= Ali je metoda za profiliranje A boljsa od metode B2

4.1.1  Kvalitera uporabnikovega profila

Pri ocenjevanju kvalitete uporabnikovega profila smo se osredototili na to, kako dobro
modelira uporabnikove interese, se pravi kaksna je vrednost profila kot napovednega
modela. Uporabnikov klikotok smo zato razdelili na u¢ne in testne dogodke (slika

4.1). Utne dogodke smo uporabili za gradnjo uporabnikovega profila, ki ga potem
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ucni podatki testni podatki

v o,

a, a, a, a, a, a, a,

nismo ve¢ posodabljali, kvaliteto uporabnikovega profila pa smo ocenjevali na podlagi
primerjave med profilom in testnimi dogodki v uporabnikovem klikotoku.

Za oceno kvalitete uporabnikovega profila Q,, smo uporabili posploseno kosinusno
podobnost (GCSM) med profilom in testnim dogodkom. Ker smo lahko kvaliteto
profila ocenjevali le ob ¢asih testnih dogodkov, smo na podlagi razlike med ¢asom
gradnje profila in ¢asom testnega dogodka definirali kvaliteto uporabnikovega profila
ob starosti profila t kot Q,[¢].

Qult] = simgesm(profile, content ) (4.1)

Z zdruZitvijo ocen kvalitet profilov ve¢jega Stevila uporabnikov smo definirali pov-
pre¢no kvaliteto profilov v dolo¢enem obdobju Que[t], £ € [ins tax] (enacba 4.2). S
to oceno lahko u¢inkovito merimo uspe$nost metode za profiliranje in jo primerjamo

z ostalimi metodami.

)

WLt
qug[t] = ueusers Q [ ]

Nevents [t] (4.2)

/t € [tmint tmax]

4.1.2  Vpliv starosti profila in koli¢ine informacij na kvaliteto profila

Obicajno velja predpostavka, da ima starost negativen vpliv na kvaliteto uporabnikove-
ga profila. S spremljanjem uporabnika in sprotnim posodabljanjem njegovega profila

bi v teoriji lahko ta vpliv izni¢ili, vendar pa je v praksi, $e posebej ob urah, ko je na

3r
Slika 4.1

Prikaz razdelitve uporab-
nikovega klikotoka, ki
vsebuje m + n + 1 do-
godkov, na u¢ne in testne
podatke. Prvih m + 1
dogodkov v klikotoku se
uporabi za gradnjo uporab-
nikovega profila, zadnjih
n dogodkov pa za oce-
njevanje kvalitete profila.
Dogodek ag je najnovejsi
dogodek v delu klikotoka,
ki se uporabi za gradnjo
profila, ¢as tega dogodka
to pa obravnavamo kot
¢as gradnje profila. Casu,
ki pretece od gradnje pro-
fila do testnega dogodka,
pravimo starost profila.
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spletu najve¢ uporabnikov, to lahko prevelik zalogaj za razpoloZljivo strojno opremo.
V takih primerih se je potrebno vprasadi, ¢e je res smiselno posodabljati uporabnikov
profil z vsakim novim dogodkom, ki se pojavi v njegovem klikotoku. Pogostost po-
sodabljanja uporabnikovega profila je tako vprasanje razpoloZljivosti strojne opreme,
hitrosti metode za profiliranje in hitrosti padanja kvalitete profila s ¢asom, lahko pa je
to tudi povsem poslovna odlocitev. V vsakem primeru je koristno vedeti, kako dobro
lahko po dolo¢enem ¢asu $e modeliramo uporabnikove interese, zato smo povpre¢ne
ocene kvalitet profilov razdelili na 11 ¢asovnih obdobij, ki se raztezajo od trenutka

gradnje profila do starosti profila 4 tedne:
= 0s < starost < 3s,
= 3 s < starost < 1 min,
» 1 min < starost < 10 min,
= 10 min < starost < 30 min,
= 30 min < starost < 1 ura,
= 1 ura < starost < 2 uri,
» 2 uri < starost < 6 ur,
= 6 ur < starost < 12 ur,
» 12 ur < starost < 1 dan,
= 1dan < starost < 1 teden,
n 1 teden < starost < 4 tedni.

Gibanje povpre¢ne kvalitete profila smo spremljali tudi glede na Stevila u¢nih do-
godkov, ki so bili uporabljeni za gradnjo profila. Predvidevali smo, da lahko pri krat-
kih u¢nih klikotokih vsaka dodatna informacija pomaga izboljsati kvaliteto profila, po
gradnji profila z uporabo velikega Stevila u¢nih dogodkov pa je profil tezko izpopolni-
ti. Izvajali smo ve¢ serij poskusov, v vsaki seriji pa smo nastavili fiksno dolzino u¢nih
klikotokov. Uporabljali smo u¢ne klikotoke dolzin od 5 do 100 u¢nih dogodkov, s
primetjavo rezultatov pa smo lahko ugotovili, kako $tevilo dogodkov, ki so bili upo-

rabljeni za gradnjo profila, vpliva na kvaliteto profilov.
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4.1.3  Medsebojna primerjava metod za profiliranje

Da bi bila medsebojna primerjava metod ¢im bolj objektivna, so bili pri evalvaciji vsake
metode uporabljeni isti podatki. To pomeni, da so bili uporabniski profili zgrajeni
z istimi klikotoki, prav tako pa so bili za ocenitev kvalitete zgrajenih profilov vedno
uporabljeni isti testni dogodki. Da bi lahko ¢imbolj zanesljivo odgovorili na vprasanje,
ali je ena metoda za profiliranje boljsa od druge, smo uporabili statisti¢ne teste.

Za vsako od primerjanih metod smo zgradili seznam ocen kvalitet profilov, pri ¢emer
so vsi primerjani seznami enako dolgi, za enakolezne ocene pa so bili uporabljeni isti
testni dogodki. Za primerjavo smo uporabili parni Wilcoxonov test predznacenih ran-
gov [25], ki za razliko od Studentovega t-testa ne predpostavlja normalne porazdelitve

podatkov.

4.2 Poskusi: Kvaliteta profilov uporabnikov spletne oglasevalske
mreze Hitpool

V spletno oglasevalsko mrezo je vklju¢eno vegje Stevilo zaloznikov in oglasevalcev, ogla-
$evalska mreZa pa deluje kot posrednik.

Oglasevalci posredujejo mrezi svoje oglase, mreza pa jim omogoca lazji dostop do
spletne populacije. S ciljnim oglasevanjem lahko oglasevalska mreza prikazuje oglase le
spletnim uporabnikom, za katere se predvideva, da jih taka vsebina zanima. Spletni za-
lozniki dajejo dele svoji spletnih strani v najem oglasevalski mrezi, v zameno za oglasni
prostor pa dobijo od mreze denarno nadomestilo. V kolikor je v oglasevalsko mrezo
vkljuéenih dovolj razli¢nih oglasevalcev in spletnih zaloznikov, lahko mreZa s pamet-
nim prikazovanjem oglasov ob¢utno izboljsa uspesnost oglasevanja, kar se odraza na

vi$jih vrednosti CTR in bolj ekonomi¢ni porabi oglasevalskega denarja.

Definicija 6: CTR ali “click-through rate” je delez prikazanih oglasov, na katere so
uporabniki kliknili (glej enacbo 4.3). To je najpogosteje uporabljena mera za uspes-
nost posameznih oglasov in oglasevalskih kampanj, ne odraza pa vedno ekonomske
uspednosti, saj ne uposteva razli¢nih cen klikov na oglase in stroskov oglasevanja.

UM jicked

CTR = (4.3)

numdisplayed

33




34 4 Poskusi: Gradnja in evalvacija uporabniskih profilov D. Kosir
Za potrebe pametnega oglasevanja zbira oglasevalska mreza podatke o:
= vsebinah spletnih strani,
= vsebinah oglasov in
= aktivnostih spletnih uporabnikov.

4.2.1  Opis podatkov oglasevalske mreze

Glavna vira podatkov so strezniski dnevniki ogladevalske mreze in podatkovna baza

kategoriziranih vsebin spletnih strani.
Strezniski dnevniki

Streznigki dnevniki vsebujejo podatke o ogledih spletnih strani, ki so vklju¢ene v mrezo,
prikazanih oglasih in klikih na oglase, ki so se zgodili v okviru ogladevalske mreze. Za
gradnjo in evalvacijo ontoloskih profilov spletnih uporabnikov smo uporabili le oglede
spletnih strani. Poleg ¢asa obiska in naslova URL obiskane spletne strani vsebujejo
dnevniki tudi $tevilko ID spletnega uporabnika in nekatere podatke zahtevka HTTP.

V poskusih so bili uporabljeni podatki iz obdobja od avgusta do novembra 2011.
V tistem obdobju $e ni veljal novi Zakon o elektronskih komunikacijah [3], zato smo
spletnim uporabnikom lahko sledili s pomo¢jo spletnih piskotkov.

Vsebino strezniskih dnevnikov smo razdelili na:
= kalibracijske podatke (avgust in september 2011) in
= podatke za primerjavo profilirnih metod (oktober in november 2011).

Iz strezniskih dnevnikov smo izlusdili klikotoke posameznih spletnih uporabnikov,
pri ¢emer smo se omejili le na vnose, ki opisujejo obiske spletnih strani. Vsak vnos
v strezniskem dnevniku opisuje en uporabnikov obisk spletne strani. Za gradnjo in

evalvacijo uporabniskih profilov smo uporabili naslednje podatke:
= (as obiska spletne strani,
= naslov URL obiskane strani in

= vsebino vrstice “User-Agent”, ki je del glave zahtevka HTTP.



Profiliranje spletnih uporabnikov

Vrstica “User-Agent” vsebuje podatke o napravi, ki je poslala zahtevek HTTP na
streznik. Z uporabo knjiznice WURFL [26] lahko iz vsebine te vrstice ugotovimo, s
katerim operacijskim sistemom in brskalnikom je uporabnik obiskal spletno stran. To
nam je omogocilo, da smo lahko iz mnozice klikotokov izlo¢ili spletne robote, preostale

uporabnike pa smo razdelili na:

= namizgne spletne uporabnike, ki uporabljajo namizne in prenosne racunalnike

(operacijski sistemi Microsoft Windows, Linux, OS X, itd.) ter

= mobilne uporabnike, ki uporabljajo tabli¢ne ra¢unalnike in mobilne telefone
(operacijski sistemi Android, iOS, Windows Mobile, itd.).

V tabeli 4.1 je prikazano $tevilo evalvacij uporabniskih profilov, na podlagi katerih

so pridobljeni rezultati, prikazani v tem poglavju.

Tabela 4.1

Stevilo evalvacij uporabniskih profilov v poskusih na podatkih oglasevalske mreze.

populacija kalibracija | primerjava metod
namizni uporabniki | 1.966.684 1.633.132
mobilni uporabniki 597.789 766.521

Kategorizacija vsebin spletnih strani

Oglasevalska mreza vzdrzuje bazo naslovov URL, na katerih se prikazujejo njeni oglasi.
Spletni roboti, ki so del oglasevalske mreze, obiskujejo te spletne strani in analizirajo
njihovo vsebino. Proces kategorizacije spletnih vsebin, ki je opisan v tem poglavju, sem
kot programski arhitekt v podjetju Httpool razvil leta 2008 in se od takrat naprej upo-
rablja z potrebe kontekstualnega oglasevanja na evropskih in azijskih trgih. Trenutno

je podprtih 15 evropskih jezikov, med katerimi je seveda tudi slovens¢ina.

Oglasevalska ontologija. Pri analizi vsebin spletnih strani se uporablja v podjetju razvita
ontologija, ki vsebuje 130 tematskih kategorij, organiziranih v drevesno obliko (manjsi

izsek ontologije je prikazan na sliki 4.2).
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Slika 4.2

Prikazan je manjsi izsek
ogladevalske ontologije,

ki se uporablja kot orodje
za kategorizacijo vsebin
spletnih strani in kot
predloga za profile spletnih
uporabnikov v oglasevalski
mrezi. V korenu drevesa je
kategorija “Splo$no”, ostala
vozliia pa predstavljajo
bolj konkretne tematske
kategorije. Vsako vozlisce
v drevesu nosi tudi utez

za pripadajoco kategorijo,
ki ponazarja njen delez

v vsebini spletne strani

oz. njeno pomembnost v
uporabnikovem profilu.
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Splosno
deleZ=0.0
Avtomoto Sport Zabava
delez=0.1 delez=0.3 delez=0.05
Avtomobilizem Motociklizem Filmi Glasba
delez=0.1 delez=0.3 delez=0.1 deleZz=0.05

Vsako vozlid¢e v drevesu predstavlja eno tematsko kategorijo:

= koren drevesa predstavlja kategorijo “Splo$no”,

= ostala vozliséa pa predstavljajo bolj specifiéne tematike - ¢im bolj kot je vozlisce

oddaljeno od korena drevesa, tem bolj specifi¢no kategorijo predstavlja.

Proces kategorizacije spletnih vsebin deluje v naslednjih korakih:

1. Ekstrakcija besedila iz spletnih dokumentov,

2. Predobdelava besedila z lematizacijo. Na podlagi slovni¢nih pravil se vsem bese-

dam odstranijo nepomembne predpone in pripone.

3. Iskanje kljucnih besed in fraz v besedilu. Zavsako od tematskih kategorij v oglase-

valski ontologiji je dolo¢en seznam od 30 do 100 klju¢nih besed in fraz, za katere

se pric¢akuje, da se pojavljajo v tovrstnih besedilih. Nekatere klju¢ne besede se

lahko zaradi sorodnosti med kategorijami in ve¢pomenskosti besed pojavljajo v

razli¢nih kategorijah.

4. Prisotnost posameznih tematik v besedilu SCOT€ yo00n, se doloca glede na kosinus-

no podobnost med besedilom in seznamom klju¢nih besed za vsako tematsko

kategorijo, pri ¢emer je besedilo predstavljeno kot vre¢a besed (angl. bag-of-

words). Izratun kosinusne podobnosti smo prilagodili tako, da so ve¢besedne
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fraze zaradi vegje specifi¢nosti in redkosti dodatno tockovane. Fraza “prva po-
mo¢” namre¢ zelo o¢itno namiguje na zdravstveno tematiko, posamezni besedi

€« »i« o . . . . ” .
prva’ in “pomo¢” pa sami po sebi ne nosita velike sporocilne vrednosti.

5. Z normalizacijo rezultatov poskrbimo, da je vsota delezev vseh tematskih kate-

gorij enaka Y] score =1.0.

category

4.2.2  Kalibracija metode AverageActionFC

Metoda AverageActionFC (Algoritem 2) zahteva kalibracijo treh parametrov:
1. hitrosti pozabljanja,
2. mnozice prototipnih profilov in
3. UteZi Weyyreer za popravljanje profila.

Hitrost pozabljanja v metodi AverageActionFC lahko prilagajamo preko osnove loga-
ritma v enacbi 3.1, ki je oznacena kot a. Uporaba manjsih vrednosti parametra a se
prevede v hitrej$e pozabljanje preteklih dogodkov, kar pomeni, da dajemo ve¢ji pomen
bolj nedavnim dogodkom. Pri visokih vrednostih parametra a je ¢asovno pozabljanje
manj intenzivno, pri teoreti¢ni vrednosti @ = o pa so si vsi dogodki iz uporabnikove-
ga klikotoka enakovredni. Sliki 4.3 in 4.4 prikazujeta gibanje kvalitete uporabniskih
profilov namiznih in mobilnih uporabnikov glede na starost profilov in dolZino u¢-
nih klikotokov. Za gradnjo profilov je bil uporabljen algoritem AverageAction, ki ne
uporablja ¢asovnega pozabljanja.

Pri kalibraciji hitrosti pozabljanja smo za kriterij primernosti parametra a vzeli kva-
liteto napovedi uporabnikovih srednjero¢nih interesov, pri ¢emer smo to obdobje de-
finirali s starostjo profila 1 ura < starost < 2 uri . Za gradnjo profilov smo uporabili
dolge (n = 100) u¢ne klikotoke, ki so se izkazali za bolj stabilen vir podatkov od krajsih
klikotokov. V poskusih smo uporabili razli¢ne hitrosti pozabljanja, pri obeh skupinah
spletnih uporabnikov pa smo najboljSe napovedi dobili pri vrednosti a = 100. Po-
membnost posameznih dogodkov v u¢nem klikotoku je izratunana glede na &as, ki
je pretekel od dogodka do trenutka gradnje profila, kar imenujemo starost dogodka.
Padanje pomembnosti dogodkov z njihovo starostjo pri uporabi hitrosti pozabljanja
a =100 je prikazana v tabeli 4.2.

Sliki 4.5 in 4.6 prikazujeta kvaliteto uporabniskih profilov namiznih in mobilnih

uporabnikov, zgrajenih z algoritmi LastAction, AverageActionF in AverageAction. Na
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Tabela 4.2

Vpliv mehanizma ¢asovnega pozabljanja na pomembnost posameznega dogodka glede na njegovo starost. Mo¢ ¢asovnega
pozabljanja je dolo¢ena s parametrom a v enacbi 3.1.

moc¢ ¢asovnega pozabljanja | o sekund | 1 minuta | 1 ura

a=10 1.0 0.36 | 0.22

a =100 1.0 0.53 0.36
(a) LastAction (b) AverageActionF

dolzina ugnega Kiikotoka
dolzina uénega Kiikotoka

g 5
s ©

starost profila starost profila

(c) AverageAction

09
kvaliteta profila

dolzina uénega klikotoka

starost profila

sliki 4.5 se dobro vidi, da imata staranje profila in kraj$anje u¢nih klikotokov negati-
ven vpliv na kvaliteto uporabniskih profilov. Kratkoro¢ne interese uporabnikov lahko
najbolje napovedujemo z uporabo profilov, zgrajenih z algoritmom LastAction, hkrati
pa je ta algoritem tudi najmanj primeren za srednje- in dolgoro¢ne napovedi, za katere
sta bolj primerna algoritma AverageActionF in AverageAction. Razlika med slednjima
je na slikah 4.5 in 4.6 zaradi manj$e natanénosti v prikazih kvalitet profilov neopazna.

Na slikah 4.7 in 4.8 je prikazano gibanje kvalitete uporabniskih profilov za namizne
in mobilne uporabnike pri uporabi dolgih u¢nih klikotokov in treh razli¢nih hitrosti
pozabljanja. Pri obeh skupinah spletnih uporabnikov se je izkazalo, da je smiselno
uporabljati hitro pozabljanje za kratkoro¢ne napovedi, zmerno pozabljanje za srednje-

ro¢ne in izklopljen mehanizem pozabljanja za dolgoro¢ne napovedi. Pri mobilnih upo-
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Slika 4.5

Primerjava kvalitete profi-
lov namiznih uporabnikov
v odvisnosti od dolZine
u¢nih klikotokov in starosti
profilov. Uporabljene so
bile tri razli¢ne hitrosti
pozabljanja in dolgi u¢ni
klikotoki (1 = 100).
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Slika 4.6

Primerjava kvalitete profi-
lov mobilnih uporabnikov
v odvisnosti od dolZine
u¢nih klikotokov in starosti
profilov. Uporabljeneso
bile tri razli¢ne hitrosti
pozabljanja in dolgi uéni
klikotoki (1 = 100).
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(a) LastAction (b) AverageActionF
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g 5
E @
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rabnikih (slika 4.8) je opaziti manjse razlike v kvaliteti profilov, zgrajenih z uporabo

zmernega pozabljanja in brez pozabljanja, kot pri namiznih uporabnikih (slika 4.7).

Mnozica prototipnih profilov je pomemben vir informacij za gradnjo profilov z algo-
ritmom AverageActionFC. Dostopnost do informacij o preteklih aktivnostih uporab-
nikov ogladevalske mreze nam omogoca, da definiramo prototipne profile na podlagi
analize njihovih klikotokov. Iz kalibracijskih podatkov smo izlus¢ili klikotoke posa-
meznih spletnih uporabnikov, za nadaljnjo obdelavo pa smo obdrzali le klikotoke z
najmanj 100 vnosi. S tem smo se zai¢itili pred vplivom velikega Stevila kratkih kliko-
tokov, ki so lahko posledica:

= spletnih uporabnikov, ki zelo redko zahajajo na spletne strani, ki so del oglase-

valske mreze ali

= naprednih spletnih uporabnikov, ki z brisanjem spletnih piskotkov ali upora-
bo “zasebnostnega” na¢ina delovanja spletnega brskalnika znizujejo u¢inkovitost
sledenja in s tem dajejo vtis, da ima oglasevalska mreza opravka z dosti ve¢jim

$tevilom uporabnikov.
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Slika 4.7

Primerjava kvalitet profilov
namiznih uporabnikov,
zgrajenih z uporabo treh
razli¢nih hitrosti poza-
bljanja. Uporabljeni so
bili dolgi u¢ni klikotoki

(n =100).

Slika 4.8

Primerjava kvalitet profilov
mobilnih uporabnikov,
zgrajenih z uporabo treh
razli¢nih hitrosti poza-
bljanja. Uporabljeni so
bili dolgi u¢ni klikotoki

(n =100).




42

4 Poskusi: Gradnja in evalvacija uporabniskih profilov D. Kosir

Z algoritmom AverageAction (Algoritem 1) smo zgradili 3403 uporabniskih pro-
filov. Pri razvri¢anju profilov z algoritmom k-means [22] smo za mero podobnosti
uporabili posploseno kosinusno podobnost (opisana je na strani 23), ki uposteva pri iz-
ratunu podobnosti med dvema profiloma tudi strukturo oglasevalske ontologije. Cen-
troide, ki so rezultat razvri¢anja s k-means, smo poimenovali prototipni profili in jih v
nadaljevanju uporabili za izboljsanje kakovosti uporabniskih profilov.

Pri dolo¢anju optimalnega Stevila prototipnih profilov k smo se osredoto¢ili pred-
vsem na dvig kvalitete uporabniskih profilov, ki so bili zgrajeni na podlagi kratkih u¢nih
klikotokov, saj smo pri njih opazili veliko slab$e srednjero¢ne in dolgoro¢ne napove-
di kot pri dolgih klikotokih. Na kalibracijskih podakih smo tako dolo¢ili optimalno
$tevilo prototipov k = 200, to vrednost pa smo uspeli kasneje potrditi tudi na testnih

podatkih.

Viednost utezi za popravljanje profilov , v Algoritmu 2 0znaceno z Wyt SMo prav tako
doloili na podlagi poskusov na kalibracijskih podatkih. Ugotovili smo, da lahko kvali-
teto profilov, zgrajenih s kratkimi u¢nimi klikotoki, izboljsamo s katerokoli vrednostjo

0 < Weorreer < 1, najboljde rezultate pa smo dobili z uporabo Wy .e; = 0.9.

4.2.3  Rezultati

V tem razdelku so predstavljeni rezultati poskusov na podatkih spletne oglasevalske
mreze Httpool. Populacijo spletnih uporabnikov oglasevalske mreze smo razdelili na
namizne in mobilne uporabnike, rezultati pa so prikazani za vsako od skupin uporab-

nikov posebe;j.
Vpliv popravijanja s prototipi na kvaliteto uporabniskib profilov

Na slikah 4.9 in 4.10 vidimo, da lahko s popravljanjem s prototipi obéutno izbolj-
$amo kvaliteto uporabniskih profilov, zgrajenih na podlagi kratkih u¢nih klikotokov.
Algoritem AverageVisitF uporablja ¢asovno pozabljanje, AverageVisitC popravljanje s
prototipi, AverageVisitFC pa oboje. V nasprotju s kratkimi so dolgi u¢ni klikotoki
otitno veliko boljsi vir informacij za gradnjo profilov.

Sliki 4.11 in 4.12 prikazujeta gibanje kvalitete profilov, zgrajenih na u¢nih klikotokih
dolzine 100 dogodkov. Koristnost uporabe popravljanja s prototipi je v tem primeru

veliko manja, ponekod celo neopazna.
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Slika 4.11

Prikazan je vpliv popravlja-
nja profilov s prototipi na
kvaliteto profilov namiznih
uporabnikov, zgrajenih s
dolgimi u¢nimi klikotoki

(n =100).

Slika 4.12

Prikazan je vpliv popravlja-
nja profilov s prototipi na
kvaliteto profilov mobilnih
uporabnikov, zgrajenih s
dolgimi u¢nimi klikotoki

(n =100).

4 Poskusi: Gradnja in evalvacija uporabniskih profilov

namizni uporabniki

D. Kosir
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Primerjava metode AverageActionFC z obstojecimi metodami

Metodo AverageActionFC smo primerjali s tremi obstojec¢imi metodami za gradnjo
ontologkih profilov uporabnikov: Daoud [18], Godoy [21] in Sieg [8]. Poskusi s krat-
kimi u¢nimi klikotoki (sliki 4.13 in 4.14) so pokazali, da lahko z naso metodo zgradimo
veliko bolj kvalitetne uporabniske profile kot z obstoje¢imi metodami.

Pri profilih, zgrajenih z dolgimi u¢nimi klikotokih (sliki 4.15 in 4.16), je prednost
metode AverageActionFC pred obstojec¢imi metodami manjsa, a $e vedno o¢itna.

Rezultate smo statisti¢no preverili e z Wilcoxonovim testom predznacenih rangov
[25]. Izvedli smo serijo 3 X 2 X 11 = 66 testov, pri Cemer smo v vsakem testu pri-
merjali rezultate metode AverageActionFC z eno od treh obstoje¢ih metod, teste pa
smo ponovili za obe populaciji spletnih uporabnikov (namizni in mobilni), uporabili
pa smo 11 razli¢nih dolZin u¢nih klikotokov med 5 < 7 < 100. Pri stopnji znacilnosti
a = 0.0001 smo le v enem od testov (primerjava metode AverageActionFC z metodo
Godoy na mobilnih uporabnikih, z dolZino u¢nega klikotoka 11 = 20) dobili vrednost
p > a. Zaradi vedjega Stevila testov je potrebno pri interpretaciji rezultatov upostevati
$e Bonferronijev popravek, kljub temu pa lahko $e vedno trdimo, da je na$a metoda

boljsa od obstojecih pri stopnji znacilnosti & = 0.01.
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Slika 4.13

Primerjava metode
AverageAction z obstojeci-
mi metodami na populaciji
namiznih uporabnikov.
Uporabljeni so kratki u¢ni
klikotoki dolzine 11 = 5.
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Slika 4.14

Primerjava metode
AverageAction z obstojeci-
mi metodami na populaciji
mobilnih uporabnikov.
Uporabljeni so kratki uéni
klikotoki dolzine 1 = 5.

Slika 4.15

Primerjava metode
AverageAction z obstojeci-
mi metodami na populaciji
namiznih uporabnikov.
Uporabljeni so dolgi u¢ni
klikotoki dolzine 7 = 100.
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Metode, ki popravijajo profile s casovnimi statistikami

Med vsemi $tirimi razli¢icami ¢asovnih statistik so se najbolje obnesle najbolj podrobne
- to so urne statistike za posamezne dneve v tednu. Naslikah 4.17 - 4.18 je ta profilirna
metoda oznacena kot “AverageAction_CiT_DoW1h”.

Pri evalvaciji uporabniskih profilov, zgrajenih na podlagi kratkih ué¢nih klikotokov
(sliki 4.17 in 4.18), se je izkazalo, da ima uporaba ¢asovnih statistik negativen vpliv
na kvaliteto napovedi kratkoro¢nih interesov uporabnikov, pri napovedih dolgoro¢nih
interesov spletnih uporabnikov pa je vpliv izredno pozitiven.

Pri profilih, zgrajenih z dolgimi u¢nimi klikotoki, je vpliv popravljanja profilov s ¢a-

sovnimi statistikami na kvaliteto uporabniskih profilov minimalen (sliki 4.19 in 4.20).
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Slikea 4.16

Primerjava metode
AverageAction z obstojeci-
mi metodami na populaciji
mobilnih uporabnikov.
Uporabljeni so dolgi u¢ni
klikotoki dolzine 7 = 100.
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Slika 4.17

Primerjava metode
AverageAction in metod,
ki uporabljajo popravlja-
nje profilov s prototipi

in ¢asovnimi statistikami
na populaciji namiznih
uporabnikov. Uporabljeni
so kratki u¢ni klikotoki
dolzine n = 5.

Slika 4.18

Primerjava metode
AverageAction in metod,
ki uporabljajo popravlja-
nje profilov s prototipi

in ¢asovnimi statistikami
na populaciji mobilnih
uporabnikov. Uporabljeni
so kratki u¢ni klikotoki
dolzinen = 5.
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Slika 4.19

Primerjava metode
AverageAction in metod,
ki uporabljajo popravlja-
nje profilov s prototipi

in ¢asovnimi statistikami
na populaciji namiznih
uporabnikov. Uporabljeni
so dolgi u¢ni klikotoki
dolzine n = 100.

Slika 4.20

Primerjava metode
AverageAction in metod,
ki uporabljajo popravlja-
nje profilov s prototipi

in ¢asovnimi statistikami
na populaciji mobilnih
uporabnikov. Uporabljeni
so dolgi u¢ni klikotoki
dolzine n = 100.
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4.3 Poskusi: Kvaliteta profilov Studentov spletne ucilnice

Spletna uéilnica je osnovana na odprtokodni platformi za e-u¢enje Moodle . Ta omo-
goca uliteljem hitro in enostavno objavljanje u¢nega materiala, seminarskih nalog, ob-
vestil, komunikacijo s $tudenti preko forumov, izvajanje izpitov, itd. Namen analize
obnasanja Studentov na spletni uéilnici je evalvacija metod za gradnjo profilov in po-
trditev rezultatov poskusov na domeni oglasevalske mreze.

Pri uporabi te podatkovne mnozice se moramo zavedati, da obstajajo pri aktivnos-
tih $tudentov v okviru spletne uéilnice znatne vsebinske (ozja ratunalniska domena in
majhen nabor predmetov, ki jih opravljajo v tekocem semestru) in ¢asovne omejitve
(npr. roki za oddajo seminarskih nalog, datumi kolokvijev in izpitov). Pri profilira-
nju spletnih uporabnikov oglasevalske mreze (poglavje 4.2) teh omejitev ni oziroma se

izgubijo v mnozici $tevilnih spletnih strani in uporabnikov.
4.3.1  Opis podatkov spletne ucilnice

V strezniske dnevnike sistema Moodle se zapisujejo vse aktivnosti obiskovalcev spletne
ucilnice. Doloceni deli spletne ucilnice so na voljo tako prijavljenim kot neprijavljenim
obiskovalcem. Med prijavljenimi uporabniki najdemo Studente, profesorje, asistente,
in administratorje. V okviru tega poskusa smo se omejili na Studente, ki predstavljajo
vecino uporabnikov spletne ucilnice.

Pri evalvaciji algoritmov za profiliranje uporabnikov smo se omejili na podatke iz
zimskih semestrov, in sicer zato, ker imajo med letnimi semestri Studenti ve¢ mote¢ih
dejavnikov (npr. vmesni izpitni roki za predmete iz zimskih semestrov). Za kalibra-
cijo metod za profiliranje smo uporabili podatke iz zimskega semestra 2011/2012, za
evalvacijo in medsebojno primerjavo metod pa podatke iz naslednjega zimskega se-
mestra v Studijskem letu 2012/2013. Z uporabo zaporednih zimskih semestrov smo
minimizirali razlike v naborih predmetov, ki so na voljo $tudentom v obeh semestrih.

Vsak vnos v strezniSkem dnevniku spletne ucilnice vsebuje naslednje podatke o ak-

tivnostih njenih uporabnikov:
= naslov URL obiskane strani,

u Cas obiska obiskane strani,

theeps://moodle.org/


https://moodle.org/

Profiliranje spletnih uporabnikov ST
= Stevilka ID prijavljenega uporabnika,
= Stevilka ID predmeta, ki mu pripada obiskana stran,
= ime dela (modula) sistema Moodle, ki je bil uporabljen in
= akcija, ki jo je izvedel uporabnik.

Pred uporabo dnevnikov za gradnjo in evalvacijo profilov smo izlo¢ili uporabniske
akcije, kot so prijava in odjava iz ucilnice, urejanje uporabnikovih lastnih podatkov

ipd.

Uporabljena ontologija. Za gradnjo ontoloskih profilov $tudentov smo zgradili namen-

sko ontologijo z drevesno strukturo (glej sliko 4.21). Drevo ima tri nivoje:
1. koren drevesa,

2. vozli§¢a na drugem nivoju predstavljajo posamezne $tudijske programe in pred-

mete, ki so na voljo v spletni ulilnici,

3. za vsako vozli§¢e na drugem nivoju so na tretjem nivoju definirana Stiri vozlis¢a,
ki predstavljajo uporabnikove akcije v okviru drugonivojskega vozlis¢a
= branje literature, ki je v okviru predmeta na voljo Studentu,
= ogledi in reSevanje nalog (sem spadajo seminarske naloge, ankete, kvizi in
izpiti)
= branje in sodelovanje na forumu ter
= ostalo.

Kot je prikazano na sliki 4.21, smo vsako uporabnikovo akeijo klasificirali v eno od
vozli§¢ na tretjem nivoju. Uporabnikova akcija je to¢kovana tako, da je primernemu
vozli§¢u na tretjem nivoju pripisana utez w = 1, vsem ostalim paw = 0.

4.3.2  Kalibracija metode AverageActionFC

Mo casovnega pozabljanja , ki jo uravnavamo prek parametra 4 v enacbi 3.1, smo pri-
lagodili srednje- in dolgoro¢nim napovedim interesov §tudentov v spletni udilnici. Na

sliki 4.22 je prikazano gibanje kvalitete profilov Studentov, zgrajenih z algoritmom
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Slifea 4.21

Na sliki je prikazan manijsi
izsek ontologije, ki je bila
zgrajena za profiliranje
Studentov spletne ucilnice.
Vozlis¢a na drugem nivoju
predstavljajo predmete,
vozli$¢a na tretjem nivoju
pa mozne uporabnikove
akcije. Prikazan je primer
reSevanja naloge v okviru
predmeta Strojno ucenje.

Slika 4.22

Tridimenzionalni prikaz
gibanja povprecne kvalitete
profilov Studentov v
odvisnosti od starosti
profila in dolZine u¢nega
klikotoka. Profili so bili
zgrajeni z algoritmom
AverageAction.
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AverageAction, se pravi brez ¢asovnega pozabljanja. Opaziti je podobno obliko, kot na
slikah 4.3 in 4.4, le da je padec kvalitete profilov s ¢asom manj ociten.

Pri kalibraciji smo ugotovili, da je pri tej podatkovni mnozici potrebna ve¢ja mo¢
¢asovnega pozabljanja a = 10 (glej tabelo 4.2). Pri tej vrednosti se pomembnost po-
sameznih dogodkov znizuje hitreje kot pri profiliranju spletnih uporabnikov v oglase-
valski mrezi.

Vpliv dolzine u¢nih klikotokov in starosti na kvaliteto profilov je dobro viden na
sliki 4.23. Podobno, kot na slikah 4.5 in 4.6, je tudi s slike 4.23 ocitno, da lahko
z dalj$imi u¢nimi klikotoki zgradimo bolj kvalitetne profile, s staranjem profilov pa
njihova kvaliteta pada. Algoritem LastAction je najbolj primeren za modeliranje upo-
rabnikovih kratkoro¢nih interesov, algoritma AverageActionF in AverageAction pa za
srednje- in dolgoro¢ne interese.

Na sliki 4.24 vidimo vpliv ¢asovnega pozabljanja na kvaliteto profilov Studentov v
spletni ucilnici. Pri Studentih je za razliko od spletnih uporabnikov oglasevalske mre-
Ze prednost algoritma LastAction (absolutno pozabljanje) pri kratkoro¢nih napovedih

veliko manj izrazita.
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Slika 4.23

Primerjava kvalitete profi-
lov $tudentov v odvisnosti
od dolzine u¢nih kliko-
tokov in starosti profilov.
Uporabljeneso bile tri raz-
li¢ne hitrosti pozabljanja
in dolgi u¢ni klikotoki

(n = 100).
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Slika 4.24

Primerjava kvalitet profilov
Studentov, zgrajenih z
uporabo treh razli¢nih
hitrosti pozabljanja.
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Mnozico prototipnih profilov smo definirali na podlagi poskusov na kalibracijskih po-
datkih, to je podatkih iz zimskega semestra 2011/2012. Profile §tudentov, ki smo jih
zgradli s preprostim algoritmom AverageAction (glej Algoritem 1), smo z algoritmom
k-means razvrstili v gruce, dobljene centroide pa smo uporabili za popravljanje profi-
lov.

V skladu s $tevilom $tudijskih programov smo med kalibracijo omejili iskanje opti-
malnega Stevila prototipov na k < 20. Poskusi na kalibracijskih podatkih so pokazali,
da lahko zgradimo najbolj kvalitetne profile z uporabo le dveh prototipnih profilov. Ta
vrednost se je pokazala za optimalno tudi z obseznej$imi poskusi na podatkih za eval-
vacijo in primerjavo metod. Nizko $tevilo nudi zanimiv vpogled v razlike med obema

prototipnima profiloma $tudentov:

= Prorotip A (pridni Studenti) predstavlja Studente, ki pogosto obiskujejo strani
posameznih predmetov, berejo literaturo, sodelujejo na forumih in reSujejo razne

naloge v okviru spletne ucilnice.

= Prototip B (manj aktivni $tudenti) povzema aktivnosti Studentov, ki so obisko-

vali predvsem uvodne strani $tudijskih programov in uporabljali storitve, ki niso
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Slika 4.25

starost profila

neposredno povezane s predmeti, recimo posiljanje sporocil drugim uporabni-

kom.

Pri kalibraciji utezi za popravljanje profilov s prototipi se je izkazalo, da je optimalna
vrednost Weyre = 0.7, kar je nekoliko nizja vrednost kot pri profiliranju uporabnikov

oglaSevalske mreze.

4.3.3 Rezultati
Vpliv popravijanja s prototipi na kvaliteto uporabniskib profilov

Na sliki 4.25 vidimo, da popravljanje profilov s prototipi obéutno izboljsa kvaliteto
profilov, zgrajenih na podlagi kratkih u¢nih klikotokov.
Pri dolgih u¢nih klikotokih (slika 4.26) se je izkazalo, da uporaba popravljanja pro-

filov s prototipi ni smiselna, saj nima ve¢jega vpliva na kvaliteto profilov.

Primerjava metode AverageActionFC z obstojecimi metodami

Metodo AverageActionFC smo primerjali z obstoje¢imi metodami avtorjev Daoud
[18], Godoy [21] in Sieg [8]. Pri uporabi kratkih (slika 4.27) in dolgih u¢nih kli-

kotokov (slika 4.28) se je metoda AverageActionFC izkazala za najboljso.
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Slika 4.26

Prikazan je vpliv popra-
vljanja profilov s prototipi
na kvaliteto $tudentskih
profilov, zgrajenih s dol-
gimi u¢nimi klikotoki

(n =100).

Slika 4.27

Primerjava metode
AverageActionFC z ob-
stoje¢imi metodami.
Studentski profili so zgra-
jeni s kratkimi uénimi

klikotoki (n = 5).
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Primerjavo profilirnih metod smo okrepili $e z Wilcoxonovim testom predznacenih
rangov [25]. V seriji 3 X 5 = 15 testov smo metodo AverageActionFC primerjali
z vsako od obstoje¢ih metod, uporabili pa smo 5 razli¢nih dolzin u¢nih klikotokov
dolzin 5 < n < 100 dogodkov. Z uporabo Bonferronijevega popravka in stopnje
znadilnosti & = 0.0001 smo brez tezav potrdili, da je metoda AverageActionFC boljsa

od ostalih. Vse p-vrednosti so bile namre¢ manj$e od 10723,
4.4 Ugotovitve

Profiliranje uporabnikov v ogladevalski mrezi in Studentov v spletni udilnici se je iz-
kazalo za tezavno. V poskusih na obeh podatkovnih mnozicah se je ze algoritem
AverageAction, ki izratuna utez vsakega koncepta v ontologiji kot preprosto povpreéje
vseh istolezecih utezi v dogodkih iz uporabnikovega u¢nega klikotoka, izkazal za nepri-
¢akovano dobrega. Marsikateri od razvitih algoritmov za gradnjo ontoloskih profilov,
ki ni opisan v disertaciji, se je namre¢ izkazal za slabSega. Vzrok za to je verjetno zelo
nepredvidljivo obnasanje uporabnikov.

Preskok v kvaliteti se je zgodil 3ele, ko smo poleg uporabnikovega u¢nega klikotoka

za gradnjo profila uporabili $e dodatne vire informacij - prototipne profile in ¢asovne

57

Slika 4.28

Primerjava metode
AverageActionFC z ob-
stojecimi metodami. Stu-
dentski profili so zgrajeni z
dolgimi u¢nimi klikotoki

(n = 100).
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statistike. Popravljanje uporabniskih profilov s prototipnimi profili ob¢utno izboljsa
srednje- in dolgoro¢ne interese uporabnikov, predvsem takrat, ko imamo za gradnjo

profila na voljo le malo podatkov.



Uporaba profilov spletnih
uporabnikov v sistemih za

priporocanje
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5.1 Pregled podroja

Sistemi za priporoc¢anje so mlado in izredno aktivno raziskovalno podrogje. Razloge
za to lahko i§¢emo v razmahu svetovnega spleta in premiku storitev (npr. trgovina in
oglaSevanje) na spletne platforme. Spletna podjetja so kmalu spoznala, da je potrebno
uporabnikom v omejenem ¢asu, ki ga preZivijo na njihovih spletnih straneh, ponuditi
¢im bolj relevantne in zanimive vsebine, saj lahko na ta nadin izbolj$ajo uporabnisko
izku$njo in/ali povecajo prodajo. Med spletnimi aplikacijami, ki temeljijo na uporabi

sistemov za priporocanje, najdemo:
= spletne trgovine (npr. Amazon.com’, eBay?),
= spletno oglasevanje (npr. Google AdWords?),
= multimedijske portale (npr. Netflix?, Hulu®, Pandora®) in
= personalizirane spletne iskalnike (npr. Google”, Yahoo!®).

Naloga sistema za priporoc¢anje [27] je ocenjevanje, ali in koliko bo dolo¢ena vsebina
vie¢ danemu uporabniku [28]. Ta problem je obi¢ajno predstavljen kot problem napo-
vedovanja uporabnikovih ocen za dane vsebine, poenostavljena razlicica tega problema
pa je rangiranje vsebin glede na vie¢nost uporabniku [29].

Sisteme za priporocanje delimo na:
= sisteme z vsebinskim izbiranjem,
= sisteme z izbiranjem na podlagi sodelovanja in

u hibridne sisteme.

! hrrp: /Iwww.amazon.com/
2http://www.ebay.com/

3https:/ [www.google.si/adwords/
“4heeps://www.netflix.com/
>heep://www.hulu.com/
Shetp://www.pandora.com/
https:/[www.google.com/

8https://www.yahoo.com/
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s.1.1  Vsebinsko izbiranje

Vsebinsko izbiranje temelji na uporabi semanti¢nih informacij o vseh udelezenih enti-
tetah (uporabnikih in vsebinah).

Obicajno so vsi uporabniki in vsebine predstavljeni z mnoZico atributov [7], npr.
spol, starost in tematika, seznam priporo¢il za uporabnika pa se zgradi na podlagi po-
dobnosti med uporabnikovim profilom # in razpoloZljivimi vsebinami 7 (enacba s5.1).
Za napovedovanje ocene score, ; uporabnika u za vsebino 7 se najveckrat uporabljata
Pearsonov korelacijski koeficient in kosinusna podobnost. Na podlagi izra¢unov upo-
rabnikovih ocen za vse razpoloZljive vsebine lahko omejimo priporocila le na vsebine,

ki se najbolj skladajo z uporabnikovim profilom.

score,; = sim(u, 1) (s.1)

Gradnja uporabnikovega profila (profiliranje) temelji na analizi uporabnikovih pre-
teklih interakcij z vsebinami. Poseben primer sistema za priporo¢anje, ki gradi profil
le na osnovi zadnje uporabnikove interakcije s sistemom, imenujemo v spletnem ogla-
Sevanju kontekstualni sistem za priporocange.

Prednosti vsebinskega izbiranja:

preprosta razlaga priporocil,

pri novih vsebinah ne trpi za problemom hladnega zagona,
= hitrost sistema za priporoc¢anje je neodvisna od $tevila uporabnikov in
= sistem ni dovzeten na morebitne zlonamerne napade uporabnikov.
Slabosti vsebinskega izbiranja:

= za delovanje sta potrebna profiliranje uporabnikov in semanti¢na analiza vsebin,

profili novih uporabnikov so lahko vprasljive kvalitete,

sistem lahko uporabniku vedno znova priporoca iste vsebine (majhna raznolikost

priporodil) in

= hitrost sistema za priporoc¢anje je odvisna od $tevila moznih vsebin.
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Najbolj znana komercialna sistema za priporocanje z vsebinskim izbiranjem sta splet-

ni radio Pandora’ in spletni vmesnik do filmske podatkovne baze IMDB!°.

5.1.2  Izbiranje na podlagi sodelovanja

V zadnjih letih so raziskave pokazale, da dajejo sistemi z izbiranjem na podlagi sodelo-
vanja boljsa priporocila kot vsebinsko izbiranje. Ti sistemi za delovanje ne potrebujejo
semanti¢nih informacij o vsebinah ali uporabnikih, temve¢ uporabljajo le podatke o
interakcijah uporabnikov s sistemom. Najveckrat se uporabljajo le eksplicitne povrat-
ne informacije, kot je na primer uporabnikova ocena ogledane vsebine. Uporabniku
se predlagajo vsebine glede na pretekle interakcije njega in njemu podobnih uporab-
nikov s sistemom. Podobnost med uporabniki je tu definirana na podlagi interakcij

uporabnikov s sistemom in ne na podlagi njihovih semanti¢nih profilov.

Definicija 7: Matrika povratnih informacij (angl. feedback matrix) predstavlja aku-
mulacijo interakcij uporabnikov s sistemom za priporo¢anje v dolo¢enem obdobju.
Vrstice predstavljajo posamezne uporabnike, stolpci pa vsebine. Vsebina celice R;
tako nudi vpogled v interakcije uporabnika # z vsebino i. Najpogosteje se upo-
rablja matrika, v kateri vrednost celice predstavlja informacijo, ali je uporabnik v

dolo¢enem obdobju kliknil na oglas, ali ne (1 ali 0).

Za izbiranje s sodelovanjem na osnovi pomnjenja je znacilno, da drZijo “v spominu”
vse opravljene interakcije uporabnikov s sistemom za priporocanje [28]. Ko is¢ejo
primerne vsebine za dolo¢enega uporabnika, se najveckrat uporablja ena od naslednjih

strategij:

1. Priporo¢i vsebine, ki so podobne vsebinam, ki jih je ta uporabnik pozitivno

ocenil. Na ta nacin deluje npr. spletni radio Last.fm'’.

2. Priporodi vsebine, ki so jih pozitivno ocenili njemu najbolj podobni uporabniki.

Najbolj znan komercialni sistem za priporocanje te vrste je Amazon.com'?. Ta

http://www.pandora.com/

1htep://www.imdb.com/
heep://www.last.fm/

2htep://www.amazon.com/
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danemu uporabniku priporoca izdelke, ki so jih kupili uporabniki, ki so v pre-
teklosti Ze kupili enake izdelke kot dani uporabnik - “users who bought X also
bought Y”.

Sistemi na osnovi pomnjenja imajo lahko poleg ostalih tezav pri izbiranju s sodelo-
vanjem $e probleme z velikimi koli¢inami informacij (nizka stopnja skalabilnosti) in
redkimi matrikami povratnih informacij.

Pri izbiranju s sodelovanjem na osnovi modela se pretekle interakcije uporabnikov s
sistemom ne hranijo v spominu, temve¢ se na podlagi njih zgradi kompaktnejsi model.
Ti sistemi so manj obcutljivi na redke povratne informacije, po drugi strani pa se lahko
pri uéenju modela izgubijo pomembni detajli. V raziskavah se za gradnjo sistemov za
priporocanje z izbiranjem na podlagi sodelovanja uporabljajo najrazli¢nej$e metode po-
datkovnega rudarjenja. Pazzani [30] je ocenjeval verjetnost, da bo uporabnik pozitivno
ocenil dokument z Bayesovim klasifikatorjem.

Za najucinkovitejie sisteme z izbiranjem na podlagi sodelovanja veljajo sistemi, ki
uporabljajo matriéno faktorizacijo [31, 32]. Osnovni princip teh sistemov je aproksima-
cija ogromne matrike povratnih informacij s produktom dveh ali ve¢ manj$ih matrik.
Matrika povratnih informacij je obi¢ajno redka matrika, v katerih je velika vecina celic
prazna. Obicajno se delez praznih celic giblje med 95% in 99%. Nekateri postopki
matri¢ne faktorizacije so prilagojeni delu z redkimi matrikami in so pri tem veliko bolj
ucinkoviti.

Velik problem pri izbiranju s sodelovanjem je t.i. problem hladnega zagona. Za
svoje delovanje potrebujejo namre¢ sistemi na podlagi izbiranja s sodelovanjem veliko
koli¢ino informacij o interakcijah uporabnikov s sistemom, do problema pa pride, ko

se v sistemu za priporoc¢anje pojavi nova entiteta:
= nov uporabnik, ki ni podal Se nobene ocene ali

= nova vsebina, ki jo je potrebno dodati med priporo¢ila in za katero nimamo

podane nobene ocene s strani uporabnikov.

V spletnem okolju je najvegji problem stalen dotok novih uporabnikov, za katere
je potrebno kljub pomanjkanju informacij sestaviti sezname priporo¢il. Za resevanje
problema hladnega zagona se obi¢ajno uporabljajo druge razpolozljive informacije o

uporabnikih, npr. spol, starost, lokacija in prijatelji v socialnem omrezju [33]. V
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socialnih omreZjih je problem hladnega zagona zelo lahko resljiv, saj novi uporabniki
hitro “napolnijo” svoj profil z uporabnimi informacijami.

Zunaj spletnih omreZij je problem hladnega zagona veliko teZje resljiv. Sistemi za
priporocanje ga reSujejo na razli¢ne nadine, odvisno od razpolozZljivih informacij. Park
in sod. [34] so s t.i. filterboti vnesli v sistem za priporo¢anje domensko znanje v obliki
umetnih uporabnikov s predefiniranimi vrednostmi atributov. Gantner in sod. [35]
so v svojem pristopu problem hladnega zagona resevali z uporabo kontekstualnih in-
formacij. S sistemom linearnih enacb so preslikali vrednosti kontekstualnih atributov
v vrednosti faktorjev v faktorskih matrikah. To preslikavo so uspesno uporabili za na-
povedovanje vrednosti faktorjev novih uporabnikov. Na soroden nadin so se reSevanja
hladnega zagona lotili Nguyen in sod. [36], ki pa so za napovedovanje faktorjev upora-
bili pravila. V mobilnih sistemih pa se za priporo¢anje najveckrat uporabljajo podatki
o trenutni lokacija uporabnika [37].

Prednosti izbiranja s sodelovanjem na osnovi modela:
= priporodila so raznolika in odsevajo popularnost vsebin in

= sistemi nimajo performancnih problemov pri velikem $tevilu uporabnikov ali

vsebin.
Slabosti izbiranja s sodelovanjem na osnovi modela:

= razlaga priporo¢il ni preprosta,

za gradnjo dobrega modela potrebuje veliko koli¢ino preteklih interakeij upo-

rabnikov s sistemom,

gradnja modela je lahko ¢asovno zahtevna, poleg tega se lahko pri u¢enju izgu-

bijo pomembne informacije,

trpi za problemom hladnega zagona (novi uporabniki ali nove vsebine) in

sistemi so ob¢utljivi na zlonamerne napade uporabnikov, usmerjene na delovanje

sistema.
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5.1.3  Hibridni sistemi za priporoianje

Hibridni sistemi za priporo¢anje uporabljajo mesanico vsebinskega izbiranja in izbira-
nja s sodelovanjem in so lahko implementirani na razli¢ne nac¢ine. Razvoj in implemen-
tacija hibridnih sistemov zahtevata veliko dodatnega napora, po kvaliteti priporodil pa
veljajo za “state-of-the-art”. S hibridnimi pristopi se lahko re§imo marsikaterih slabos-
t, ki tarejo osnovne sisteme, npr. ponavljajocih se priporo¢il pri vsebinskem izbiranju
ali hladnega zagona pri izbiranju s sodelovanjem.

Kvaliteto priporo¢il lahko zvisamo na primer z uporabo kontekstualnih [38, 39] ali
lokacijskih informacij [37] Ze med postopkom matri¢ne faktorizacije. S kompleksne;j-
$imi pristopi se po drugi strani vedno bolj otezuje razlaga priporo¢il, ki je pomembna
predvsem zaradi zagotavljanja transparentnosti pri delovanju sistemov za priporocanje,
kar ima lahko velik vpliv na zaupanje uporabnikov [40].

Veckrat se je izkazalo, da je razlika med naivnim predlaganjem (npr. nepersonalizi-
ranim predlaganjem najpopularnejsih vsebin) in najboljsimi pristopi relativno majhna,
kar kaze na tezavnost problema priporo¢anja [32]. Na tekmovanju “Netflix Prize” je
leta 2009 zmagalo mostvo, sestavljeno iz treh raziskovalnih skupin z imenom “Bell-
Kor’s Pragmatic Chaos”. Za napovedovanje uporabniskih ocen vsebin so razvili ve¢
kot 100 sistemov za priporo¢anje. Za kon¢no napoved ocene so uporabili t.i. gradi-
entno pospesena odlocitvena drevesa (angl. gradient boosted decision trees), s katerimi

so zdruzili napovedi ve¢jega Stevila napovednih modelov.
5.2 Podatkovna mnozica

Za evalvacijo sistemov za priporocanje smo uporabili le podatke spletne oglaSevalske
mreze Httpool. Podatki spletne udilnice, ki smo jih uporabljali v prej$njem poglavju
za profiliranje Studentov, niso primerni za evalvacijo sistemov za priporo¢anje, saj ne
vsebujejo nobenih povratnih informacij uporabnikov o prebranih vsebinah.
Strezniski dnevniki oglasevalske mreze vsebujejo podatke o interakcijah spletnih
uporabnikov z oglasevalskim sistemom. Za nas najpomembnejsi tipi uporabniskih

interakcij so:
= ogled spletne strani,
= ogled oglasa in

= klik na oglas.
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V poskusih uporabljamo dvomese¢ni izsek strezniskih dnevnikov (oktober in no-
vember 2011), omejili pa smo se le na uporabnike, ki so v tem obdobju kliknili na vsaj
en oglas.

Za prikazovanje oglasov na spletnih straneh se je v omenjenem obdobju uporabljalo
t.i. kontekstualno oglasevanje. To pomeni, da je spletni streznik izbiral primerne oglase
za prikaz na podlagi semanti¢ne podobnosti med oglasom in vsebino spletne strani. V
kolikor se je na spletni strani nahajalo ve¢ oglasnih blokov, se je izbor oglasov prilagodil
tako, da so se v prvem bloku prikazali glede na kontekstualno ujemanje “najboljsi”
oglasi, v drugem malo slabsi itn. Vrstni red oglasnih blokov je dolocen glede na njihovo
lokacijo v izvorni kodi HTML.

1. Ulni podatki za sisteme za priporocanje (1 mesec). V tem obdobju smo za sis-
teme z vsebinskim izbiranjem iz klikotokov (angl. clickstream) uporabnikov
na podlagi obiskov spletnih strani gradili njihove profile, za sisteme na osnovi
matri¢ne faktorizacije pa na podlagi ogledov in klikov na oglase gradili matriko

povratnih informacij (angl. feedback matrix).

2. Podathki za evalvacijo sistemov za priporocanje (1 mesec). Vsak klik na oglas,
ki se je zgodil v tem obdobju, smo v poskusih uporabili za evalvacijo sistemov
za priporocanje. Z vsakim sistemom za priporo¢anje samo za spletnega upo-
rabnika najprej zgradili seznam priporodil. Na podlagi seznama priporo¢il in
oglasa, ki je bil v resnici kliknjen, smo ocenili uspesnost posameznih sistemov

za priporocanje.

Mnozica aktivnib oglasov

Za trenutek, ko je do sistema za priporocanje prisel zahtevek za seznam predlaganih
oglasov, smo z uporabo oglasevalske podatkovne baze zgradili mnozico aktivnih ogla-
sov. V tej mnozici se nahajajo vsi oglasi, ki so bili v tistem trenutku del aktivne ogla-
Sevalske kampanje. Tako sestavljena mnozica aktivnih oglasov (tevilo oglasov se je
gibalo med 443 in 567) je “optimisti¢na”, saj lahko vkljucuje tudi oglase, ki iz razli¢-

nih vzrokov v tistem trenutku niso mogli biti prikazani na spletni strani:

1. Oglas je bil spletnemu uporabniku Ze veckrat prikazan in bil zato v procesu izbire

primernih oglasov zacasno izlocen.
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2. Oglas ni mogel biti prikazan zaradi omejitev dnevne porabe sredstev ali omejitev

skupne porabe sredstev na nivoju oglaSevalske skupine ali oglasevalske kampanje.

3. Oglas ni smel biti prikazan zaradi Zelje zaloznika - z nastavitvami je na primer
omogoceno, da se na spletni strani ne kaZejo oglasi za storitve konkurenénih

podjetij.
5.3 Metodologija testiranja

5.3.1  Osnovni sistemi za priporocanje

Za potrebe raziskovalnega dela smo razvili ve¢je Stevilo sistemov za priporocanje.

Nakljucno priporotanje vsebin uredi vsebine v nakljucen vrstni red in poda seznam
priporo¢il uporabniku.

Sistemi z wsebinskim izbiranjem predlagajo vsebine glede na podobnost med upo-
rabnikovim profilom in semanti¢nimi informacijami o vsebinah. Za mero podobnosti
uporabljamo posplo$eno kosinusno podobnost, za gradnjo profilov pa naslednje me-
tode: LastAction, AverageAction, AverageActionFC, Daoud [18], Godoy [21] in Sieg
[8]. Vsi razviti sistemi z izbiranjem na osnovi sodelovanja temeljijo na matri¢ni faktori-
zaciji (ve¢ o tem v razdelku 5.3.1).

Matriko povratnih informacij smo zgradili s standardnim pristopom, pri katerem z
vsebino celice R; opiSemo interakcije uporabnika 1 z oglasom i v dolo¢enem ¢asovnem
obdobju. V kolikor je uporabnik v tem obdobju oglas videl in nanj tudi kliknil, smo
v celico vpisali vrednost R,; = 1. Ce je uporabnik oglas videl, a nanj ni kliknil, smo
v celico vpisali vrednost R,; = 0. V primeru, da uporabnik oglasa v tem obdobju ni
videl niti enkrat, ostane celica prazna.

Z matri¢no faktorizacijo (glej enacbo 5.2) aproksimiramo matriko povratnih infor-

macij R s produktom dveh, manjsih matrik:

u faktorska matrika uporabnikov U, v kateri predstavlja vsaka vrstica enega od upo-

rabnikov in

u faktorska matrika vsebin V, v kateri predstavlja vsaka vrstica eno od vsebin v

sistemu za priporocanje.

R=X=U-V’ (5.2)
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Za re$evanje problema hladnega zagona smo uporabili naslednje tehnike:

Uporaba povprecnih vrednosti faktorjev v faktrorski matriki (oznaka: “avgf”) - Pov-
pre¢ne vrednosti faktorjev za nove uporabnike smo izra¢unali na podlagi vred-
nosti posameznih faktorjev v uporabniski faktorski matriki U, za nove vsebine

pa na podlagi vrednosti v matriki V.

Faktorizacija razsirjene matrike povratnih informacij (oznaka: “mfex”) - Pri tem
postopku smo matriki povratnih informacij R dodali vrstico, ki predstavlja no-
vega uporabnika. V to vrstico smo vpisali povpre¢ne vrednosti interakcij s sis-
temom preko vseh uporabnikov, potem pa matriko fakrorizirali. Problem hlad-
nega zagona pri priporo¢anju novim uporabnikom smo refevali tako, da smo
jim pripisali faktorje, ki pripadajo na novo ustvarjenemu uporabniku. Enak

postopek smo uporabili tudi za izra¢un faktorjev za nove vsebine.

Napovedovanje faktorjev z resevanjem sistema linearnih enach (oznaka: “less”) -
Gantner [35] je predlagal uporabo semanti¢nih informacij za napovedovanje
faktorjev v sistemih, ki temeljijo na matri¢ni faktorizaciji. Za reSevanje proble-
ma hladnega zagona sta predlagala reSevanje sistema linearnih enacb, pri kate-
rem za vsakega od faktorjev predvideva, da ga je mozno aproksimirati z linearno
kombinacijo vrednosti semanti¢nih atributov. V poskusih smo za gradnjo upo-

rabniskih profilov uporabili metodo AverageAction.

Napovedovanje faktorjev z uporabo metod strojnega ucenja (oznaki: “regt” in

“nnet”) - Pri evalvaciji Gantnerjevega pristopa [3 5] smo ugotovili, da bi se dalo
preslikavo semanti¢nih informacij v faktorje izboljsati z uporabo metod stroj-
nega ucenja. Odlodili smo se za uporabo regresijskih dreves, ki poleg hitrosti
delovanja nudijo tudi dober vpogled v delovanje modela, in umetnih nevron-
skih mrez, s katerimi hkrati napovedujemo vrednosti ve¢ odvisnih spremenljivk.
Pri napovedovanju faktorjev z regresijskimi drevesi smo za vsak faktor zgradili
podatkovno mnozico s 130 vhodnimi atributi (utezi konceptov v profilih upo-
rabnikov) in eno izhodno spremenljivko (faktor). Pri nevronskih mrezah smo
zgradili le eno podatkovno mnozico s 130 vhodnimi atributi, odvisne spremen-
ljivke pa so predstavljale posamezne faktorje. Za kalibracijo regresijskih dreves

(velikost drevesa in ostalih parametrov) in umetnih nevronskih mre? (Stevilo
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skritih nivojev in nevronov v njih ter stopnja regularizacije) smo uporabili 10-

kratno pre¢no preverjanje.

Algoritem za matricno faktorizacijo

Za faktorizacijo matrike povratnih informacij R v uporabnisko U in vsebinsko V' fak-
torsko matriko uporabljamo uteZeno regularizirano matri¢no faktorizacijo z izmenju-

jo¢imi najman;j$imi kvadrati WRMF (weighted regularized matrix factorization) [41]

Zaupanje v povratne informacije. Hu in sod. v ¢lanku [31] opisujejo algoritem za ma.
fa., ki na podlagi implicitnih povratnih informacij uporabnika izra¢una obe faktorski
matriki, pri ¢éemer pripise vsaki pozitivni uporabnikovi povratni informaciji vrednost 1,
negativni pa 0. Dodatno so v algoritem vpeljali pojem zaupanja v povratno informacijo
C,i» s pomogjo katerega lahko pri izratunu faktorskih matrik upostevajo tudi negativne
(oz. manjkajoce) povratne informacije. V enacbi 5.3 predstavlja R,; vrednost celice v
matriki povratnih informacij, @ pa parameter za izra¢un zaupanja v to vrednost. Iz
enacbe 5.3 sledi, da z ve¢anjem vrednosti & poveCujemo zaupanje v vrednosti v matriki
povratnih informacij R. Vrednost parametra « je potrebno optimizirati na podatkovni
mnozici. V ¢lanku [31] so zapisali, da so s pomo¢jo vrednosti @ = 40 dobili dobre

rezultate, v nasih poskusih pa smo najboljse rezultate dobili z vrednostjo o = 1.0.

Cui =1+ aRui (53)

Regularizacija matricne faktorizacije. Algoritem, opisan v [31], omogoca tudi regula-
rizacijo matri¢ne faktorizacije, s katero se lahko izognemo morebitnemu prevelikemu
prilagajanju u¢nim podatkom. V nasih poskusih se je izkazalo, da pripelje uporaba
regularizacije v postopku matri¢ne faktorizacije do minimalnih razlik v faktorskih ma-
trikah in posledi¢no tudi v seznamih priporo¢il. Odlo¢ili smo se, da zato regularizacije

ne bomo uporabljali.

Optimizacija vektorskih matrik. Metoda izmenjujo¢ih najmanjsih kvadratov ALS (angl.
alternating least squares) je hitra in preprosta (brez dodatnih parametrov) metoda op-
timizacije, s katero izmeni¢no optimiziramo vsako od vektorskih matrik. Pan in sod.
[42] v ¢lanku opisujejo spremenjen optimizacijski postopek, poimenovan wALS

(weighted alternating least squares), s katerim lahko damo med optimizacijo vektorskih
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matrik pri izratunu Frobeniusove norme (t.j. kvadratne napake) aproksimizacijske ma-
trike L(X), katere izra¢un prikazuje enacba 5.4, vejo tezo “polnim” celicam in manjso

tezo “praznim” celicam matrike povratnih informacij.
LX) = X5 Wiy(R; = X;)° 5-4)
i

V enacbi 5.4 je R matrika povratnih informacij, X je aproksimacijska matrika, W pa
matrika utezi. Za utezi v matriki W smo uporabili zaupanje (enacba 5.3) v vrednosti

v matriki povratnih informacij W = C.

§.3.2  Metrike za evalvacijo sistemov za priporocanje

Sistemi za priporocanje se najveckrat uporabljajo za dve nalogi:
1. gradnja seznama priporo¢il za uporabnika ali
2. napovedovanje uporabnikovih ocen za posamezne vsebine.

Od naloge je odvisen tudi nacin ocenjevanja uspesnosti sistemov za priporocanje.
Za ocenjevanje delovanja sistemov za priporocanje se v raziskavah in na znanstvenih
tekmovanjih obi¢ajno uporablja koren povpreine kvadratne napake (angl. root mean
squared error) napovedi uporabnikovih ocen za posamezne vsebine.

V spletnem ogladevanju, kjer je najveckrat edina eksplicitna povratna informacija
s strani uporabnika klik na oglas, pa so bolj primerne metrike, ki ocenjujejo kvalite-
to seznamov priporoil, pri ¢emer je najpomembnejSe vprasanje, kako blizu zacetka
seznama so priporodila, ki jih uporabnik oceni pozitivno.

V poskusih na podatkih spletne oglasevalske mreze smo se omejili na oglede spletnih
strani, pri katerih je priSlo do klika na oglas. Tako se v vsakem seznamu priporocil
nahaja vedno le en uporaben predlog - to je oglas, na katerega je uporabnik kliknil.

Seznamov priporo¢il nismo ocenjevali na nivoju posameznih oglasov, temve¢ na
podlagi tega, v katere oglasne skupine spadajo posamezni oglasi. Najpogostejsa praksa
v spletnem oglaSevanju je namre¢, da se vse oglase razli¢nih velikosti in tipov, a z istim
oglaSevalskim sporo¢ilom, za lazje obravnavanje zdruzi v skupino oglasov. Razlog za ta
nacin ocenjevanja tici tudi v delovanju oglasevalske mreZe, ki omogoca spletnim zaloz-
nikom izbiranje tipov in velikosti oglasov, ki jih je dovoljeno prikazovati na njihovih

spletnih straneh. Zalozniki se velikokrat odlodijo, da bodo na primer na naslovnicah
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dovolili le prikazovanje pasic (angl. banner) in slikovnih oglasov, tekstovni oglasi pa se
lahko prikazujejo le ob vsebinskih ¢lankih.

Za bolj natan¢no evalvacijo seznamov priporodil smo razvili metriki natanénost#N
in priklic#N, ki za razliko od standardnih natan¢nost@N in priklic@N ne ocenjujeta

dela seznama priporo¢il, temve¢ le posamezna priporocila v seznamu.
Povprecni rang

Povpre¢ni rang (angl. average rank) izratunamo kot povpre¢no zaporedno $tevilko
uporabnih predlogov v seznamih priporo¢il (enacba s.5). Ta metrika ocenjuje sisteme
za priporo¢anje glede na zaporedno Stevilo “pravega” priporodila v seznamu priporodil.
Je preprosta in lahko razumljiva, po drugi strani pa ne pove nicesar o distribuciji zapo-
rednih $tevil pozitivnih priporo¢il v seznamih. Popolnoma enak rezultat bomo dobili
na primer, ¢e v prvem primeru izra¢unamo povprecen rang Stevil 1 in 100, ali pa 50

in 51.

ranky,, = —=— (5-5)
n
Natanénost@N in priklic@N

Standardni metriki klasifikacijska natan¢nost (enacba 5.6) in priklic (enacba s5.7) sta
tu omejeni le na prvih N predlogov v seznamu. Pri manjsih vrednostih N je tako ve¢ja
verjetnost, da uporabnega predloga ne bomo nasli med predlogi sistema za priporoca-
nje.

Pri iskanju pozitivno ocenjenih priporo¢il v omejenih seznamih predlogov je po-

membno, da se kliknjeni oglas nahaja ¢im vi§je v seznamu priporodil.

ltemsrelevunt N ltemsretrieved

precision = (5.6)

items retrieved

ltemsrelevunt N ltemsretrieved
recall =

. (5.7)
ltemsrelcwnt

Metrika DCG
Pri metriki DCG (angl. discounted cumulative gain) lahko vrednost relevance i-tega

predloga rel; v seznamu zavzame le vrednosti O (nerelevanten predlog) ali 1 (relevanten

predlog).
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reli — { 0 ;rec; # itemrelevlmr (5.8)

1 srec; = itemrelevnnt

Vrednost DCG (glej enacbo 5.9) se izracuna kot vsota relevanc vseh priporocil v
seznamu, pri ¢emer so vrednosti relevanc zmanjsane v skladu z mestom i priporoci-
la v seznamu. Ker uposteva metrika DCG pri izra¢unu vrstni red predlogov, je pri
tej metriki pomembno, da se uporabni predlogi nahajajo ¢im bolj na ¢elu seznama

priporodil.

1 rel;
DCG=rel; + Y, ——;rel; €0,1 (5.9)
1 ; log, (i)

Natanénost#N in priklictN

Pri evalvaciji sistemov za priporocanje se veliko uporabljata metriki natan¢nost@N in
priklic@N. Obe se osredoto¢ata na prvih N priporodil sistema za priporo¢anje in oce-
nita kvaliteto tega dela seznama priporo¢il.

Za bolj natan¢no evalvacijo sistemov za priporo¢anje smo definirali metriki natané¢-
nos#N in priklic#N, ki izra¢unata natanénost in priklic N-tega priporo¢ila v seznamu.
Smiselnost uporabe natanénost#N je prikazana v razdelku 5.5, v katerem kombiniramo

seznama priporo¢il dveh sistemov za priporocanje.

5.3.3  FEvalvacija sistemov za priporocanje

V poskusih smo sisteme za priporoc¢anje ocenjevali le na podlagi dogodkov, ko je upo-
rabnik pozitivno ocenil enega izmed predlogov - to je klik na oglas. Teh dogodkov je
bilo 7058. Ob vsakem kliku na oglas smo najprej zgradili mnozico aktivnih oglasov.
Mnotice aktivnih oglasov so vsebovale med 443 in 567 oglasov.

Vsak sistem za priporocanje je aktivne oglase uredil v seznam priporoil, in sicer tako,
da je na Celo seznama postavil oglas, ki naj bi bil najbolj primeren za danega uporab-
nika, na konec seznama pa najmanj primernega. V seznamu priporo¢il se je vedno

nahajal tudi oglas, na katerega je uporabnik kliknil.
5.4 DPoskusi: Primerjava osnovnibh sistemov za priporocanje

V tem razdelku so predstavljeni rezultati evalvacij osnovnih sistemov za priporocanje

(razdelek 5.3.1). V tabelah se pojavljajo naslednje okrajsave:
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= Rnd - Naklju¢na priporocila;

= C/P - Vsebinsko izbiranje, pri ¢emer zadnji ¢len P oznacuje profilirni algoritem,
ki je bil uporabljen za pripravo u¢ne mnozice za regresijska drevesa:
« | - LastAction,
= a - AverageAction,
= afc - AverageActionFC,
= d - Daoud2009,
= g - Godoy2009,
= s - Sieg2007;
= MF/F/H - Sistem za priporo¢anje na osnovi matri¢ne faktorizacije (MF) s $te-

vilom faktorjev F. Za re$evanje problema hladnega zagona se uporablja tehnika

H, ki lahko zavzame vrednosti:
= avgf - novim uporabnikom se pripiSejo povpre¢ne vrednosti faktorjev iz
faktorske matrike,

= mfex - novim uporabnikom se pripisejo faktorji, dobljeni s faktorizacijo

raz§irjene matrike povratnih informacij,

= less - preslikava semanti¢nih informacij v faktorje z reevanjem sistema

linearnih enacb,
= regt - napovedovanje faktorjev z uporabo regresijskih dreves,

= nnet - napovedovanje faktorjev z uporabo umetnih nevronskih mrez.

s.4.1  Optimizacija sistemov na osnovi matricne faktorizacije
Izbira primerne matrike povratnih informacij

Matrika povratnih informacij je zgrajena iz podatkov o interakcijah uporabnikov s sis-
temom za priporocanje. Ker tipi¢en uporabnik ne pride v stik z vsemi moZznimi vse-
binami, imamo opravka z redko matriko povratnih informacij. V nasih poskusih smo
opazili, da je “polnih” le okoli 5% celic matrike, kar sovpada z delezimi v sorodnih

raziskavah.
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Pri izbiri primerne velikosti matrike povratnih informacij smo se osredotodili na
delovanje treh sistemov za priporo¢anje na osnovi matri¢ne faktorizacije, ki vsak na

svoj nacin resuje problem hladnega zagona:

= MF/1/avgf - Novim uporabnikov se pripiSejo povpre¢ne vrednosti faktorjev iz
faktorskih matrik,

= MF/1/regt - Za nove uporabnike dolo¢imo vrednosti faktorjev s pomodjo regre-

sijskih dreves (ucenje: atributi v profilih — faktor),

= MF/1/nnet - Za nove uporabnike dolo¢imo vrednosti faktorjev s pomo¢jo u-

metnih nevronskih mrez (ucenje: atributi v profilih — fakrorji).

Pri vseh treh sistemih smo omejili $tevilo faktorjev na F = 1, s ¢imer smo ho-
teli zagotoviti, da ne bi pri gradnji modela za napovedovanje faktorjev prihajalo do
prevelikega prilagajanja ué¢nim podatkom. Stevilo uporabnikov, ki smo jih vkljuili
v matriko povratnih informacij, smo povecevali postopoma. Najprej smo v matriko
vkljucili uporabnike, katerih $tevilka ID se za¢ne z znakom “0”, v naslednjem koraku

«_»

smo dodali uporabnike, katerih $tevilka ID se za¢ne z znakom “1” itn.

Tabela 5.1

Povprecni rangi priporocil sistemov za priporocanje z uporabo razli¢no velikih matrik povratnih informacij. V stolpcih so
vrednosti za matrike s 1349, 2696, 4121 in 5508 uporabniki.

povp. rang 1349 2696 | 4121 5508

MF/1/avgf | 23.67 | 20.19 | 20.08 | 19.97
MF/1/regt | 23.42 | 20.76 | 20.51 | 19.87

MF/1/nnet | 19.34 | 18.93 | 18.67 | 18.47

V tabelah 5.1 - 5.3 vidimo, da lahko kvaliteto priporo¢il z uporabo matrike iz inte-
rakcij 1349 uporabnikov bistveno izbolj$amo, ¢e pove¢amo $tevilo zajetih uporabnikov
na 2696. Razlike med matrikami velikosti 2696, 4121 in 5508 uporabnikov so majh-
ne, kvaliteta predlogov v tabelah 5.2 in 5.3 pa ne naras¢a vedno s povecevanjem Stevila
uporabnikov. Iz tega lahko sklepamo, da je za dobro priporocanje vsebin v tem primeru

dovolj velika Ze matrika 2696 uporabnikov.
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Tabela 5.2

Prikaz vrednosti natan¢nost@10 za sisteme za priporocanje z uporabo razli¢no velikih matrik povratnih informacij. V stolpcih
so vrednosti za matrike s 1349, 2696, 4121 in 5508 uporabnikov.

natan¢nost@10 1349 2696 4121 5508
MF/1/avgf 0.4906 | 0.5831 | 0.5794 | 0.5797
MF/1/regt 0.4896 | 0.5703 | 0.5747 | 0.5818
MF/1/nnet 0.6055 | 0.6114 | 0.6138 | 0.6090

Tabela 5.3

Prikaz vrednosti DCG@ 10 za sisteme za priporocanje z uporabo razli¢no velikih matrik povratnih informacij. V stolpcih so
vrednosti za matrike s 1349, 2696, 4121 in 5508 uporabnikov.

DCG@10 1349 2696 4121 5508

MF/1/avgf 903.8 | 1491.1 | 1481.1 | 1479.9
MF/1/regt 891.5 | 1406.0 | 1416.0 | 1456.8
MF/1/nnet | 1201.3 | 1287.4 | 1280.5 | 1238.2

Izbira stevila faktorjev

Algoritmu matri¢ne faktorizacije je potrebno vnaprej dolo¢iti Stevilo faktorjev v faktor-
skih matrikah. V tabeli 5.4 vidimo, da je en faktor premalo za gradnjo dobrih seznamov
priporo¢il, Ze uporaba treh faktorjev pa mo¢no izbolj$a rezultate. NajboljSe rezultate

smo dobili z uporabo 20 faktorjev F = 20.

5.4.2  Rezultati

V tabeli 5.5 vidimo, da se glede na povpre¢ni rang najbolje odreZe sistem za priporoca-
nje z vsebinskim izbiranjem, ki gradi profil spletnega uporabnika z metodo Sieg2007
[8]. Med sistemi na osnovi matri¢ne faktorizacije v tem pogledu ni velikih razlik, v
negativnem smislu odstopa le pristop avtorja Gantner [35].

Sistema “Rand” in “MF/20/nnet” sta edina nedeterministi¢na. Oba smo evalvirali
ro-krat, v tabelah pa so predstavljeni povpre¢ni rezultati.

Metrika natan¢nost@N ocenjuje kvaliteto omejenih seznamov priporo¢il. Rezultati
v tabeli 5.6 kaZejo, da so sistemi na osnovi matri¢ne fakeorizacije veliko boljsi pri pre-
dlaganju kratkih seznamov priporo¢il. Vrednosti natanénost@1 = 0.5 pomenijo, da

je bilo v povpre¢ju vsaki¢ drugi¢ pozitivno ocenjeno prvo priporo¢ilo v seznamu, kar
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Tabela 5.4

Prikaz vrednosti metrik povpreéni rang, natanénost@ro in DCG@10 7a sisteme za priporocanje pri uporabi razliénega stevila

fakeorjev.

povp. rang | natan¢nost@1o | DCG@1o

MF/1/regt 20.76 0.5703 1406.0
MF/3/regt 10.34 0.7419 2100.6
MF/5/regt 10.62 0.7385 2168.2
MF/10/regt 10.05 0.7549 2117.2
MF/20/regt 9.63 0.7649 2313.9
MF/30/regt 9.72 0.7602 2291.5
MF/1/nnet 18.93 0.6114 1287.4
MF/3/nnet 28.27 0.4585 1523.7
MF/5/nnet 17.21 0.6439 1768.3
MF/10/nnet 9.42 0.7703 2248.0
MF/20/nnet 9.58 0.7785 3486.5
MF/30/nnet 9.69 0.7692 3327.4

Tabela s.s

Primerjava rezultatov osnovnih sistemov za priporo¢anje z metrikami povpre¢ni rang, natanénost@ro in DCG@1o.

povp. rang | natan¢nost@io | DCG@1o
Rnd 39.79 0.0793 230.0
C/l 12.29 0.5407 1586.2
Cla 11.02 0.6349 2072.5
Clafc 9.60 0.7277 2741.8
C/d 9.88 0.6814 2776.5
Clg 11.55 0.5941 1853.6
Cls 8.74 0.7663 3292.4
MF/20/avgf 9.64 0.7615 2281.9
MF/20/less 19.10 0.1649 346.8
MF/20/regt 9.63 0.7604 2305.8
MF/20/nnet 9.57 0.7785 3486.4
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se slisi neverjetno. Zelo visoke vrednosti v tabeli 5.6 so posledica dejstva, da so splet-
ni uporabniki v u¢nem obdobju zelo dobro sprejeli in veliko klikali na manjse $tevilo
oglasov, to obnasanje pa se je nadaljevalo tudi v testnem obdobju nasega poskusa.

Pri manj omejenih seznamih se razlika med vsebinskim izbiranjem in izbiranjem na
podlagi sodelovanja zmanjsa, pri vrednosti N = 20 pa Ze vidimo, da se bolj obnese

vsebinsko izibiranje.

Tabela 5.6

Primerjava rezultatov osnovnih sistemov za priporocanje z metriko natan¢nost@N.

nat@1 nat@3 nat@s nat@1o nat@20

Rnd 0.0068 | 0.0212 | 0.0379 0.0793 0.1786
C/ 0.0029 | 0.0863 | 0.1879 | 0.5407 | 0.8512
Cla 0.0032 | 0.1355 | 0.3073 0.6349 0.8544
Clafc 0.0010 | 0.2430 | 0.4583 0.7277 | 0.8628
C/id 0.0015 | 0.2768 | 0.5008 | 0.6814 | 0.8549
Clg 0.0042 | 0.1138 | 0.2559 | 0.5941 0.8524
Cls 0.0012 | 0.3524 | 0.6071 0.7663 0.8632

MF/20/avgf | 0.3240 | 0.6354 | 0.7429 | 0.7615 0.7800
MEF/20/less 0.0003 | 0.0027 | 0.0101 0.1649 | 0.7166
MF/20/regt | 0.3242 | 0.6477 | 0.7434 | 0.7604 | 0.7783

MF/20/nnet | o.1177 | 0.6098 | 0.7491 0.7752 | 0.7860

Pri metriki DCG@N je $e bolj pomembno, da se pozitivno ocenjena priporocila
nahajajo ¢imbolj na zaletku seznamov priporo¢il. V tabeli 5.7 zopet vidimo, da se
pri kratkih seznamih priporo¢il bolj odrezejo sistemi na osnovi matri¢ne faktorizacije,
pri daljsi seznamih pa je razlika manj$a. Med sistemi z vsebinskim izbiranjem smo
najboljse rezultate dobili s profilirnim algoritmom Sieg, ki se marsikje odreze bolje od

vetine sistemov na osnovi matri¢ne faktorizacije.
5.5 Poskusi: Kombiniranje priporoil razliénib sistemov za pripo-
rocanje

Iz rezultatov v razdelku 5.4.2 vidimo, da so v splo$nem sistemi z izbiranjem na pod-
lagi sodelovanja boljsi pri predlaganju zelo kratkih seznamov priporo¢il, sistemi z vse-

binskim izbiranjem pa pri dolgih seznamih. To pomeni, da je na zacetkih seznamov
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Tabela 5.7

Primerjava rezultatov osnovnih sistemov za priporocanje z metriko DCG@N.

DCG@1 | DCG@3 | DCG@s | DCG@1io | DCG@20
Rnd 43 115§ 161 247 398
C/ 208 637 101§ 1684 2091
Cla 270 1073 1572 2139 2434
Clafc 572 1731 2410 2803 2966
C/id 663 1993 2554 2827 3064
Clg 239 872 1322 1932 2277
Cls 847 2494 3148 3313 3450
MF/20/avgf 1056 2240 2252 2291 2312
MEF/20/less 2 22 37 347 1221
MF/20/regt 1137 2256 2280 2314 2336
MF/20/nnet 696 2910 3424 3480 3498

priporo¢il sistemov z izbiranjem na podlagi sodelovanja nekaj zelo dobrih priporo¢il,
ostali pa so slabsi. Pri vsebinskem izbiranju so za¢etna priporocila relativno slabsa, je
pa padec kvalitete priporoil z zaporedno §tevilko priporocila dosti manjsi.

Eden od vzrokov za slabsa zacetna priporo¢ila sistemov z vsebinskim izbiranjem je
kombinacija kontekstualnega oglasevanja, ki je bilo uporabljeno v testnem obdobju,
in umes¢anje oglasov na spletne strani. O tem je ve¢ napisanega v razdelku B.

Ker so priporo¢ila na zaletkih seznamov priporo¢il sistemov “MF/20/avgf” in
“MF/20/regt” bolj kvalitetna kot pri “MF/20/less” in “MF/20/nnet”, smo slednja iz-
pustili iz nadaljnjih poskusov. Zaradi ve¢je preglednosti prikazujemo v tem razdelku le
rezultate sistemov za priporocanje, ki uporabljajo profilirni algoritem AverageAction.

Tabela 5.8 prikazuje kvaliteto priporo¢il glede na njihovo zaporedno $tevilko v sez-
namu. Vidimo, da so pri priporo¢ilih z zaporednimi Stevilkami 1 < i < 4 boljsi
sistemi z izbiranjem na podlagi sodelovanja, pri nadaljnjih priporo¢ilih pa sistemi z
vsebinskim izbiranjem.

V skladu s tabelo 5.8 smo na podlagi parov sistemov za priporocanje zgradili kom-
binirane sezname priporo¢il. V vsakem paru sistemov sta po en sistem z izbiranjem na
podlagi sodelovanja in en sistem z vsebinskim izbiranjem. Kombiniran seznam pripo-

ro¢il smo zgradili tako, da smo prvih nekaj priporodil vzeli iz sistema z izbiranjem na



Profiliranje spletnih uporabnikov

Tabela 5.8

Primerjava rezultatov osnovnih sistemov za priporo¢anje z metriko natan¢nost#N.

nat#1 nat#2 nat#3 nat#f4 nat#s

Cla 0.0032 | 0.0457 | 0.0866 | 0.0781 | 0.0937

MF/20/avgf | 0.3240 | 0.1786 | 0.1328 | 0.1071 | 0.0005

MEF/20/regt | 0.3242 | 0.1923 | 0.1312 | 0.0918 | 0.0039

podlagi sodelovanja, seznam pa smo potem dopolnili z priporo¢ili sistema z vsebinskim
izbiranjem. Oba osnovna seznama priporodil vsebujeta enake elemente (razlikujeta se
le v vrstnem redu elementov), zato je tudi kombinirani seznam enako dolg.

V tabelah 5.9 in 5.10 so prikazani rezultati obeh osnovnih in kombiniranega sistema
za priporolanje. V obeh primerih smo v skladu s tabelo 5.8 iz seznama priporodil siste-
ma z izbiranjem na podlagi sodelovanja vzeli prva 4 priporo¢ila, za katere lahko zaradi
visokih izkazanih vrednosti natan¢nost#1 predvidevamo, da so zelo kvalitetna. Seznam
smo dopolnili s priporoili iz sistema z vsebinskim izbiranjem. Rezultati kaZejo, da so
kombinirani seznami priporocil obéutno boljsi od priporo¢il osnovnih sistemov za pri-

porocanje.

Tabela 5.9

Primerjava rezultatov kombiniranih sistemov za priporo¢anje. V kombiniranem seznamu priporo¢il so prva 4 priporo¢ila iz
sistema “MF/20/avgf”, ostala pa iz “C/a”.

povp. rang | natan¢nost@ro | DCG@1o
Cla 11.02 0.6349 2139
combined 7.08 0.7871 2343
MF/20/avgf 9.64 0.7615 2291

5.6 Ugotovitve

Pri evalvaciji sistemov za priporo¢anje nam najprej pade v oéi nenavadno slaba kvalite-
ta priporo¢il sistemov z vsebinskim izbiranjem. Eden od vzrokov za to je kombinacija
kontekstualnega oglasevanja in umes¢anja oglasov v spletne strani, o éemer je ve¢ napi-
sanega v razdelku B. Glede na to, da je vsebovalo v nasih poskusih okoli 80% spletnih

strani le en oglasni blok, predvidevamo, da botruje slabim rezultatom sistemov z vse-
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Tabela s.10

Primerjava rezultatov kombiniranih sistemov za priporo¢anje. V kombiniranem seznamu priporo¢il so prva 4 priporocila iz
sistema “MF/20/regt”, ostala pa iz “C/a”.

povp. rang | natan¢nost@io | DCG@1o
Cla 11.02 0.6349 2139
combined 7.05 0.7874 2366
MEF/20/regt 9.63 0.7604 2314

binskim izbiranjem ve¢ vzrokov. Iskanje moznih vzrokov bo predmet nadaljnjega dela.

V poglavju 4 smo pokazali, da je metoda AverageActionFC boljsa od obstoje¢ih me-
tod za gradnjo ontoloskih profilov, zato smo pri¢akovali, da bomo lahko to potrdili
tudi pri uporabi uporabniskih profilov v sistemih za priporo¢anje. Neugodna kom-
binacija kontekstualnega oglasevanja in umes¢anja oglasov v spletne strani bi lahko
razlozila dejstvo, da je bila najslabsa kvaliteta “prvih” priporo¢il izmerjena ravno ob
uporabi nase profilirne metode AverageActionFC, za katero smo v prej$njem poglavju
pokazali, da lahko z njo zgradimo najbolj kvalitetne uporabniske profile.

ReSevanje problema hladnega zagona pri sistemih za priporocanje, ki uporabljajo
matri¢no faktorizacijo, se navadno reuje z uporabo dodatnih virov informacij (upo-
rabnikova lokacija, profil itd.). Preslikava semanti¢nih informacij v faktorje z uporabo
sistema linearnih enacb, kot je predlagal Gantner [35], se na nasi podatkovni mnozici
ni obneslo. Verjeten vzrok za to je preobcutljivost tega pristopa na Sum v podatkih.
Preslikava z uporabo metod strojnega ucenja (regresijska drevesa in umetne nevronske
mreZe) se je sicer izkazala za koristno, vendar je doprinos zelo majhen.

Temeljita analiza kvalitete priporo¢il je pokazala ociten trend, in sicer da dajejo sis-
temi z izbiranjem na osnovi sodelovanja nekaj zelo dobrih priporo¢il, ¢emur sledi velik
padec kvalitete. Priporocila vsebinskega izbiranja po drugi strani ne dosegajo kvalite-
te najboljsih priporo¢il sistemov z izbiranjem na osnovi sodelovanja, prav tako pa ni
prisoten tako o¢iten padec kvalitete priporocil. Na podlagi teh informacij smo zgradili

kombinirane sezname priporo¢il, pri katerih je opaziti velik preskok v kvaliteti.
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V disertaciji smo se ukvarjali z gradnjo, evalvacijo in uporabo uporabniskih profilov
v sistemih za priporocanje. V poskusih smo uporabljali podatke spletne oglasevalske
mrezZe in spletne ucilnice, osnovane na sistemu Moodle. Analiza rezultatov je pokazala,
da so za gradnjo kvalitetnih profilov spletnih uporabnikov potrebni dolgi u¢ni kliko-
toki. Ugotovili smo $e, da se s staranjem profilov njihova kvaliteta zniZuje. Profile
spletnih uporabnikov, ki smo jih zgradili na podlagi njihovih klikotokov, smo izbolj-
$ali z novim algoritmom AverageActionFC, ki uporablja tehniki éasovnega pozablianja
in popravijanja profilov s prototipi. Primerjava z obstoje¢imi metodami je pokazala,
da je kvaliteta profilov, zgrajenih z algoritmom AverageActionFC znacilno boljsa od
profilov, zgrajenih z obstoje¢imi metodami.

Nizka kvaliteta uporabnikovega profila je lahko posledica starosti profila ali pomanj-
kanja uporabnih informacij o uporabnikovih preteklih aktivnosti. Takim profilom
smo uspeli ob¢utno zvisati kvaliteto z uporabo popravljanja s prototipi. Pri evalvaciji
profilov na obeh uporabljenih podatkovnih mnozicah se je izkazalo, da je optimalna
vrednost uteZi za popravljanje profilov relativno visoka (0.7 < w,y,.r < 0.9). To po-
meni, da je imelo na uporabnikov profil prevladujo¢ vpliv domensko znanje (v obliki
prototipnih profilov) in ne njegov lastni klikotok.

Profili spletnih uporabnikov so najveckrat uporabljeni v sistemih za priporo¢anje.
Podatke spletne oglasevalske mreze smo uporabili za evalvacijo sistemov za priporo-
¢anje z vsebinskim izbiranjem in izbiranjem na podlagi sodelovanja. Profile spletnih
uporabnikov smo gradili na podlagi njihovih obiskov spletnih strani, za priporo¢ila pa
smo uporabili oglase, ki so se prikazovali uporabnikom. Rezultati kaZejo, da so bili
oglasi, predlagani z vsebinskim izbiranjem, zelo redko kliknjeni. Ugotovili smo, da je
eden od vzrokov za take rezultate strategija izbiranja oglasov za prikazovanje, ki se je
uporabljala v testnem obdobju. Pri kontekstualnem oglasevanju se namre¢ za najbolj
primerne oglase izberejo tisti, ki se najbolje ujemajo z vsebino obiskane spletne strani.
Analiza klikov na oglase in njihovih lokacij na spletnih straneh je pokazala, da ima lo-
kacija oglasa velik vpliv na njegovo uspesnost. Kljub temu, da so se oglasi na vrhu in
na levi strani spletne strani najbolj ujemali z njeno vsebino, so bili ravno ti najmanjkrat
kliknjeni.

Priporoila sistemov z izbiranjem na podlagi sodelovanja so se izkazala za boljsa. Pri
izbiranju na podlagi sodelovanja pa se v spletnem okolju ne moremo izogniti problemu
hladnega zagona. Za resevanje tega problema smo v sistemih, ki temeljijo na matri¢ni

faktorizaciji, uporabili regresijska drevesa in umetne nevronske mreze za napovedovanje
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Jaktorjev novih uporabnikov in vsebin na podlagi razpolozljivih semanticénibh informacij.
Rezultati so pokazali, da lahko s tem pristopom omilimo negativne posledice hladnega
zagona.

Podrobnejsa analiza kvalitet priporo¢il sistemov za priporocanje je pokazala, da daje-
jo sistemi z izbiranjem na podlagi sodelovanja le nekaj zelo dobrih priporo¢il, priporo-
¢ila sistemov z vsebinskim izbiranjem pa izkazujejo nekoliko niZjo, a bolj stabilno raven
kvalitete. S pametnim kombiniranjem seznamov priporodil smo uspeli zgraditi obcutno
boljse sezname priporo¢il, kar lahko pomembno prispeva k znanstveni in ekonomski

uspesnosti sistemov za priporocanje.
6.1 Nadaljnje delo

Velik problem pri gradnji profilov predstavljata hramba in obdelava velike kolic¢ine
podatkov. Ve¢jo hitrost in prostorsko ucinkovitost bi lahko dosegli z uporabo me-
tod, ki omogocajo inkrementalno posodabljanje uporabniskih profilov. V algoritmu
AverageActionFC nameravamo preizkusiti $e t.i. dinami¢ne prototipne profile, ki jih
bomo definirali s pomo¢jo inkrementalnega razvr$¢anja uporabniskih profilov. To nam
bo omogotilo, da se mnozica prototipnih profilov sproti prilagaja obnasanju in nava-
dam celotne populacije spletnih uporabnikov. Z uporabo drugih algoritmov razvr-
$¢anja bomo lahko tudi poenostavili postopek definiranja mnoZice prototipov, saj za
razliko od zdaj uporabljenega k-means vedina algoritmov razvri¢anja ne zahteva vna-
prejs$nje dolocitve $tevila gru¢ k.

Pri gradnji ontoloskih profilov smo uporabljali le ro¢no zgrajene ontologije, zato bi
bilo smiselno v poskuse vkljuditi $e avtomatsko ali polavtomatsko zgrajene ontologije,
npr. z metodo OntoGen.

V poskusih na podatkih spletne oglasevalske mreze se je pokazalo, da lahko kvali-
teto dolgoro¢nih napovedi izboljsamo tudi s popravljanjem profilov s ¢asovnimi sta-
tistikami, ki odsevajo popularnost tematik ob razli¢nih dnevih in urah. Ta pristop se
je sicer izkazal za slabsega od algoritma AverageActionFC, ki uporablja popravljanje s
prototipnimi profili, verjamemo pa, da bi lahko kvaliteto profilov dodatno izboljsali s
kombinacijo obeh tehnik.

Problem hladnega zagona smo v poskusih na podatkih oglasevalske mreZe resevali z
napovedovanjem na podlagi semanti¢nih informacij o novih uporabnikih in vsebinah.
Vetjamemo, da je mogoce hladni zagon resiti Se bolj u¢inkovito, npr. z uporabo upo-

rabnikove trenutne lokacije in drugih informacij, ki so lahko na razpolago v spletnem
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okolju. Sistemi z izbiranjem na podlagi sodelovanja so med drugim ob¢utljivi tudi na
usmerjene napade uporabnikov na delovanje sistema. V nadaljevanju se bomo zato
posvetili tudi odpornosti sistemov na t.i. shilling napade, gray sheep napade ipd.

Glede na izsledke poskusov z metodo, ki popravlja uporabniske profile s ¢asovnimi
statistikami (razdelek 3.2.1), se zdi smiselno v proces priporoc¢anja uporabnikom vklju-
¢iti tudi ¢asovno komponento. S tem bi lahko ob dolocenih urah okrepili prikazovanje
oglasov, ki so vezani na takrat bolj popularne tematike, kar bi lahko povecalo uspesnost
oglaSevanja. S takim pristopom ali pa z detekcijo semanti¢nih preskokov v obiskanih
spletnih straneh bi lahko tudi bolje modelirali interese uporabnikov, ki uporabljajo
druzinske racunalnike.

S podatki oglaSevalske mreze smo bili v poskusih omejeni le na pozitivne povratne
informacije uporabnikov o vsebinah — kliki na oglase. Verjamemo, da bi lahko imela
vkljucitev negativnih povratnih informacij pozitiven vpliv na kvaliteto priporo¢il, zato
bomo vlozili dodaten napor v zbiranje tovrstnih informacij.

Pri profiliranju uporabnikov in uporabi njihovih osebnih podatkov v sistemih za
priporocanje je potrebno spostovati zasebnost in pravico uporabnikov do izlo¢itve nji-
hovih podatkov iz analiz. Tej zelo aktualni problematiki se bomo aktivneje posvetili v
prihodnosti.

Se posebej je s stalid¢a zasebnosti pomemben nadin sledenja spletnim uporabnikom.
Raziskave so pokazale, da je mogoce na podlagi podatkov o uporabnikovem ra¢unal-
niku (operacijski sistem, brskalnik, seznam vti¢nikov in names¢enih pisav, ipd.) zelo
natanéno razlo¢evati med uporabniki. Zanimivo bi bilo preveriti, kako dobro bi se

dalo priporocati spletnim uporabnikom le na podlagi takih podatkov.
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A.1 Kratka zgodovina oglasevanja

Prvi oglasi so se med ljudmi $irili verbalno in slikovno. V antiki so trgovci na ves glas
ogladevali svoje blago, glasniki pa prihod ladij in trgovskih karavan. V Starem Egiptu so
se z razvojem pisave in papirusa pojavili prvi plakati s prodajnimi sporo¢ili. V ostankih
Pompejev so na nekaterih stenah hi§ premoznih me$¢anov nasli sledove komercialnih
napisov in celo politi¢nih oglasov.

Zaradi visoke stopnje nepismenosti med ljudstvom so obrtniki $e v srednjem ve-
ku svoje delavnice namesto z napisi oznacevali s simboli (¢evljarji s ¢evljem, kovaci z
nakovalom ali podkvijo, mlinarji z vre¢o moke itd.). Ostali trgovci, ki so svoje bla-
go prodajali z vozov, pa so svojo lokacijo morebitnim kupcem sporocali prek mestnih
Klicarjev.

Oglasevanije je vedno zvesto sledilo novim tehnologijam. Razvoj tiska je omogocil
oglasevanje v ¢asopisih in na plakatih. Konec 19. stoletja je Thomas J. Barratt, znan tu-
di kot o¢e modernega oglaSevanja, kot prvi zacel z oglaSevanjem izdelka s kombinacijo
fraz, sloganov, slik in pri¢evanj znanih oseb ter znanstvenikov.

Z razmahom industrializacije in poplave izdelkov na trZi$¢u se je razvilo tudi masov-
no oglasevanja, katerega namen je povecanje povprasevanja in potro$nje. V tem casu se
je uveljavila teorija, da lahko oglaSevalci z izkoris¢anjem ¢loveskih nagonov (npr. potre-
ba po pripadanju, ljubezni, spostovanju, ugledu, prepoznavnosti v druzbi, narcisizem)
povecajo zeljo po nakupu dolocenih izdelkov.

Izum televizije je sprozil umik oglaSevalskega denarja z zunanjih medijev (plakati
ipd.) na televizijske kanale. Vecanje $tevila in raznolikost televizijskih kanalov pa je
kasneje razdelila ciljno publiko in zmanjala u¢inkovitost oglasevanja na televiziji, ter
s tem ponovno ozivela oglaevanje na zunanjih in tiskanih medijih.

Komercializacija in popularizacija interneta je v zadnjem desetletju prej$njega sto-
letja omogo¢ila oglasevalcem nove, kreativne prijeme, fleksibilnost, hitrost, dostopnost
ciljne publike po vsem svetu in u¢inkovito merjenje uspesnosti oglasevanja. Prvi oglas,
posredovan preko interneta, je bil v obliki nezaZelene elektronske poste poslan ze maja
1978. Leta 1993 se je pojavila prva oglaSevalska pasica, sedaj pa smo spletni uporabni-
ki stalno izpostavljeni bolj ali manj vsiljivim oglasom pri vecini aktivnosti, povezanih
z internetom: med prebiranjem poste, novic, med uporabo spletnih iskalnikov, na
socialnih omreZjih itd. V podjetju Google so prvi zaceli s t.i. kontekstualnim oglade-

vanjem, v okviru katerega se uporabnikom prikazujejo nevsiljivi oglasi, ki so vsebinsko
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povezani z obiskano spletno stranjo.

V zadnjem ¢asu se je pojavilo t.i. gverilsko oglasevanje, pri katerem poskusajo oglase-
valci s ¢imbolj poceni, z zabavnimi, Sokantnimi ali celo ilegalnimi pristopi ujeti pozor-
nost ciljne publike. Ta tip oglasevanja je zaradi cenovne dostopnosti in nenavadnosti
postal popularen predvsem pri manjsih podjetjih, ki si skusajo na ta nacin dvigniti

PrepOZnaVHOSt.
A.2 Pravni in etiéni vidiki oglasevanja

V Evropski uniji podro¢je oglasevanja ni podrobno urejeno. Nekatere omejitve in
navodila, katerih namen je postopna izenacitev dovoljenih nacinov oglasevanja znotraj
EU, so drzavam ¢lanicam podane v obliki direktiv in uredb, sicer pa je vsaka drzava
odgovorna za sprejem primerne zakonodaje.

V Sloveniji je oglasevanje regulirano s Stevilnimi zakoni (Zakon o varstvu konku-
rence, Zakon o medijih, Zakon o varstvu potro$nikov itd.) in predpisi. Oglasevalci, ki
se borijo za pozornost publike, pogosto hodijo po tanki ¢rti med zakonitim in nezako-
nitim, Se pogosteje pa prestopajo mejo dobrega okusa. Ta meja je zelo subjektivna, v
Slovenski oglasevalski zbornici pa so jo poskusali definirati v Slovenskem oglasevalskem
kodeksu [43] (SOK). To orodje samoregulacije definira pravila oglasevanja v Sloveniji,
nima pa nobene zakonske modi.

Se posebej v zadnjih letih se v medijih pojavljajo oglasi, ki vsaj na prvi pogled pre-

stopajo meje dovoljenega.
Sokantno oglasevanje

Sokantno oglasevanje poskusa pritegniti pozornost ob¢instva s prikazovanjem Sokantnih
prizorov in racuna na custven odziv gledalcev. Taki oglasi lahko krsijo zakonodajo
zaradi nedostojnosti, po mnenju nekaterih pa je sporna tudi neocitna povezava med

oglasom in oglaevanim izdelkom oz. storitvijo.
Primerjalno oglasevanje

O primerjalnem oglasevanju govorimo, ¢e v oglasu izrecno ali z nakazovanjem med seboj
primerjamo dva ali ve¢ izdelkov oz. storitev, pri tem pa nedvoumno identificiramo
konkurenta. V Sloveniji je tak nadin oglaSevanja dovoljen le pod dolocenimi pogoji
(objektivna primerjava cen in lastnosti, ne ustvarja zmede, ne diskreditira ali ocrni

konkurenta, obravnava izdelke z enakim poreklom itd.). V nasem medijskem prostoru
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takega oglaSevanja niti ni zaznati, $e najbliZje pridejo oglasi, kjer se izdelek primerja z
generi¢nim konkurentom brez kakr$nihkoli oznak.

Povsem drugade je v ZDA in Veliki Britaniji, kjer se velika podjetja rada zapletajo
v neposredne primerjave in celo Zaljenja. Lep primer je oglas za Adidas’, ki prikazuje
tekaca, ki tece po tezavnem terenu. Po dobrih desetih sekundah nam v oglasu razloZijo,
da ima teka¢ obute superge znamke Nike, kamerman, ki te¢e poleg tekaca in nosi Se

tezko kamero, pa nosi superge Adidas.
Suzenjsko posnemanje

Suzenjsko posnemanje namenoma zakriva razlike med oglasevanim izdelkom oz. storit-
vijo, in konkuren¢nim, ki je ponavadi bolj prepoznaven. Pri suZenjskem posnemanju
prepoznavnega izdelka lahko pride do krienja avtorskih pravic, kar lahko vodi v pravni
SpOL.

Leta 1997 sta se v sodni spor zapletli podjetji Pivovarna Lasko d.d. in Tara d.o.o.
Slednje je na trgu ponujalo pivo Kozorog, katerega embalaza je bila na mo¢ podobna
Zlatorogu iz Pivovarne Lasko. Sodis¢e druge stopnje je podjetju Tara d.o.o. prepo-
vedalo uporabo blagovnega znaka sestavljenega iz besed: ”"Kozorog pivo” in s silhueto

kozoroga v ovalu s stiliziranimi gorami v ozadju na steklenicah piva [44].
Stereotipiziranje

Prikazovanje stereotipov je verjetno eden najlazjih in najbolj razsirjenih orodij za iz-
delavo oglasov. Taki oglasi izkori$¢ajo znane stereotipe za hitrejsi prenos sporocila do
ciline publike, najveckrat skozi humor. Posamezniki so v oglasih prikazani z le eno
karakteristiko, to pa je lahko za marsikoga Zaljivo.

V oglasih so Zenske $e vedno pogosto prikazane le kot gospodinje ali mame, moski
kot karieristi ali avanturisti, starejsi pa imajo probleme z zdravjem in moderno tehno-
logijo. Poleg spolne pripadnosti in starosti so viri stereotipov lahko $e narodnost, rasa,

veroizpovedi itd.

ZasCita otrok in mladoletnikov

Zakon o medijih se med drugim ukvarja tudi z oglasi, ki ciljajo na otroke in mla-
doletnike. Ti so zaradi neizku$enosti lahka tar¢a oglasevalcev, na udaru pa so seveda

denarnice njihovih starSev. Oglasi, ki so namenjeni tej populaciji, ne smejo vsebovati

Nike Vs Adidas - YouTube https://www.youtube.com/watch?v=8TnG7jyfoWI
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neprimernih prizorov, izkori$¢ati zaupanja otrok v starse in uditelje, nagovarjati otroke
k nakupu ali prepri¢evanju star$ev v nakup ali jih neupravi¢eno prikazovati v nevarnih
situacijah.

Dodatna pravila v Slovenskem oglaSevalskem kodeksu [43] pa $e prepovedujejo:
= zmanjsevanje pomena cene z besedami “samo”, “le”,
= spodbujanje slabih prehrambenih navad,

= prikazovanje otrok, ki se nagibajo ¢ez okna ali ograje mostov ipd.
A.3  Zasebnost spletnih uporabnikov

Pod pojmom zasebnosti spletnih uporabnikov se najveckrat razume pravica uporabnika
do nadzora nad zbiranjem, obdelovanjem in prikazovanjem podatkov o njem.

Varovanje zasebnosti spletnih uporabnikov je v zadnjih letih postala zelo aktualna
tema. Spletni uporabniki se vedno bolj zavedajo svojih pravic in pomembnosti varova-
nja osebnih podatkov [45], ki se lahko preko spleta hitro in nekontrolirano razirjajo
po svetu.

Najve¢ osebnih podatkov o spletnih uporabnikih imajo brez dvoma na voljo soci-
alna omrezja, ki jim uporabniki pogosto zaupajo svoja imena, starost, spol, najljubse
glasbene skupine, filme, blagovne znamke, pa tudi bolj ko¢ljive informacije, kot je
na primer politi¢na pripadnost, rasa ali veroizpoved. Predvsem mladi, ki uporablja-
jo socialna omreZja za vsakodnevno komunikacijo, dostikrat niso pozorni na vsebino
njihovih objav. Na socialnih omrezjih objavljajo tudi kocljive slike z zabav, brisanje

slik pa pri veini spletnih aplikacij implementirano tako, da je slika sicer umaknjena

s spletnih strani, kopija slike pa ostane v podatkovni bazi podjetja. V zadnjem ¢asu
se veliko dela tudi na ozave$¢anju mladih, ¢emur je namenjena spletna stran Safe-si®.
Najvegje socialno omrezje Facebook je v zadnjih letih razvilo zelo napreden algoritem
za prepoznavanje obrazov, ki deluje celo boljse od algoritma ameriske agencije FBI®.
Ogromno informacij o uporabnikih imajo na voljo tudi ostala velika spletna pod-
jetja, kot so Google, Yahoo!, Apple in Microsoft. Uporabnikom ta podjetja ponujajo
brezpla¢ne ali poceni storitve, kot so postni predal, aplikacije za takoj$nje sporocanje

(angl. instant messaging) in prostor za uporabnikove datoteke na njihovih streznikih.

2Safe-si, varna raba interneta http://safe.si/

3htep://www.usnews.com/news/articles/2014/07/08/fbi-may-seck-facebook-data-for-facial-recognition
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Bolj omejen dostop do uporabnigkih informacij imajo obicajne spletne strani, ki
lahko spremljajo uporabnikove aktivnosti v le znotraj spletnega mesta, uporabniki pa
se ponavadi predstavljajo s psevdonimi. Podobno velja tudi za oglasevalske mreze, ki
pa lahko uporabnika z uporabo spletnih piskotkov ali podobnih metod sledijo upo-
rabnikovim aktivnostim na vseh spletnih straneh, ki so dale mreZi v najem prostor za
prikazovanje oglasov. Take zbirke informacij so zlata jama tako za zasebna podjetja
kot tudi za vladne organizacije, predvsem organe pregona. Zasebna podjetja najvec-
krat uporabijo informacije o uporabnikih za bolj u¢inkovito oglasevanje, nekatera pa
jih prodajajo naprej drugim podjetjem ali vladnim organizacijam. Organi pregona in
druge vladne organizacije ponavadi upravi¢ujejo zbiranje informacij o drzavljanih z
bojem proti kriminalu, kljub temu pa so pavalni posegi v zasebnost drzavljanov brez

utemeljenega suma in naloga sodi¢a najmanj nemoralni.

A.3.1 Ustavnopravna in zakonska zasiita spletnih uporabnikov
Ustava Republike Slovenije

Ustava je najvisji pravni akt Republike Slovenije, kar pomeni, da morajo biti vsi zakoni
in drugi pravni akti v skladu z Ustavo. Za varovanje zasebnosti spletnih uporabnikov
sta najpomembnejsa 37. in 38. ¢len Ustave RS, ki varujeta tajnost komunikacij in
osebnih podatkov [46].

Kljub temu, da morajo biti vsi zakoni v skladu z Ustavo, pa je teoreti¢no mozno, da
vlada z zakonom ratificira mednarodno pogodbo, ki je v delno ali v celoti v neskladju
z Ustavo [47]. V tem primeru je lahko drZava postavljena v neprijeten polozaj, ko
je prisiljena izbirati med krSenjem lastne Ustave ali pa mednarodne pogodbe, s ¢imer
lahko stori mednarodni delikt. V zadnjih letih so veliko prahu dvignile informacije
o tajnih pogajanjih o mednarodnih trgovinskih sporazumih ACTA* in TTIP?, ki bi v

primeru ratifikacije ob¢utno znizala nivo zai¢ite zasebnosti spletnih uporabnikov.

“Anti-Counterfeiting Trade Agreement

Transatlantic Trade and Investment Partnership
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37. &len Ustave Republike Slovenije (varstvo tajnosti pisem in drugih obcil)

Zagotovljena je tajnost pisem in drugih obil.
Samo zakon lahko predpise, da se na podlagi odlo¢be sodis¢a za dolocen ¢as ne
uposteva varstvo tajnosti pisem in drugih ob¢il in nedotakljivost ¢lovekove zaseb-

nosti, ¢e je to nujno za uvedbo ali potek kazenskega postopka ali za varnost drzave.
38. dlen Ustave Republike Slovenije (varstvo osebnih podatkov)

Zagotovljeno je varstvo osebnih podatkov. Prepovedana je uporaba osebnih po-
datkov v nasprotju z namenom njihovega zbiranja.
Zbiranje, obdelovanje, namen uporabe, nadzor in varstvo tajnosti osebnih po-
datkov doloca zakon.
Vsakdo ima pravico seznaniti se z zbranimi osebnimi podatki, ki se nanasajo nanj,

in pravico do sodnega varstva ob njihovi zlorabi.

Komentark 37. in 38. élenu Ustave Republike Slovenije. Ustavne pravice pripadajo vsem
drzavljanom Slovenije ne glede na dolo¢be zakonov in predpisov.

37. ¢len Ustave Republike Slovenije dolo¢a, da je vsebina spletnih komunikacij
tajna in da je za kakr$nokoli poseganje v to tajnost potrebna odlo¢ba sodiséa, s ¢imer
so drzavljani za$¢iteni pred nezakonitim prisluskovanjem. Sodna dolo¢ba mora biti
podkrepljena z utemeljitvijo, ki upravi¢uje njeno nujnost, saj odlo¢ba v primeru, da
je mozno zelene podatke zbrati brez poseganja v zasebnost, ne bi smela biti izdana.
Odlo¢be imajo vnaprej dolo¢eno obdobje, kar onemogoca dolgotrajne posege v tajnost
komunikacij.

38. ¢len Ustave dopus¢a javno in tajno zbiranje informacij o spletnih uporabnikih,
ne glede na to pa ima vsak drzavljan pravico do teh informacij.

Ustava doloca relativno visoko stopnjo zas¢ite spletnih uporabnikov, ki pa se je ne
spostuje vedno. Prvi tak primer je Ze trenutno veljavni Zakon o elektronskih komuni-
kacijah (ZEKom-1A).

Mednarodni trgovski sporazumi

Sporazum ACTA (Anti-Counterfeiting Trade Agreement) je namenjen predvsem zaje-
zitvi krenja avtorskih pravic. Z njegovim sprejemom v EU bi prislo do velikih spre-

memb na ve¢ podro¢jih. Med drugim je predvideval boj proti generi¢nim zdravilom,
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patente na hrano in visoko stopnjo regulacije interneta. Njegova vsebina in pogajanja
o njem so bila tajna vse do razkritja na strani Wikileaks leta 2008. Po mnenju mnogih
domacih [48] in mednarodnih organizacij [49] predstavlja sporazum ACTA groznjo
pravicam in svobo$¢inam drzavljanov EU, predvsem domnevi nedolznosti, svobodi
govora in pravici do komunikacijske in informacijske zasebnosti.

Pristop k sporazumu ACTA je po navodilih vlade RS podpisala slovenska velepo-
slanica v Tokiu Helena Drnovsek Zorko, ki pa se je kasneje javnosti za to opravicila
[50]. Sporazum je podpisalo e nekaj ¢lanic EU, nadaljnje podpise in ratifikacijo pa je
ustavil val protestov po Evropi. Javno ogorcenje in protesti so sprozili odstope drzav

od sporazuma, v juliju 2012 pa ga je zavrnil tudi Evropski parlament.

Cezatlantski trgovinski sporazum TTIP (Transatlantic Trade and Investment Partner-
ship) je poskus zdruzitve trgov ZDA in EU. ZdruZitev bi lahko negativno vplivala
predvsem na drzavljane EU, saj bi izenacitev predpisov in standardov najverjetneje po-
menila niZje okoljske standarde, manj socialnih pravic za evropske delavce in manjso
zaito zasebnosti evropskih spletnih uporabnikov. Problemati¢na so tudi dolo¢ila spo-
razuma, ki ga postavljajo nad drzavne zakone. Drzave, ki bi z “neugodno” zakonodajo
poskusile §¢ititi nacionalne posebnosti, oz. interese, bi multinacionalke lahko tozile ne
le za predvideni izgubljeni dobicek, temve¢ celo za izgubljen prihodnji dobi¢ek [51].
Nasprotniki sporazuma opozarjajo na izgubo suverenosti drzav, ki tako ne bi mogle pre-
preciti moznih daljnoro¢nih posledic npr. uvoza/uporabe gensko spremenjenih zivil ali
uporabe metode hidravli¢énega lomljenja (angl. fracking) za pridobivanje zemeljskega
plina. Pogajanja o kon¢ni vsebini sporazuma med ZDA in EU so tajna in trenutno $e
tecejo, prav lahko pa bi padla v vodo zaradi razkritja ameriskega vohunjenja po Evropi

[52].

Ustavnopravni vidik Ustava RS ne preprecuje ratifikacija mednarodne pogodbe, ki bi
bila v nasprotju z Ustavo. Ustavno sodiS¢e ima pravico do presoje ustavnosti medna-
rodnih pogodb pred njeno ratifikacijo, vendar pa lahko pride do presoje le na predlog
predsednika republike, vlade ali tretjine poslancev drzavnega zbora. Tako je v teoriji
lahko ratificirana mednarodna pogodba tudi v nasprotju z Ustavo RS, drzava pa jo je

kljub temu dolZna izpolnjevati, sicer stori mednarodni delike [47].
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Zakon o elektronskih komunikacijah (ZEKom-14)

Zakon o elektronskih komunikacijah [3], ki je zacel veljati v zacetku leta 2013, je
korenito posegel v ustaljene metode za sledenje spletnim uporabnikom. Po eni strani
jes 157. ¢lenom zelo omejil uporabo piskotkov, po drugi pa je v 13. poglavju dolo¢il,
da morajo ponudniki spletnih storitev na lastne stroske, za potrebe Policije in drugih
varnostnih organov, hraniti do dve leti stare podatke o prometu, lokacijah in druge
povezane podatke. Ustavno sodisce je julija 2014 v sodbi ugotovilo, da to poéetje ni v

skladu z Ustavo in razveljavilo celotno 13. poglavje zakona.

ZEKom-1A - 157. len (piskotki)

Shranjevanje podatkov ali pridobivanje dostopa do podatkov, shranjenih v ter-
minalski opremi naro¢nika ali uporabnika, je dovoljeno samo pod pogojem, da je
naro¢nik ali uporabnik v to privolil po tem, ko je bil predhodno jasno in izérpno
obve$¢en o upravljaveu in namenih obdelave teh podatkov v skladu z zakonom, ki
ureja varstvo osebnih podatkov.

Ne glede na dolo¢be prej$njega odstavka je dovoljeno tehni¢no shranjevanje po-
datkov ali dostop do njih izklju¢no zaradi prenosa sporodila po elektronskem komu-
nikacijskem omrezju ali ¢e je to nujno potrebno za zagotovitev storitve informacijske
druzbe, ki jo naro¢nik ali uporabnik izrecno zahtevata.

Ce je tehni¢no izvedljivo in ucinkovito ter v skladu z zakonom, ki ureja var-
stvo osebnih podatkov, se $teje, da uporabnik lahko izrazi svojo privolitev iz prvega
odstavka tega ¢lena tudi z uporabo ustreznih nastavitev v brskalniku ali drugih apli-

kacijah. Privolitev uporabnika ali naro¢nika pomeni osebno privolitev v skladu z

zakonom, ki ureja varstvo osebnih podatkov.

Kadar gre za kisitev pravil o obve$¢anju in privolitvi posameznika iz prvega od-
stavka tega ¢lena ter hkrati za kisitev zakona, ki ureja varstvo osebnih podatkov, se
uporabljajo dolo¢be tega zakona.

In3pekcijski nadzor nad izvajanjem dolocb tega ¢lena opravlja informacijski po-

oblas¢enec.

Komentar k 157. Clenu ZEKom-1A. Omejitev uporabe piSkotkov je naletela na odo-
bravanje spletnih uporabnikov, po drugi strani pa je povzrodila tezave oglasevalskim

ponudnikom, ki so lahko z njihovo uporabo sledili spletnim uporabnikom preko ve¢
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spletnih strani. Pred veljavnostjo tega zakona je bilo to pocetje zakonito in zelo raz-
Sirjeno, spletni uporabniki pa so se poskusali sledenju izogniti z brisanjem piskotkov v
brskalnikih ali z uporabo t.i. zasebnostnega nacina delovanja brskalnika.

Novi zakon dolo¢a, da lahko ponudniki oglasevanja uporabljajo spletne piskotke le
ob predhodnem izrecnem soglasju uporabnika. Ta dolo¢ba je povzrocila veliko bojaz-
ni, saj se je predvidevalo, da veliko uporabnikov ne bo Zelelo sodelovati z oglasevalci in
da se bo veliko privolitev v sledenje zaradi uporabe zasebnega nacina delovanja brskal-
nika izbrisalo. S tem bi se velikemu $tevilu slovenskih spletnih strani ob&utno znizal
prihodek od oglasevanja in zmanjsala u¢inkovitost porabe denarja v oglasevanju. To bi
dalo tujim, predvsem ameriskim, podjetjem, konkuren¢no prednost. Dobro leto po

zacetku veljavnosti tega zakona se zdi, da so bile te bojazni ve¢inoma pretirane.

Informacijski pooblascenec

Informacijski pooblas¢enec je samostojen in neodvisen drZavni organ, ki je med drugim
pristojen za varstvo osebnih podatkov. Od njegove ustanovitve leta 2003 naprej ima
ta organ vedno ve¢ pristojnosti in pooblastil na podro¢jih informacij javnega znacaja
in varstva osebnih podatkov - med drugim izvaja in$pekcijski nadzor nad 157. ¢lenom

ZEKom-1A, ki ureja uporabo piskotkov in podobnih tehnologij na spletnih straneh.

A.3.2 Zasebnost in oglasevanje

Ciljano oglasevanje, ki omogo¢a bolj ekonomi¢no porabo denatja v spletnem oglase-
vanju, potrebuje za svoje delovanje informacije o populaciji spletnih uporabnikov. Za
zbiranje informacij o uporabnikih se najpogosteje uporabljajo neinvazivne metode, ki
temeljijo na spremljanju, analizi in agregaciji preteklih aktivnosti posameznih spletnih
uporabnikov, ¢emur pravimo tudi profiliranje.

V socialnih omrezjih lahko ciljno populacijo za oglasevalsko akcijo definiramo kot
poimenski seznam uporabnikov ali pa kot mnoZico uporabnikov, ki ustrezajo doloce-
nim kriterijem, kot so na primer spol, starostni okvir in povezave s stranmi filmov,
blagovnih znamk itd. Raba uporabniskih podatkov za potrebe oglasevanja je navadno
omenjena v pogojih uporabe socialnih omrezij, tako da se v tem primeru uporabniki
sami odrecejo pravici do zasebnosti.

Spletne oglasevalske mreze, ki navadno vkljucujejo veje Stevilo spletnih strani in
oglaevalcev, navadno ne razpolagajo s tako podrobnimi podatki o spletnih uporabni-

kih. Obiskovalci spletnih strani so s stali§¢a mreze anonimni, saj je o vsakem znana le
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identifikacijska $tevilka in podatki o obiskih spletnih strani. Kljub temu, da so spletni
uporabniki v ogladevalski mrezi anonimni, pa se sledenje uporabniku brez njegovega

privoljenja obravnava kot krsitev zasebnosti.







Dodatek: Analiza vpliva
postavitve oglasov na spletni
strani na njihovo ucinkovitost
pri ciljanem oglasevanju
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B Vpliv postavitve oglasov na spletni strani na njihovo ucinkovitost D. Kosir
plivE g F )

B.1  Utinkovitost oglasov glede na njihovo pozicijo na spletnib stra-

neh

Brr Stua’ije uporabnosti spletnib strani

Napredne Studije uporabnosti spletnih strani temeljijo na podlagi podatkov o gibanju
oci obiskovalcev. Za sledenje o¢em se uporabljajo spletne kamere, ki so pritrjene na
posebno vrsto Celade ali zaslon rac¢unalnika. Poskusi navadno zajemajo manjse $tevilo
(do nekaj deset) uporabnikov, zbrani podatki pa natan¢no opisujejo, kam in koliko
¢asa je uporabnik gledal.

Testni subjekti so navadno postavljeni pred nalogo:
= ¢im hitreje prepoznati istovetnost spletne strani ali
= poiskati ceno dolocenega izdelka na spletni strani.

Na podlagi hitrosti in u¢inkovitosti uporabnikov pri re$evanju nalog naértovalci do-
lo¢ijo optimalen izgled spletne strani (t.j. postavitev strani ter izbira ustreznih grafi¢nih
in tekstovnih elementov) [53].

Velik del raziskav na tem podrodju se ukvarja z optimizacijo spletnih iskalnikov.
Poleg preprostega in mo¢nega uporabniskega vmesnika je pri spletnem iskalniku naj-
pomembnejsi prikaz rezultatov (angl. search engine result page - SERP). Pri analizah
ucinkovitosti SERP so zato testni uporabniki najveckrat postavljeni pred nalogo ¢im-
prej najti informacije o dolo¢eni entiteti (npr. lokacija znanega prodajalca avtomobi-
lov) [54].

Velika koli¢ina informacij nas sili v vedno hitrejse in bolj povr$no branje besedil na
spletu. Duggan in Payne [5 5] sta s sledenjem oéem bralcev znanstvenih ¢lankov potrdi-
la svojo teorijo, da ljudje navadno beremo besedilo vse dokler je njegova informativna
vrednost visoka, nakar sko¢imo na naslednji odstavek.

Pri iskanju informacij se dandanes vedno bolj zanafamo na spletne iskalnike. Pan
in sod. [56] so pokazali, da ima velik vpliv na naSo uspesnost pri iskanju informacij
prav vrstni red rezultatov. V poskusih so s ponovnim rangiranjem rezultatov iskalnika
Google umetno znizali njihovo kvaliteto. Testni uporabniki so sicer opazili, da najbol-
je rangirani rezultati niso najboljsi, vendar se pri reSevanju nalog niso obnesli enako
dobro, kot pri originalni razvrstitvi rezultatov iskanj.

Sherman [57] je na podlagi sledenja o¢em uporabnikov spletnega iskalnika Google

izrisal najpogostje obiskane dele strani z rezultati in pri tem prvi opazil dva mo¢na
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vodoravna trakova in enega navpicnega, vsi skupaj pa sestavljajo vzorec, podoben ¢rki
F. Podobne vzorce so na tej in na drugih spletnih straneh kasneje nasli tudi drugi
raziskovalci [58].

Cutrell in Guan [59] sta ugotovila, da lahko na uporabnost spletnega iskalnika po-
membno vplivajo tudi podrobnosti, kot je na primer velikost odlomka besedila ob
vsakem rezultatu. V primeru, da uporabnik/ca prek poizvedbe is¢e informacije, so
dolgi odlomki dobrodosli, ¢e pa uporablja spletni iskalnik le za navigacijo do Zelene
spletne strani, pa je bolje, da so ti odlomki ¢imkrajsi.

Pomembnost razlikovanja med razli¢nimi cilji uporabnikov so pokazali tudi Buscher
in sod. [60]. Pri iskanju informacij so se uporabniki spletnih strani bolj osredotoéali
na sredino spletne strani, kjer se nahaja vsebina. Za razpoznavanje spletne strani pa so
obiskovalci bolj uporabljali informacije, ki so se nahajale zgoraj in levo zgoraj.

Pri analizah obiskovalcev spletnih strani se je med drugim izkazalo $e, da:

= k ucinkovitejsemu iskanju informacij veliko prispeva uporaba podnaslovov in

natevanje v alineah,

= manjsa velikost pisave in krajsi odstavki spodbujajo obiskovalce/ke k intenziv-

nejSemu branju vsebine in

= oglasi, ki so vizualno druga¢ni in/ali dale¢ od vsebine spletne strani, ostanejo

ponavadi neopazeni.

Zaradi poplave oglasov na svetovnem spletu je pri spletnih uporabnikih prislo do

dveh zanimivih pojavov:

= oglasna slepota (angl. banner blindness) - Uporabniki namerno ne gledajo v dele

spletnih strani, ki spominjajo na oglase [61].

= izogibanje animacijam (angl. animation avoidance) - Uporabniki ignorirajo

svetlede, migetajoce in utripajoce elemente na spletni strani.

B.1.2 Utinkovitost oglasov glede na pozicijo na spletnih straneh

Odloitev, kje na spletni strani bodo umes¢eni oglasi, je popolnoma v rokah zaloznika.
Kljub temu pa je koristno vedeti, ali in kako lahko lokacija oglasa na spletni strani

vpliva na njegovo ucinkovitost.
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€ o =
10_G (glava)
10_L 10_D
(levi bi IOl_\{ S (desni
blok) (vsebina spletne strani) blok)

Slika B.1

Prikaz razdelitve tipi¢ne
spletne strani na s intere-
snih obmodij (I0): glava,
levi blok, vsebina, desni
blok in noga.

IO_N (noga)

Podlatki o pozicijah oglasov in klikih na njib

Podatke o pozicijah oglasnih blokov na spletnih straneh smo pridobili iz arhiva spletnih
strani'.

Pri primerjavi oglasevalskih pozicij smo se oprli na standardno metodologijo, ki se
uporablja za ocenjevanje uporabnosti spletnih strani in njihovo optimizacijo. Tipi¢no
spletno stran smo razdelili na interesna obmocja IO [53]. Razdelitev tipi¢ne spletne
strani na interesna obmo¢ja je prikazana na sliki B.1. IO si v izvorni kodi HTML

sledijo v naslednjem zaporedju:
1. I0_G (glava),
2. IO_L (levi blok),
3. IO_V (vsebina spletne strani),
4. 1I0_D (desni blok) in

5. IO_N (noga).

Internet Archive Wayback Machine https://archive.org/


https://archive.org/
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Potrebno je opozoriti, da na dosti spletnih stranech niso prisotna vsa interesna ob-
modja. Najveckrat manjkata na spletni strani levi IO_L) ali desni blok (I0_D), kar
pa ne vpliva na naso Studijo.

Kot vhodne podatke za medsebojno primerjavo IO spletne strani smo namesto po-
datkov o gibanju o¢i spletnih uporabnikov uporabili podatke o prikazih in klikih na
oglase iz enakega ¢asovnega obdobja, kot je bilo uporabljeno v poglavju s za evalvacijo

sistemov za priporo¢anje. V primerjavo dveh IO smo vkljuili vse klike, za katere velja:
= v vsakem od IO je umeséen najmanj en oglasni blok in
= klik na oglas se je zgodil na enem izmed primerjanih IO.

Tema dvema pogojema je ustrezalo le okoli 20% dogodkov (ogledov spletnih strani
z oglasi), zaradi ¢esar smo v primerjavi s podatki, uporabljenimi v poglavju s, v analizo
vklju¢ili dogodke 4x vedjega Stevila uporabnikov.

V testnem obdobju se je za izbiro oglasov za prikaz na spletnih straneh uporabljalo
kontekstualno ciljanje. To pomeni, da so se spletnim uporabnikom prikazovali oglasi,

ki so se vsebinsko v ¢imve¢ji meri ujemali z vsebino obiskane spletne strani.

Rezultati

V tabeli B.1 je prikazana medsebojna primerjava interesnih obmoij spletne strani. Hi-
ter pregled rezultatov pokaze, da lahko glede na dobljene rezultate interesna obmodja
razvrstimo po klikanosti oglasov od najbolj primernega 10 (IO_V) do najmanj pri-
mernega (IO_L). Razvrstitev interesnih obmo¢ij po klikanosti je prikazana na sliki B.2

in je slede¢a:
1. IO_V (vsebina spletne strani),
2. 10_D (desni blok),
3. IO_N (noga),
4. 10_G (glava) in

5. T0_L (levi blok).
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Slifea B.2

Prikaz razdelitve tipi¢ne
spletne strani na s intere-
snih obmodij (10): glava,
levi blok, vsebina, desni
blok in noga. Z barvami
je predstavljen predno-
stni vrstni red 1O glede
na njihovo uspesnost po
klikanosti oglasov.

B Vpliv postavitve oglasov na spletni strani na njihovo u¢inkovitost

Tabela B.1

D. Kosir

Medsebojna primerjava interesnih obmodij spletne strani glede na klikanost oglasov. V primerjavi dveh 10 so zajeti le kliki na
spletnih stranch, na katerih so se pojavili oglasi v obeh IO, klik pa se zgodil v enem izmed njiju.

klikov skupaj 101 | klikovvIO 1 10 2 | klikovvIO 2
138 | IO_G 136 | 10_L 2
8 | I0_G 1| IOV 7
2116 | 10_G 276 | 10_D 1840
57 | 10_G 24 | IO_N 33
128 | I0O_L 62 | 10V 66
440 | 10_L s | IO_D 435
229 | 10_L 53 | IO_N 176
556 | 1O_V 345 | 10_D 211
344 | IO_V 231 | IO_N 113
1900 | IO_D 1629 | IO_N 271

Prednostni vrstni red 10
glede na klikanost oglasov:

[

EEEN
FRTSTE
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Zanimiva je $e primerjava dveh zdruzenih interesnih obmocij ZIO (tabela B.2), ki

zdruzujeta IO glede na njihov vrstni red v izvorni kodi HTML spletne strani:
= ZIO 1: glava in levi blok spletne strani,
= ZIO 2: vsebina, desni blok in noga spletne strani.

Tabela B.2

Medsebojna primerjava zdruzenih interesnih obmocij ZIO. V prvo zdruzeno interesno obmogje sta zdruzena glava IO_G in levi

blok spletne strani IO_L, v drugo pa vsebina IO_V, desni blok IO_D in noga IO_N.

klikov skupaj | ZIO 1 | klikovvZIO 1 | ZIO 2 | klikovv ZIO 2
2523 | IO_G 351 | IO_V 2172

I0_L 10_D

IO_N

Oglasi, umesceni v zdruZzeno interesno obmodje ZIO 1, so bili kliknjeni le v 14%

primerih, oglasi v ZIO 2 pa v 86% primerih.

Ugotovitve

Nasi rezultati se deloma skladajo z ugotovitvami $tudij o uporabnosti spletnih strani,
ki temeljijo na sledenju o¢em spletnih uporabnikov.

Ugotovili smo, da so oglasi, umes¢eni v samo vsebino spletne strani (interesno ob-
modje IO_V), najveckrat kliknjeni, kar sovpada z gibanjem o¢i uporabnikov, ki is¢ejo
informacije na spletnih straneh [60].

Pri veini Studij, ki je med seboj primerjala levi in desni blok spletne strani, so raz-
iskovalci prisli do zakljucka, da uhajajo pogledi uporabnikov in uporabnic veckrat na

levo stran [62] kot na desno. Nai rezultati (tabela B.1) kaZejo nasprotno sliko, in si-

cer, da so oglasi na desni kliknjeni veckrat, kot na levi. Razlogov za to je ve¢. Veliko je
odvisno od postavitve posameznih spletnih strani, tekstovnih in grafi¢nih elementoyv,
barvnih kombinacij itd, najvedji pa je verjetno prevladujoci delez jezikov, ki se jih bere
z leve proti desni.

Poleg same spletne strani pa je veliko odvisno tudi od namenov uporabnika/ce.
Spletni uporabniki so ciljno usmerjeni [63]: nekateri i§¢ejo informacije (npr. naslov
podjetja ali cena izdelka), drugi pa le navigirajo v iskanju prave spletne strani. To se

odraza tudi v njihovem obnasanju oz. pregledovanju obiskane spletne strani [60]. Pri
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iskanju informacij so raziskovalci opazili zelo znadilno pregledovanje spletne strani z
gibanjem pogleda v obliki ¢rke F [57, 58], kar bi lahko razlozilo, zakaj sta se v nasih
poskusih interesni obmodji IO_G (glava) in IO_L (levi blok) izkazala za najmanj kli-
kana (tabela B.2). S prvim pogledom uporabniki navadno poiséejo naslov ali vedji kos
besedila, kar ustreza levemu zgornjemu kotu ¢rke F, vsi nadaljnji pogledi uporabnikov
pa so usmerjeni v desno smer in/ali dol. Ob takem gibanju ne bi pogled uporabnika/ce
nikoli niti priSel do interesnih obmo¢ij IO_G in IO_L.

Ta teorija bi lahko do dolo¢ene mere pojasnila nenavadno slabe izmerjene kvalitete
“najboljsih” priporod¢il sistemov za priporocanje z vsebinskim izbiranjem, opisane v
tabelah 5.5-5.7 v razdelku 5.4.2. Predpostavljamo lahko namre¢, da se profili spletnih
uporabnikov v veliki meri ujemajo s kontekstualno vsebino spletnih strani. Oglasi, ki
so se prikazovali na obiskanih spletnih straneh, so bili ciljani kontekstualno, in sicer
tako, da so se v prvem oglasnem bloku prikazali “najbolj$i” kontekstualni oglasi, v
drugem malo slabsi itn. Vrstni red oglasnih blokov na oglasih je definiran z njihovim
vrstnim redom v izvorni kodi spletne strani (glej razdelek B.1.2).

To pomeni, da so se na vthu in v levih blokih prikazovali oglasi, ki so se najbolje
ujemali z vsebinami spletnih strani in posledi¢no tudi s profili spletnih uporabnikov.
Ob predpostavki, da veliko spletnih uporabnikov pregleduje spletne strani z gibanjem
pogleda v obliki ¢rke F, pa bi bili ravno ti oglasi tudi najveckrat spregledani in zato
manj pogosto kliknjeni.

Zelo naivno bi bilo predvidevati, da uporabljajo vsi spletni uporabniki enako stra-
tegijo pri pregledovanju vsebin spletnih strani, zato predpostavljamo, da obstajajo za

nenavadne rezultate priporo¢il omenjenih sistemov za priporo¢anje tudi drugi razlogi.



Dodatek: Profiliranje z

upombo sinusne regresz’je




106

Slika C.1

Prikaz delovanja sinu-
sne regresije. Z rdeco so
oznaene ocene izbranega
koncepta v dogodkih iz
u¢nega klikotoka. Gibanje
ocen je aproksimirano s
sinusoido, ki se uporablja
kot napovedni model za
vrednosti ocen koncepta
pri evalvaciji uporabniko-
vega profila.

C Dodatek: Profiliranje z uporabo sinusne regresije D. Kosir

C.1  Profilirni algoritmi na osnovi sinusne regresije

C.1.1 Aproksimacija gibanja ocen konceptov s sinusno regresijo
Sinusna regresija

Gibanje ocen posameznih konceptov smo poskusali aproksimirati tudi s sinusno re-
gresijo (glej sliko C.1), ki se uporablja predvsem za modeliranje periodi¢nih gibanj
vrednosti. Uporabo sinusne regresije za modeliranje interesov spletnih uporabnikov
je vodila intuicija, da se obnasanje uporabnikov ¢ez dan, ko so v sluzbi ali Soli, bis-
tveno razlikuje od vecernih aktivnosti, ki so ve¢inoma namenjene sprostitvi in zabavi.
Po drugi strani pa smo pri¢akovali dolo¢eno mero podobnosti med uporabnikovimi

aktivnostmi ob istih urah v dnevu.

Osnovni algoritem, ki gradi uporabniske profile s sinusno regresijo, optimizira z

minimizacijo kvadratne napake 4 parametre v enacbi C.1:
= q - amplituda gibanja ocen,
= b - frekvenca sinusoide,
= C - horizontalni ali fazni zamik sinusoide in

m d - vertikalni zamik.

y=axcos(bxx+c)+d (C.1)

Pri analizi zgrajenih profilov se je pokazalo, da velika vecina frekvenc v modelih

priblizno ustreza dnevni b ~ — ali tedenski periodi b~ ——
1dan 1te

—— . To je vodilo k razvoju

ve¢ razli¢ic tega profilirnega algoritma.
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Sinusna regresija s fiksno periodo

Uporaba fiksne periode v postopku sinusne regresije obcutno olajsa in pohitri optimi-
zacijo ostalih parametrov. Razvili smo ve¢ razlicic profilirnih algoritmov, ki aproksi-

mirajo gibanje ocen konceptov:

= s sinusoido s fiksno dnevno periodo. Tu je bila glavna motivacija razlikovanje
med uporabnikovimi interesi ob razli¢nih urah v dnevu in pojavljanje podobnih

aktivnosti iz dneva v dan ob istih urah,

= s sinusoido s fiksno tedensko periodo. Z uporabo tedenske periode smo hote-
li predvsem izkoristiti razliko v aktivnostih uporabnika med delavniki in med

vikendom,

= z igbiro najprimernejse fiksne periode, ki razlikuje med vsakodnevnimi in teden-
skimi aktivnostmi spletnih uporabnikov. Gibanje ocen vsakega koncepta smo
skusali aproksimirati s sinusoido z dnevno in s sinusoido s tedensko periodo.
Aproksimacijo z ve¢jo vsoto kvadratnih napak smo zavrgli, drugo pa smo dodali

v uporabnikov profil in jo uporabljali za napovedovanje njegovih interesov.

C.1.2  Kvaliteta profilov na osnovi sinusne regresije

Gradnja profilov z uporabo sinusne regresije (glej razdelek C.1.1) se ni izkazala za uspes-
no. Kot je razvidno iz slik C.2 - C.5, bi lahko bil tak pristop koristen za napovedova-
nje uporabnikovih kratkoro¢nih interesov, pri napovedovanju srednje- in dolgoro¢nih
interesov pa je slabsi tudi od metode AverageAction, ki ne uporablja niti ¢asovnega
pozabljanja, niti popravljanja profilov s prototipi.

Izkazalo se je, da lahko s sinusno regresijo zelo dobro modeliramo uporabnikove
kratkoro¢ne interese - celo nekoliko bolje kot z algoritmom LastAction, ki se je sicer
pri tem izkazal za najprimernejega. V medsebojni primerjavi vseh razlic¢ic se je po-
kazalo, da sta sinusni regresiji z uporabo fiksne dnevne in tedenske perioda priblizno
enako primerni za modeliranje uporabnikovih interesov, dvojna sinusna regresija pa
daje obéutno slabse rezultate.

Pri modeliranju srednjero¢nih in dolgoro¢nih interesov spletnih uporabnikov se je
sinusna regresija izkazala za nekoristno, saj je dajala celo slabse rezultate od metode

AverageAction, ki pri gradnji profila le povpreci ocene konceptov preko vseh dogodkov
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iz u¢nega klikotoka. Tudi uporaba ¢asovnega pozabljanja ni izboljsala kvalitet srednje-

in dolgoro¢nih napovedi.
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Slika C.4

Primerjava metode Avera-
geActionFC s profiliranjem
z uporabo sinusne regresije
na populaciji namiznih
uporabnikov. Uporabljeni
so dolgi u¢ni klikotoki
dolzine n = 100.

Slika C.s

Primerjava metode Avera-
geActionFC s profiliranjem
z uporabo sinusne regresije
na populaciji mobilnih
uporabnikov. Uporabljeni
so dolgi u¢ni klikotoki
dolzine n = 100.

C Dodatek: Profiliranje z uporabo sinusne regresije
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