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Povzetek

V diplomski nalogi smo se v programskem jeziku Python lotili primerjave razli¢nih orodij in
knjiznic za procesiranje naravnega jezika. Poleg najbolj razSirjene knjiznice NLTK smo
raziskali Se manj znane knjiznice, kot so SpaCy, PyNLPI, Pattern in TextBlob, ter jih med
seboj primerjali na podlagi razli¢nih kriterijev in prakti¢nih nalog, kot so tokenizacija,
lematizacija, korenjenje, oblikoskladenjsko oznacevanje, izdelava stavénih dreves, iskanje
vzorcev v besedilu, Stetje frekvenc besed v besedilu ter izdelava n-gramov. Knjiznice smo
med seboj primerjali po kriteriju funkcionalnosti in v praksi preverili, katere metode in orodja
za obdelavo naravnega jezika posamezne knjiznice vsebujejo, ter njihovo delovanje
predstavili s prakticnimi primeri. Pozorni smo bili tudi na dostop do razlicnih korpusov
besedil in na moznost procesiranja slovenskega jezika. Najpogostejse metode za obdelavo
naravnega jezika, kot so tokenizacija, lematizacija in oblikoskladenjsko oznacevanje, smo
med seboj primerjali na podlagi kriterijev hitrosti in tocnosti. Nato smo se lotili dolocanja
sentimenta slovenskih tvitov in komentarjev s pomocjo strojnega ucenja ter pri tem preizkusili
mnozico klasifikatorjev iz knjiznic NLTK, Pattern in TextBlob ter izmerili njihovo to¢nost in
hitrost. Tocnost klasifikacije smo poskusili izboljSati s pomocjo filtriranja na podlagi
oblikoskladenjskega oznacevanja, filtriranja na podlagi TF-IDF, s pomocjo vkljucitve
bigramov v u¢no mnozico ter s pomocjo odstranitve URL naslovov in ponavljajo¢ih znakov.
Na koncu smo metodo doloCanja sentimenta s pomocjo strojnega ucenja primerjali Se z
leksikalno metodo. Zakljucili smo z ugotovitvami, da je knjiznica PyNLPI] zaradi odsotnosti
orodij za lematizacijo, korenjenje in oblikoskladenjsko oznacevanje za procesiranje naravnega
jezika neprimerna. Knjiznica NLTK je pocasna, a zaradi obsezne dokumentacije in mnozZice
alternativnih metod primerna za ucenje, odlikuje pa se tudi s fleksibilnostjo, zaradi katere je
edina knjiznica, ki nudi delno podporo tudi procesiranju slovenskega jezika. Knjiznici SpaCy
in TextBlob sta se izkazali s hitrostjo in tocnostjo, a sta precej nefleksibilni in vsebujeta
premalo funkcionalnosti. KnjiZnica Pattern se je po kriterijih hitrosti in tocnosti izkazala za
povprecno, odlikuje pa jo predvsem fleksibilnost, mnozica funkcionalnosti in preprosta

uporaba.

Kljuéne besede: procesiranje naravnega jezika, Python, lematizacija, tokenizacija,

oblikoskladenjsko oznacevanje, analiza sentimenta.






Abstract

The thesis deals with a comparison of different tools and libraries for natural language
processing in Python programming language. In addition to the most popular library for
natural language processing NLTK we thoroughly researched other less known libraries, such
as SpaCy, pyNLPI, Pattern and Textblob, and made comparisons between them based on
different criteria and practical assignments, such as tokenization, lemmatization, stemming,
part of speech tagging, dependency tree building, searching for patterns in text, word
frequency counting and n-grams building. The libraries were compared by functionality and
their methods and tools for natural language processing were analysed and described in detail.
Special attention was paid to library abilities to access different text corpora and processing
of Slovenian language. The most common methods of natural language processing, such as
tokenization, lemmatization, part of speech tagging, were compared by speed and accuracy.
Afterwards we focused on the sentiment analysis of Slovenian tweets and internet comments
by machine learning, where we tested classifiers from different libraries and compared them
by speed and accuracy. We tried to improve accuracy of classifiers with different methods,
such as part of speech filtering, filtering based on TF-IDF, n-grams inclusion and removal of
URL's and character repetitions in words. The machine learning approach to sentiment
analysis was compared to lexical approach. We came to a conclusion that PyNLPI library
lacks the basic methods for natural language processing. NLTK library is slow but suitable for
learning because of the huge documentation and a big set of alternative methods. It is also
very flexible, which makes it the only library that partially supports processing of Slovenian
language. Spacy and TextBlob libraries are very fast and also accurate but they lack flexibility
and functionality. Pattern library turned out to be average in terms of speed and accuracy but

is pretty flexible, has many functionalities and is easy to use.

Keywords: natural language processing, Python, lemmatization, tokenization, part of speech

tagging, sentiment analysis.






Poglavje 1 Uvod

Procesiranje naravnega jezika se uporablja povsod — v spletnih iskalnikih, pri avtomati¢nem
preverjanju ¢rkovanja, na mobilnih telefonih, v racunalniskih igrah ter celo v nekaterih
pomivalnih strojih. Obvladovanje interneta, ki je cilj raznih internetnih iskalnikov, bi bilo
brez strojne obdelave razli¢nih naravnih jezikov zaradi ogromne mnozice podatkov nemogoca
naloga [24]. Vendar pa kljub vsem razlicnim metodam in pristopom stroji naravnega jezika
Se vedno ne razumejo dobro. Potrebno je obilo znanja, ves¢in in celo nekaj srece, da na
internetu dobimo odgovore na vprasanja naslednjega tipa: Katere turisticne kraje med
Ljubljano in Postojno naj obiS¢em z omejenim proracunom? Kako so spletni komentatorji
komentirali politicno dogajanje v Sloveniji v preteklem tednu? Kaksne so napovedi za rast
zelezarske industrije v naslednjem letu? Ce bi Zeleli, da bi radunalnik avtomati¢no odgovarjal
na zgornja vprasanja, ga moramo nauciti veliko zapletenih tehnik in ves¢in, kot so ekstrakcija
informacij iz besedila, logi¢no sklepanje ter obnavljanje besedil. Te ves¢ine v kon¢ni fazi
sodijo v podro¢je umetne inteligence, katere dolgorocen cilj je zgraditi inteligentne stroje, ki

bi med drugim morali razumeti tudi naravni jezik.

Dolga leta je cilj, da bi stroji razumeli naravni jezik, veljal za pretezkega, a se je z novejSim
razvojem tehnologij za procesiranje naravnega jezika izkazal za realnejSega, robustne metode
za analizo naravnega jezika pa so postale vse bolj razsirjene. Seveda so te tehnologije Se dale¢
od Zelenega razumevanja naravnega jezika, problemi, ki jih je treba pri tem prebroditi, pa so
kar Stevilni in kompleksni. Zaenkrat velja, da racunalniki Se niso sposobni razumevati
naravnega jezika na podoben nacin in s takSno lahkoto kot ljudje. Velike probleme jim
povzroc¢ajo notranja dvoumnost naravnega jezika, sarkazem ter stavcéna logika, ki je velikokrat
povezana in razumljiva le s pomocjo semantike. Zaradi zgoraj naStetih problemov je tako

vsako besedilo potrebno spremeniti v obliko, ki je racunalnikom bolj razumljiva.

Tako dandanes obstajajo mnoge tehnike za procesiranje naravnega jezika, ki so postale
predpogoj za skoraj vsako nadaljnjo ra¢unalnisko obdelavo besedil. Najbolj sploSno uporabne
so tokenizacija (razdelitev besedila na 'Zetone', ponavadi na besede in locila), lematizacija
(pretvorba besede v njeno osnovno obliko) in korenjenje (iskanje korena besede) ter
velikokrat tudi oblikoskladenjsko oznacevanje besed (dolocitev, za kak$no slovni¢no zvrst

besede gre) in izdelava stavénih dreves (iskanje odnosov med besedami v stavku). Poleg njih
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obstajajo tudi druge malo manj splosno uporabne tehnike, kot so na primer izdelava n-
gramov, iskanje osebnih imen in doloCanje frekvenc besed. Te tehnike pomagajo jezik
spremeniti v racunalniku lazje berljivo obliko in so predpogoj za dandanes zelo popularno
tekstovno rudarjenje ter klasifikacijo tekstov, kamor sodi tudi analiza sentimenta

(prepoznavanje Custvene zaznamovanosti teksta), ki je kljucna za razumevanje pomena.

Python je programski jezik s koreninami v akademskih krogih in trenutno najbolj popularen
jezik za obdelavo naravnega jezika. Veliko je k temu pripomogla njegova knjizica Natural
language toolkit (NLTK) [8], ki je kmalu postala najSirSe uporabljena knjiznica za
procesiranje naravnega jezika. NLTK je nastala v univerzitetnem okolju kot uéni pripomocek
za ucenje obdelave naravnega jezika, a so jo zaradi Sirokih moznosti njene uporabe kmalu
posvojili tudi v raznih poslovnih okoljih. Poleg te zelo obsezne in Siroko usmerjene knjiznice
so se s¢asoma pojavile tudi druge, manjSe in bolj ozko usmerjene knjiznice za procesiranje
naravnega jezika, kot so knjiznice Pattern [10], pyNLPI [12] , SpaCy [13], TextBlob [14],
Gensim [7] in MontyLingua [39].

Cilji te diplomske naloge so tako vecplastni. Za zacetek Zelimo preveriti, kakSne
funkcionalnosti imajo posamezne knjiznice in kako se obnesejo pri zgoraj nasStetih osnovnih
metodah obdelave naravnega jezika (tokenizacija, lematizacija, korenjenje, oblikoskladenjsko
oznacevanje), jith med seboj primerjati na podlagi razli¢nih kriterijev, kot so hitrost in to¢nost,
ter odkriti, za katere naloge so posamezne knjiZnice najprimernejSe in za katere najmanj.
Oborozeni z rezultati teh eksperimentov se bomo nato lotili naslednjega cilja diplomske
naloge, ki je prakti¢na uporaba teh knjiznic pri analizi sentimenta v slovenskih elektronskih
besedilih, kot so tviti in komentarji. Med seboj bomo primerjali dolocanje sentimenta s
pomocjo strojnega ucenja in leksikalne metode, prav tako bomo nekaj ¢asa posvetili poskusu

1zdelave avtomatske uéne mnozice.

Veliko od teh knjiZnic je narejenih posebej za delo v anglescini, ki je najbolj razsirjen jezik na
internetu, zato bomo za zacetek knjiznice med seboj primerjali s pomocjo angleskih tekstov in
korpusov. Seveda pa nas bo zanimalo tudi danes zelo aktualno podrocje strojne obdelave
slovenskega jezika, zato bomo preverili, e je te knjiznice mogoce prilagoditi za rabo v

slovens¢ini, in v primeru, da to ne bo mozno, poskusali najti orodja, ki to omogocajo.



Poglavje 2 Pregled knjiznic za procesiranje naravnega
jezika v Pythonu

Za zacetek smo se lotili iskanja knjiznic za procesiranje naravnega jezika. Poleg najbolj znane
in najobsirnejSe knjiznice NLTK smo nasli Se Stiri knjiznice, ki med drugim nudijo tudi
metode za obdelavo naravnega jezika: Pattern, SpaCy, PyNLPl in TextBlob. Poleg teh
knjiznic smo na zacetku Zeleli preveriti tudi knjiznici Gensim in MontyLingua, ki ju
Wikipedia [28] priporoc¢a kot knjiznici za procesiranje naravnega jezika v Pythonu. Na zalost
nam knjiznico MontyLinguia ni uspelo naloziti na racunalnik, saj njena domaca spletna stran
ne deluje, prav tako knjiznica ni dosegljiva prek Pythonovega razdeljevalca paketov (package
manager) Pip. Knjiznico Gensim smo po premisleku izkljucili iz primerjav, saj ne ponuja
modulov ali funkcij niti za tako osnovne operacije procesiranja naravnega jezika, kot je
tokenizacija, ampak ponuja le zelo napredne in specificne module (na primer latentna
semanti¢na obdelava) za obdelavo ogromne koli¢ine dokumentov. Tako nam je na koncu
ostalo le zgoraj omenjenih pet knjiznic. Uporabljali smo NLTK verzijo 3.0.4, TextBlob
verzijo 0.9.1, SpaCy verzijo 0.84, PyNLPI verzijo 0.7.6.6 in Pattern verzijo 2.6. Gre za
najnovejSe verzije knjiznic, ki so bile dosegljive v €asu zacetka izdelave diplomske naloge.
Zaradi problemov s kompatibilnostjo knjiznice Pattern s Pythonom 3.2+, smo uporabljali

Python 2.7. Funkcionalnosti posameznih knjiZznic bomo na kratko opisali v nadaljevanju.

2.1 Natural language Toolkit (NLTK)

NLTK [8] je najbolj znana in najobSirnejSa odprtokodna knjiznica za obdelavo naravnega
jezika v Pythonu. Poleg mnoZice razliénih metod za obdelavo naravnega jezika je njena
najvecja prednost, da kot edina knjiznica ponuja moznost dostopa do ogromne zbirke
korpusov, ki jo sestavljajo besedila v razli¢nih jezikih in razli¢nih zanrov. Tako v tej zbirki
najdemo v vec jezikov prevedena znana literarna dela, deklaracijo ¢lovekovih pravic ter
novejSa besedila z interneta, kot so razlicni znanstveni in poljudni ¢lanki, ocene filmov s
spletnega portala IMDB ter drugo [4]. Odlikuje se tudi po fleksibilnosti, zaradi katere kot

edina od obravnavanih knjiznic nudi delno podporo tudi za procesiranje slovenskega jezika.

NLTK vsebuje najobseznejSo zbirko orodij in metod za obdelavo naravnega jezika, ki so

dobro komentirana in preprosta za uporabo, vsebuje pa tudi module za dostop do raznih
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drugih programskih knjiznic, kot je na primer knjiznica Wordnet [16]. Tako nudi mnogo
orodij za tokenizacijo, veC razlicnih algoritmov za lematizacijo in korenjenje v razli¢nih
naravnih jezikih ter zbirko algoritmov za oblikoskladenjsko oznacevanje. NLTK poleg teh
metod vsebuje tudi orodja za klasifikacijo ter orodja za izdelavo stavénih dreves. Vsebuje
razna analiti¢na orodja, kot so funkcije za Stetje besed, izris grafov in histogramov ter orodja
za ocenjevanje algoritmov. KnjiZnica vsebuje tudi druge kompleksne metode za razumevanje
naravnega jezika, kot so na primer orodja za izdelavo na znacilkah temeljece slovnice (feature
based grammar) ali pa orodja za predstavitev naravnega jezika s pomocjo logike prvega reda.

Ta orodja presegajo obseg te diplome, zato se v njih ne bomo poglobili.

Medtem ko je obseznost in moznost alternativ za vsako operacijo najvecja prednost knjiznice
NLTK, pa se mnogi pritoZujejo nad njeno okornostjo ter pocasnostjo. NLTK je bila na
zaCetku razvita v raziskovalne in u¢ne namene in kot taka ni bila namenjena uporabi v
industriji, kjer je optimizacija delovanja prioriteta. Tako lahko na internetu preberemo mnogo
komentarjev, da sta jasnost delovanja in dobra dokumentacija prevladala nad hitrostjo in

to¢nostjo, kar nameravamo v tej diplomi preveriti v praksi.

2.2 Kbnjiznica Pattern

Pattern [10] je odprtokodna Pythonova knjiznica, ki je nastala na raziskovalnem oddelku za
racunsko lingvistiko in psiholingvistiko na univerzi v Antwerpnu. Ta knjiZznica vsebuje
mnozico uporabnih modulov (spletni pajek, Twitter API, Facebook API, API za dostop do
podatkovnih baz, API-ji za branje XML in drugih vrst datotek, moduli za strojno ucenje,
moduli za vizualizacijo...), med njimi pa najdemo tudi modul za obdelavo naravnega jezika,
ki nudi podporo za procesiranje angleskega, francoskega, Spanskega, nemskega, italjanskega

in nizozemskega jezika. Ta knjiznica ne nudi podpore za procesiranje slovenskega jezika.

Znotraj tega modula najdemo funkcije za najbolj osnovne operacije pri obdelavi naravnega
jezika, kot so tokenizacija, stematizacija in lematizacija. Slednja temelji na knjiznici Wordnet,
ki je pravzaprav korpus angleskih besed, med seboj povezanih s pomocjo relacij sopomenk,
nadpomenk in podpomenk. Korpus pa vsebuje tudi osnovne oblike vseh angleskih besed -
leme. Knjiznica Pattern ima tudi funkcijo za oblikoskladenjsko oznacevanje, ki temelji na
leksikonu 100000 besed in pravilih za kategorizacijo neznanih besed na podlagi kon¢nic in
konteksta.

Knjiznica poleg teh osnovnih operacij za procesiranje naravnega jezika vsebuje Se modul za

analizo sentimenta na podlagi leksikona Custveno zaznamovanih besed ter razli¢na orodja za



nadzorovano in nenadzorovano klasifikacijo. Naslednje funkcije so prav tako povezane z

obdelavo naravnih jezikov:
e funkcija za izdelavo n-gramov,
e orodje za preverjanje ¢rkovanja,

e funkcija za iskanje vzorcev v besedilu (iskanje na podlagi oblikoslovnih oznacb,

regularnih izrazov ter na podlagi sintakti¢nih vzorcev),

e razne statistiCne funkcije (Stetje besed v besedilu, izracun TF-IDF v dokumentu,

kosinusna razdalja med dokumenti),

e orodja za ocenjevanje uspesSnosti klasifikacije (preciznost, priklic, konfuzijska

matrika),
e orodja za izdelavo znacilk.

Poleg teh dokaj obicajnih funkcij ima knjiznica Pattern Se nekaj funkecij, ki so unikatne in jih
nismo nasli v nobeni drugi knjiznici. Med te sodijo funkcije za singularizacijo in pluralizacijo
samostalnikov, orodja za skladnjo glagolov ter funkcija za zaznavo modalnosti glagolov.
Zanimiv je tudi genetski algoritem za izdelavo novih, a vendarle izmisljenih »besed« na

podlagi izvornih besed.

2.3 Khnjiznica SpaCy

SpaCy [13] je preprosta knjiznica za obdelavo naravnega jezika, ki stavi predvsem na hitrost.
KnjiZnica je prosto dostopna za raziskovalno ali ljubiteljsko uporabo, medtem ko je potrebno
za komercialno uporabo kupiti licenco. Knjiznica SpaCy ne podpira operacijskega sistema
Windows. Podpira samo angles¢ino (ne nudi podpore za procesiranje slovenskega jezika) in
vsebuje cevovod (pipeline), ki izvorno besedilo tokenizira, nato pa besedam doloci
oblikoskladenjske oznacbe, lemo in zgradi tako imenovani drevo odvisnosti (dependency tree)
za vsak stavek. Znotraj tega cevovoda se posameznim besedam tudi dolo¢i povprecna
frekvenca (na podlagi Ze prestetega korpusa treh milijard angleSkih besed). Poleg tega

cevovoda vsebuje Se dodatne funkcije, ki so povezane s procesiranjem naravnega jezika:

e vektorsko reprezentacijo besed, ki omogoca lazjo primerjavo med besedili (na primer

s pomocjo kosinusne razdalje),

e funkcijo za izloCitev predpone in koncnice iz besede,
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e razne druge preproste funkcije, kot so funkcija, ki pove, ali je beseda naslov besedila,
in funkcija, ki pove, ali beseda spominja na URL naslov, ter funkcija, ki pove, kaks$no
identifikacijo ima beseda znotraj Brownovega razvrS€anja (Brown clustering —
hierarhi¢no grupiranje besed glede na kontekst, v katerem se pojavljajo, ki ga je
predlagal Peter F. Brown) [36].

SpaCy je napisan v programskem jeziku Cython, ki poleg pisanja Pythonove kode omogoca
tudi klicanje funkcij v programskem jeziku C, hkrati pa se vsa napisana koda pred izvajanjem
prevede v programski jezik C, ki slovi po svoji hitrosti. Zaradi tega naj bi bila knjiznica
SpaCy najhitrejSa Pythonova knjiznica za procesiranje naravnega jezika, k hitrosti pa
pripomore tudi cevovod, ki s smiselnim zdruzevanjem posameznih operacij procesiranja
naravnega jezika, kot so tokenizacija, lematizacija in oblikoskladenjsko oznacevanje,

optimizira celoten proces obdelave. Njeno hitrost bomo v nadaljevanju preverili v praksi.

2.4 Knjiznica PyNLPI

PyNLPI1 [12] je odprtokodna knjiZnica, ki za razliko od drugih knjiznic ne vsebuje vseh
osnovnih modulov za obdelavo naravnega jezika, kot sta lematizacija in oblikoskladenjsko
oznaCevanje, zato ni primerna za obdelavo slovenskega jezika. Vsebuje le modul za

tokenizacijo in nekaj zanimivih orodij za obdelavo naravnega jezika:
e funkcijo za izdelavo n-gramov,
e funkcijo za izracun prekrivanja razli¢nih besedilnih sekvenc,
e funkcijo za iskanje klju¢nih besed glede na kontekst.

Poleg teh modulov ta knjiznica vsebuje Se vrsto orodij, ki niso direktno povezana s

procesiranjem naravnega jezika:
e podatkovne strukture za shranjevanje (FIFO vrsta, vrsta s prioriteto, trie),

e funkcije za evalvacijo (AUC krivulja, F-mera, matrika klasifikacij, preciznost, priklic,

specifi¢nost),
e funkcijo za vzorcenje, ki naredi testno in uéno mnozico iz datoteke.

Knjiznica PyNLPI vsebuje tudi orodja za branje razlicnih formatov datotek (folia, GIZA++,
Moses, Sonar, Taggerdata, Timbl) in orodja za izdelavo preprostih jezikovnih modelov, ki

temeljijo na modelu ARPA. PyNLPI-jev modul za statistiko vsebuje funkcije za izracun



mediane, standardnega odklona in normalizacije, funkcije za izdelavo seznama frekvenc in
distribucije, funkcijo za izdelavo skritega Markovskega modela, Markovske verige in izracun

Levenstheinove razdalje.

2.5 Khnjiznica TextBlob

TextBlob [14] je preprosta odprtokodna knjiznica za procesiranje naravnega jezika, ki jo je
razvil Steven Loria in je primerna predvsem za procesiranje angleskega jezika (ta knjiznica ne
nudi podpore za procesiranje slovenskega jezika) Knjiznico odlikuje predvsem preprostost
uporabe in dobra ter pregledna dokumentacija. Posebnost te knjiznice je njena eklekti¢nost,
saj je veliko orodij za obdelavo naravnega jezika preprosto vzeto iz drugih knjiznic. Pogled v
dokumentacijo nam tako pove, da knjiznica za oblikoskladenjsko oznacevanje uporablja
oznacevalnik knjiznice Pattern (mozno je uporabiti tudi privzeti oznacevalnik knjiznice
NLTK), za klasifikacijo pa imamo na izbiro veliko algoritmov iz knjiznice NLTK. Vsi ti tuji
algoritmi so dobro integrirani v samo knjiznico in dostopni prek razreda '"TextBlob', ki je
nekakSen ovojni razred za besedilni niz ('string') z veliko metodami za procesiranje naravnega
jezika. Ta knjiznica za razliko od nekaterih prej$njih vsebuje samo metode, ki so povezane s

procesiranjem naravnega jezika, in sicer lahko v njej najdemo sledeca orodja:
e orodja za oblikoskladenjsko oznacevanje,
e orodja za tokenizacijo,
e funkcijo za lematizacijo,
e orodja za dolocanje sentimenta v angleskih besedilih,
e orodja za klasifikacijo.

Poleg teh dokaj standardnih orodij za procesiranje naravnega jezika najdemo tudi metode za
iskanje osebnih imen v besedilu, metodo za dolo¢anje sentimenta v angleskem jeziku, dostop
do knjiznice Wordnet, orodja za pluralizacijo in singularizacijo samostalnikov v angleSkem
jeziku, metodo za dolocanje frekvenc besed v besedilu, orodja za izdelavo n-gramov, orodja
za razclenjevanje besedila (tudi to orodje uporablja razclenjevalnik knjiznice Pattern) ter
orodje za preverjanje ¢rkovanja. Knjiznica je na¢eloma narejena za procesiranje angleskega
jezika, vendar pa ima tudi metodo za prevajanje in detekcijo jezika, ki uporablja Googlov

prevajalnik.
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2.6 Primerjava knjiznic po funkcionalnosti

Za boljsi pregled nad funkcionalnostjo posameznih knjiznic si poglejmo tabelo (Tabela 2.1), v

kateri smo poskusali zajeti vse funkcionalnosti knjiznic, ki so povezane z obdelavo naravnega

jezika.
OpenNLP
NLTK Pattern SpaCy PyNLPI TextBlob
(Java)
Tokenizacija v v 4 v v v
Lematizacija v v v v v
Korenjenje 4 v v
Oblikoskladenjsko
5 i (4 v 4 v v
oznacevanje
Klasifikacija (4 v v v
Izdelava stavcnih
4 v v v
dreves
Izdelava n-
4 v v v v
gramov
Dostop do
4 v
korpusov besedil
Funkcije za
iskanje vzorcev v v v 4 v v v
besedilu
Stetje frekvenc
4 v v v v
besed
Del d,
elna pov vl'ao.ra v v
slovenscini

Tabela 2.1: Primerjava knjiZnic po funkcionalnosti




Funkcionalnosti knjiznic smo prav tako primerjali z najbolj popularno knjiznico za
procesiranje naravnega jezika v programskem jeziku Java, OpenNLP [9], saj smo Zeleli
preveriti, C¢e ta knjiznica iz drugega programskega jezika vsebuje drugacen nabor

funkcionalnosti.

Kot vidimo iz zgornje tabele, obstajajo med knjiznicami precejSnje razlike glede
funkcionalnosti in vsebovanja metod za obdelavo naravnega jezika. Za zacCetek lahko
opazimo, da obstajajo le tri metode, ki so skupne vsem Pythonovim knjiznicam. Te so
tokenizacija, razline funkcije za iskanje vzorcev v besedilu ter Stetje frekvenc besed.
Medtem ko je princip tokenizacije v vseh knjiznicah enak in enako velja tudi za Stetje
frekvenc, pa se funkcije za iskanje vzorcev v besedilu od knjiznice do knjiznice razlikujejo.

Vec o tem bomo povedali v nadaljevanju, kjer bomo te funkcije predstavili s primeri.

Zanimivo je, da knjiznica PyNLPI ne vsebuje metod za lematizacijo, korenjenje in metode za
oblikoskladenjsko oznacevanje, ki so dokaj temeljne operacije znotraj podro¢ja procesiranja
naravnega jezika. Po drugi strani ni presenetljivo, da le tri knjiznice vsebujejo metode za
klasifikacijo teksta, saj gre pri klasifikaciji za operacijo, ki gradi na drugih bolj temeljnih
operacijah in kot taka ni temeljna metoda za procesiranje naravnega jezika. Zanimivo je tudi
dejstvo, da kar Stiri Pythonove knjiznice vsebujejo funkcije za izdelavo n-gramov, med njimi
tudi knjiznica PyNLPI, ki ne vsebuje po naSem mnenju bolj temeljnih metod za obdelavo

naravnega jezika, kot sta lematizacija in korenjenje.

Iz zgornje tabele je prav tako razvidno, da je knjiznica NLTK edina Pythonova knjiZnica, ki
omogoca dostop do velike zbirke korpusov besedil v razli¢nih jezikih. KnjiZznica NLTK je
prav tako edina Pythonova knjiznica, za katero lahko pogojno rec¢emo, da vsebuje podporo
tudi za procesiranje slovenskega jezika, zakaj je tako, pa bomo povedali v naslednjem
podpoglavju, kjer bomo podrobneje in s pomocjo primerov opisali posamezne funkcionalnosti

knjiZnic.

Primerjava Pythonovih knjiZznic z javansko knjiznico OpenNLP nam pokaze, da je nabor
orodij in metod za procesiranje naravnega jezika v obeh programskih jezikih podoben.
Knjiznica OpenNLP vsebuje podobna orodja (manjka le funkcija za Stetje frekvenc) kot
najpopularnejSa knjiznica za procesiranje naravnega jezika v Pythonu, knjiznica NLTK, poleg
teh pa vsebuje Se nekatera druga orodja, kot je na primer orodje za detekcijo stavkov v
besedilu, in metodo, ki zaznava imena v tekstu. Vendar pa nobena od teh dveh metod ni
temeljna metoda za obdelavo naravnega jezika, ampak bolj posebnost te knjiznice. In kot smo
videli v prejSnjem poglavju, imajo tudi Pythonove knjiznice dolocena zelo specificna orodja,

ki jih v tej tabeli zaradi njihove zelo specifi€ne uporabnosti sploh nismo omenili. Tako kot
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NLTK je tudi knjiznica OpenNLP precej prilagodljiva, zato nudi dolo¢eno podporo tudi

procesiranju v slovens¢ini.

Naceloma je mogoce v Pythonu za procesiranje naravnega jezika uporabiti tudi javanske
knjiznice. Za javanski knjiznici openNLP in CoreNLP [33] so bili narejeni pythonovski
vmesniki (gre za tako imenovane ovojne razrede, ki z javanskimi knjiznicami komunicirajo
prek streznika), ki omogocajo uporabo njunih metod in orodij v programskem jeziku Python.
Druge javanske knjiznice za procesiranje naravnega jezika, kot je na primer knjiZnica
ClearNLP [34], pa je mogoce v Pythonu uporabljati s pomocjo raznih orodij (na primer orodje
Py4J [11]), ki omogoc¢ajo Pythonovemu prevajalniku, da dostopa do javanskih objektov v
Javinem navideznem stroju (Java virtual macine). Ker je v tej diplomi poudarek na
proucevanju nativnih Pythonovih knjiznic za procesiranje naravnega jezika, javanskih
knjiznic ne bomo temeljito proucili ali uporabljali, vendar pa je moznost njihove uporabe

vsekakor potrebno omeniti.



Poglavje 3  Pregled funkcionalnosti knjiznic za
procesiranje naravnega jezika

V tem poglavju bomo na kratko opisali posamezne funkcionalnosti knjiznic, ki so povezane s
procesiranjem naravnega jezika, in s primeri kode pokazali, kako se doloCene metode za
procesiranje naravnega jezika uporabljajo v posameznih knjiznicah. Izpustili bomo opis
metod tokenizacije, lematizacije, korenjenja in oblikoskladenjskega oznacevanja, saj bomo te
metode podrobneje opisali v naslednjem poglavju, kjer jih bomo med seboj primerjali po

hitrosti in to¢nosti.

3.1 lzdelava stavénih dreves

Knjiznice SpaCy, Pattern in NLTK vsebujejo module za izgradnjo stavénih dreves, s pomocjo
katerih lahko opiSemo odnose med besedami v stavku. Za primer si poglejmo, kak$no stavéno
drevo izdela knjiznica NLTK, ¢e ji kot vhod damo angleski stavek »I eat pizza with a fork«
(Jaz jem pico z vilico).

import nltk

#definiranje slovnice, ki doloéa strukturo drevesa
grammar = nltk.CFG.fromstring ("""

S -> NP VP

VP -> V NP | V NP PP

PP -> P NP

VvV -> "eat"

NP -> "I" |Det N |[Det N PP | N | N PP

Det -> "a"
N -> "pizza" | "fork"
P -> "with"

wn ll)

#inicializacija rekurzivnega razcélenjevalnika, ki iz vhodnega stavka na
#fpodlagi definirane slovnice naredi vsa moZna stavéna drevesa
parser = nltk.RecursiveDescentParser (grammar)

#razélenjevalnik kot vhod zahteva Ze tokeniziran stavek v obliki seznama
sent = ['I', 'eat',K 'pizza', 'with', 'a', 'fork']

#izpisSimo vsa drevesa
for tree in parser.parse(sent):
print tree

11
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Izhod, ki ga dobimo, ¢e pozenemo zgornjo kodo, sta dve drevesi, ki ustrezata nasi definirani
slovnici (brez definirane slovnice raz¢lenjevalnik ne deluje). Da ne bomo prevec¢ komplicirali,
se bomo posvetili le enemu izmed njiju. Njegova predstavitev s pomocjo oklepajev je
naslednja:

(S

(NP I)
(VP (V eat) (NP (N pizza) (PP (P with) (NP (Det a) (N fork))))))

Za boljSo predstavo si poglejmo vizualizacijo tega drevesa (Slika 3.1).

NP Gamosalnisha T VPt

N st )

e
e — o

Slika 3.1: Graficni prikaz stavénega drevesa, ki ga zgradi knjiznica NLTK

Vidimo, da gre pravzaprav za raz¢lenjevalno drevo, ki dele stavka deli na podlagi vnaprej
definirane slovnice. Tako se v nasem drevesu stavek najprej razdeli na samostalniSko in

glagolsko frazo, glagolska fraza se naprej razdeli na glagol in samostalnisko frazo, ki se
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naprej razdeli na samostalnik in predlozno frazo in tako naprej. Na ta nacin dobimo stavek v
drevesni obliki, ki predstavlja hierarhicne odnose med besedami v stavku. Problem izdelave
takih dreves je, da potrebujemo ze vnaprej definirano slovnico za celotno besedilo, ki ga
zelimo predstaviti z drevesi, kar pri velikih besedilih predstavlja problem, saj nam ni uspelo
nikjer najti Ze izdelane slovnice za angleska besedila, izdelava slovnice za celoten korpus, ki
vsebuje ve¢ kot 100000 besed, pa je naloga, ki po svoji tezavnosti in kompleksnosti presega
namen te diplome. Po drugi strani nam knjiznica NLTK na ta nacin zagotavlja izredno
fleksibilnost pri definiranju razlicnih odnosov med besedami, kar je v doloCenih primerih
vsekakor prednost.

Poglejmo si, kak$na drevesa izdeluje knjiZnica SpaCly:

from spacy.en import English
#inicializacija knjizZnice
nlp = English()

#vhodni stavek
sentence = 'I eat pizza with a fork'

#vhodni stavek najprej zakodiramo v format 'unicode' in ga tokeniziramo
tokens = nlp(sentence.decode('unicode-escape'))

fispremenimo generator v seznam
listTokens = list (tokens)

#izpis drevesa v obliki seznama dvojic (beseda, odnos)
print [(word.orth , word.dep ) for word in listTokens]

Zgornja koda nam vrne naslednji izpis:

[(uT, u'SUB'), (u'eat', u'ROOT"), (u'pizza'’, u'OBJ'), (u'with', u'VMOD'"), (u'a', uNMOD"),
(u'fork', uPMOD")]

Poglejmo si Se vizualizacijo tega drevesa (Slika 3.2):
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Slika 3.2: Grafi¢ni prikaz stavénega drevesa, ki ga zgradi knjiznica SpaCy

To drevo se razlikuje od drevesa, ki ga je naredila knjiznica NLTK. Gre za tako imenovano
sintakti¢no drevo odvisnosti (syntactic dependency tree) [2]. V teh drevesih vsaka beseda
modificira drugo besedo, ali pa je modificirana od druge besede (na sliki pus¢ice kazejo smer
modifikacije). Kot temelj je ponavadi postavljen glagol. To drevo nam dobro pokaZe subjekt
in objekt v stavku ter prikaze odnose med besedami, ki lahko pomagajo pri strojnem
razumevanju pomena stavka. Hkrati opazimo, da se to drevo precej razlikuje od drevesa, ki ga
je naredila knjiznica NLTK, saj gre pravzaprav za povsem drugo vrsto drevesa z druga¢nimi

slovniénimi ozna¢bami in odnosi.

Poglejmo si Se, kaksna drevesa dela knjiznica Pattern:
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from pattern.text.en import parse

#za izdelavo drevesa poskrbi funkcija parse, s parametrom

#'relations' nastavljenim na 'True'

sentence = parse('I eat pizza with a fork', relations=True, tags=False,
chunks=False )

#furedimo izpis tako, da iz njega izloéimo nerelevantne informacije

fiter besedilni niz spremenimo v seznam dvojic (beseda, odnos) za boljso
#preglednost

print [(x.split("/")[0], x.split("/")[4]) for x in sentence.split(" ")]

Zgornja koda da naslednji izhod:

[(uT, uNP-SBJ-1'), (u'eat’, u'VP-1"), (u'pizza', uNP-OBJ-1"), (u'with', w'0"), (u'a’, w'0"),
(u'fork’, u'0")]

Vizualizacija tega drevesa (Slika 3.3):

/
_

Slika 3.3: Grafi¢ni prikaz stavénega drevesa, ki ga zgradi knjiZnica Pattern

Vidimo, da gre za okrnjeno verzijo drevesa, ki ga je naredila knjiznica SpaCy, saj Patternov
raz€lenjevalnik v drevo vkljuci le subjekt, objekt in glagol. Znak 'O' je oznaka, ki se dodeli

vsem ostalim besedam, ki niso vkljucene v drevo.

Drevesa, ki jih zgradijo knjiznice NLTK, SpaCy in Pattern, se med seboj razlikujejo. S
pomocjo knjiznice NLTK smo zgradili raz¢lenjevalno drevo. Knjiznici SpaCy in Pattern po
drugi strani zgradita sintakticno drevo odvisnosti (syntactic dependency tree), pri cemer je

knjiznica SpaCy izdelala bolj podrobno drevo odvisnosti, ki vkljuCuje vse besede v stavku.
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Enaka drevesa kot v knjiznici Pattern je mogoce zgraditi tudi v knjiznici TextBlob, ki za
gradnjo dreves uporablja kar Patternov raz¢lenjevalnik. Knjiznica PyNLPI gradnje dreves ne

omogoca.

3.2 lzdelava n-gramov

N-grami so na splosno zaporedne, med seboj prekrivajoce se sekvence objektov dolzine n
znotraj daljSega zaporedja objektov. V primeru procesiranja naravnega jezika so ti objekti
obic¢ajno besede (zetoni znotraj tokeniziranega teksta), v¢asih pa tudi fonemi. N-grami se pri
obdelavi naravnega jezika uporabljajo za dolo€anje verjetnosti, da doloceni besedi sledi druga
beseda, in so kot taki uporabni pri prepoznavanju govora (speech recognition), pri izdelavi
Markovskega modela ter pri razli¢nih vrstah klasifikacije tekstov. Knjiznice NLTK, Pattern in
PyNLPI vsebujejo module za izdelavo n-gramov, zato si oglejmo, kako je izdelava n-gramov

videti v praksi v posameznih knjiznicah. Za zacetek si poglejmo knjiznico NLTK:

from nltk import bigrams

#kot argument funkcija za izdelovanje bigramov potrebuje tokeniziran tekst
tokens — [IIIH, lleatll, llpizzall, llwithH, llaH, llforkH, " 'll]

#naredimo seznam bigramov
bigram list = bigrams (tokens)
print list(bigram list)

Zgornja koda vrne naslednji izhod v obliki seznama dvojic zaporednih besed:
[('T, 'eat"), (‘eat', 'pizza"), ('pizza’, 'with'), (‘with', 'a"), (‘a', 'fork’), (‘fork’, '.")]

Kot lahko opazimo, v knjiznici NLTK obstaja funkcija za izdelavo bigramov, torej n-gramov
dolzine 2, ki so najpogostejsi n-grami. Poleg te funkcije obstaja tudi funkcija za izdelavo

trigramov:

from nltk import trigrams

#kot argument funkcija za izdelovanje trigramov potrebuje tokeniziran tekst
tokens - [IIIH, lleatH, llpizzaH, ”With”, llaII, ”fork”, " .H]

#naredimo seznam trigramov
trigram list = trigrams (tokens)
print list(trigram list)

Tukaj je izhod seznam trojic zaporednih besed:
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[('T, 'eat', 'pizza'), (‘eat!, 'pizza’, 'with"), ('pizza’, 'with', 'a"), (‘with', 'a', 'fork"), (‘a', 'fork’, '.")]

Problem bi nastopil, ¢e bi Zeleli ve¢je n-grame, na primer n-grame dolzine §tiri, saj knjiznica

NLTK za to ne nudi podpore. Poglejmo si, kako izdelujemo n-grame v knjiznici Pattern:

from pattern.text.en import ngrams

#naredimo seznam bigramov
print ngrams ("I eat pizza with a fork", n=2)

Zgornja koda vrne naslednji izhod:
[('T, 'eat'), (‘eat', 'pizza'), (‘pizza’, 'with'), (‘with', 'a"), (‘a', 'fork")]

Opazimo lahko, da Patternova funkcija za izdelavo n-gramov za vhod ne potrebuje Ze
tokeniziranega teksta, ampak tekst pred izdelavo n-gramov tokenizira sama. Prav tako pri tej
funkciji ni omejitve glede velikosti n-gramov, saj s pomoc¢jo argumenta 'n' dolo¢imo, kaksno

dolzino n-gramov zelimo.

Poglejmo si Se knjiznico PyNLPI:

from pynlpl.textprocessors import Windower

#kot argument funkcija za izdelovanje n-gramov potrebuje tokeniziran tekst
tokens - [HIH o Heatll 0 llpizzall 0 llwithll 0 llall 0 " forkll 0 " . H]

#izpiSimo bigrame
print [bigram for bigram in Windower (tokens, 2) ]

Zgornja koda vrne naslednji izhod:

[(u'<begin>', 'T"), ('T', 'eat"), (‘eat', 'pizza'), ('pizza’, 'with"), (‘with', 'a"), (‘a', 'fork"), (‘fork’, '."), ('.',

u'<end>')]

Vidimo, da gre za podoben seznam, kot sta ga izpisali prej$nji dve knjiznici, razlika je le v
oznakah '<begin>' in '<end>' na zacetku in na koncu seznama. Opazimo lahko, da razred
"'Windower', ki skrbi za izdelavo n-gramov, kot vhod zahteva Ze tokeniziran tekst, omogoca pa
tudi, da s pomoc¢jo argumenta definiramo velikost n-gramov. Poglejmo si Se knjiZnico
TextBlob:
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from textblob import TextBlob

#naredimo objekt TextBlob, ki vsebuje metodo za izdelavo n-gramov
blob = TextBlob ("I eat pizza with a fork.")

#izpisimo bigrame
print blob.ngrams (n=2)

Izhod je sledeC seznam:

[WordList([', ‘eat’]), WordList(['eat’, 'pizza']), WordList(['pizzal, ‘with']), WordList(['with'
'a']), WordList(['a', 'fork'])]

Kot vidimo, gre za seznam objektov 'WordList' (razred, ki deduje po Pythonovem seznamu in
nudi nekaj dodatnih metod za obdelavo naravnega jezika). Sama funkcija ima enako ime kot
Patternova funkcija za izdelavo n-gramov in tudi pri tej funkciji z argumentom 'n' dolo¢amo

dolzino n-gramov.

3.3 Dostop do korpusov besedil

Knjiznica NLTK je edina knjiznica, ki omogoca dostop do velike zbirke korpusov besedil v
razli¢nih jezikih. Prek njenega programskega vmesnika je moZno dostopati do 97 razli€nih
korpusov, ti korpusi pa vsebujejo besedila v razlicnih jezikih, ceprav je najve¢ tekstov v
anglesCini. Znotraj te ogromne zbirke besedil lahko najdemo deklaracijo o ¢lovekovih
pravicah v 300 razli¢nih jezikih ter znana literarna dela v ve¢ svetovnih jezikih. Zanimiva sta
tudi korpus filmskih kritik z rocno doloenim sentimentom (sentiment kritike je dolocen z

oznako, ki pove, ali je kritika pozitivna ali negativna) in korpus angleSkih osebnih imen.

Dostop do teh korpusov je preprost: korpus preprosto uvozimo s pomoc¢jo ukaza 'import':

from nltk.corpus import treebank

S tem ukazom smo uvozili korpus Treebank [18], ki ga bomo uporabljali v nadaljevanju.
Posamezni korpusi imajo prav tako razlicne metode. Z metodo 'raw' dostopamo do

neobdelanega teksta, z metodo 'words' pa do ze tokeniziranega korpusa:

Treebank string = treevank.raw()
treebank words = treebank.words ()
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Vsi korpusi v knjiznici NLTK imajo te osnovne metode, obstajajo pa tudi korpusi z dodatnimi

metodami. Nas korpus Treebank na primer vsebuje naslednji metodi:

tagged_sents
tagged words

treebank. tagged sents ()
treebank. tagged words ()

Zgornji dve metodi nam vrneta seznam stavkov, v katerih so besedam pripisane
oblikoskladenjske oznacbe ter seznam besed (korpus ni razdeljen na stavke ampak le na
besede) s pripisanimi oblikoskladenjskimi oznacbami. Te metode nam bodo koristile v

naslednjih poglavjih.

Pri  knjiznici NLTK lahko wuvazamo tudi lastne korpuse s pomocjo razreda

'PlaintextCorpusReader":

from nltk.corpus import PlaintextCorpusReader

#definirajmo pot do direktorija z besedili, ki jih Zelimo v korpusu
corpus_root = '/usr/share/diploma’

#fustvarimo korpus. Prvi argument je pot do korpusa, drugi je regularni
#izraz, ki doloca, katere datoteke v direktoriju bodo vkljuéene v korpus
wordlists = PlaintextCorpusReader (corpus_root, '.*')

#IzpiSimo vse datoteke v korpusu
print wordlists.fileids()

Zgornja koda v naSem primeru vrne izhod '['besedilol’, 'besedilo2’, 'besedilo3']', kjer so nasa
besedila pravzaprav le tri prazne tekstovne datoteke v nasem direktoriju '/usr/share/diploma’,

ki smo ga uporabili za ponazoritev delovanja uvoza korpusov v knjiznico NLTK.

Ostale knjiznice ne vsebujejo programskega vmesnika za dostop do ze izdelanih korpusov
besedil. Funkcije v teh knjiznicah kot argument sprejemajo le besedilo v obliki besedilnega
niza (string), izjema je le Patternova funkcija 'parse', ki kot argument sprejema tudi
tokeniziran tekst v obliki seznama besed. To naceloma ni velik problem, saj so v Pythonu
lahko besedilni nizi zelo veliki, zato lahko tudi funkcijam v knjiznicah Pattern, SpaCy,
TextBlob in PyNLPI kot argument dajemo ogromne korpuse besedil.
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3.4 Funkcije za iskanje vzorcev v besedilu

Ze zgoraj smo omenili, da vse knjiZnice vsebujejo metode za iskanje vzorcev v besedilu. Te
funkcije pa se med seboj precej razlikujejo. V tem poglavju bomo prikazali, katere funkcije

posamezne knjiznice vsebujejo ter s primeri predstavili nekaj najzanimivejsih.

Zacnimo s knjiznico NLTK, ki vsebuje zanimivi funkciji »concordance« in »similar«:

import nltk

#itokeniziran tekst
tokens - [”I”, ”eat”, ”pizza”, llwithll, llaH, llforkll, 11 'll, III”, lleat”,
llsoupll 5 llwithll ’ ”a” ’ ”spoon” . 11 ) H]

#NLTK-jev razred 'Text' nudi metode za iskanje po tekstu, kot argument pa
sprejme tokeniziran tekst
text = nltk.Text (tokens)

#klic funkcij za iskanje
print text.concordance('"eat')
print text.similar("pizza')

Funkecija 'concordance' kot argument dobi besedo in kot izhod vrne vse pojavitve (oziroma
privzeto do najvec 25 pojavitev) te besede v kontekstu (privzeto je kontekst 75 znakov levo in

75 znakov desno od besed). Izhod v naSem primeru je videti tako:

Displaying 2 of 2 matches:
I eat pizza with a fork . I eat soup with a

with a fork . I eat soup with a spoon .

Funkecija je naSla dve pojavitve besede »eat« in jih vrnila skupaj s kontekstom. Poglejmo si Se

izhod za funkcijo »similar«:
soup

Ta funkcija kot argument dobi besedo in kot izhod vrne besede, ki se pojavljajo v podobnem
kontekstu. V nasem primeru je to beseda »soup«, saj vidimo, da je v naSem tokeniziranem
seznamu ta beseda obkrozena z istimi besedami (»I« in »with«) kot beseda »pizza«, ki smo jo

dali funkciji kot argument.

Knjiznica PyNLPI vsebuje funkcijo »find keyword in context«, ki deluje zelo podobno kot
NLTK-jeva funkcija »concordance«. Edina razlika je, da kot argument zahteva tudi

tokeniziran tekst, v katerem besedo iS¢emo, namesto da bi imela poseben razred z metodami
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za iskanje. Ker je funkcija tako podobna funkciji »concordance«, je ne bomo opisali s

primerom.

Nekaj zanimivih in uporabnih funkcij za iskanje ima tudi knjiznica Pattern:

from pattern.text.search import search

#iskanje in izpis
print search('pizza', 'I eat pizza with a fork')

Funkcija »search« v zgornjem primeru vrne naslednji izhod:
[Match(words=[ Word('pizza")])]

Gre za seznam vseh ujemanj (Patternov razred 'Match'), saj bi naceloma lahko v tekstu iskali
tudi ve¢ besed. TakSna funkcija za iskanje je sicer precej uporabna, vendar pa ni ni¢
neobicajnega. V naslednjem primeru bomo videli, da je Patternova funkcija »search«

sposobna tudi drugih, bolj kompleksnih iskanj:

from pattern.text.search import search, taxonomy
from pattern.text.en import parsetree

#izdelava taksonomije
for £ in ('apple', 'pizza', 'yogurt'):
taxonomy.append (f, type='food')

#izdelava stavénega drevesa, ki ga bomo kot argument dali funkciji search
t = parsetree('I eat pizza with a fork.', lemmata=True)

#klic funkcije search, kot argument ji damo taksonomijo in stavéno drevo
print search('FOOD', t)

V zgornjem primeru smo najprej s pomoc¢jo Patternove funkcije »taxonomy« izdelali
taksonomijo hrane (razlicne vrste hrane smo shranili pod kategorijo »food« (hrana) ter izdelali
stavéno drevo iz stavka »l eat pizza with a fork«. Oboje smo kot argument dali funkciji

nsearch« in dobili naslednji izhod:
[Match(words=[Word(u'pizza/NN")])]

Funkcija je preiskala stavéno drevo za vse besede, ki spadajo pod kategorijo hrane in nasla

besedo »pizza«.

Knjiznica Pattern ima tudi funkcijo za iskanje slovni¢nih vzorcev v besedilu:
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from pattern.text.en import parsetree

#izdelava stavénega drevesa, ki ga bomo kot argument dali funkciji search
t = parsetree('I eat pizza with a fork.', lemmata=True)

#definiranje slovnicénega vzorca, ki ga iscemo v tekstu. IScemo
#samostalniske fraze, ki ju loéi besedna zveza 'with a'

p = Pattern.fromstring('* {NP} with a {NP}')

m = p.match (t)

#izpis samostalniskih fraz
print m.group (1)
print m.group (2)

V zgornjem primeru dobimo naslednja izhoda, ki ustrezata naSemu iskanju:

[Word(u'pizza/NN")]
[Word(u'fork/NN")]

Izhod je torej seznam objektov "Word', ki vsebujejo iskano frazo.

Tudi knjiznica TextBlob vsebuje zanimivo metodo za iskanje vzorcev v besedilu, in sicer gre

za orodje za iskanje osebnih imen:

from textblob import TextBlob

#naredimo objekt TextBlob, ki vsebuje metodo za iskanje osebnih imen
blob = TextBlob ("I eat Giovanni pizza with a fork.")

#izpisimo osebna imena
print blob.noun phrases

Izhod zgornje kode je seznam osebnih imen, v naSem primeru pa je videti tako:
['giovanni']

SpaCy-jeve funkcije za iskanje vzorcev v besedilu so bolj omejene in manj zanimive, saj
knjiZnica vsebuje le funkcije za identifikacijo naslovov in URL-jev ter funkcijo, ki pove
identifikacijo besede znotraj Brownovega razvrS¢anja, zato se nam ne zdi potrebno, da bi jih

predstavili s primerom.

Opazimo lahko, da se funkcije za iskanje vzorcev v besedilu v razli¢nih knjiznicah med seboj
razlikujejo. Najve¢ funkcij za iskanje vzorcev vsebujeta knjiznici NLTK in Pattern, v

knjiznicah SpaVy, TextBlob in PyNLPI pa je razpolozljivih funkcij za iskanje vzorcev manj.
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3.5 Stetje frekvenc besed

Vse knjiznice vsebujejo funkcije za Stetje frekvenc besed v besedilu, ki ga obdelujemo. V
knjiznici NLTK za to poskrbi razred »FreqDist«:

from nltk import FregDist

#itokeniziran seznam besed
tokens = [HIH E HeatH , "a" , "pizza" , "with" , l'a" , " fork" , " . l']
print FreqgDist (tokens) .items ()

Zgornja koda vrne naslednji izhod:
[(‘a, 2), ("fork', 1), ('T', 1), (".", 1), (‘with', 1), (‘eat, 1), ('pizza’, 1)]

Kot vidimo, razred »FreqDist« izdela slovar z besedami kot klju¢i in frekvencami kot
vrednostmi. Knjiznica Pattern za izpis frekvenc posameznih besed uporablja funkcijo

»eount, ki poleg samega izpisa frekvenc nudi $e par dodatnih funkcionalnosti:

from pattern.vector import count

#itokeniziran seznam besed
tokens - ["I"’ "eat", HaH, "Pizza", HwithH, HaH, HforkH, 11 ; H]

#vkljuéimo nerelevantne besede ('stopwords')
print count (tokens, stopwords=True)

#izkljuéimo nerelevantne besede
print count (tokens, stopwords=False)

#izpisimo le besede, ki se pojavijo veé kot enkrat
print count (tokens, threshold=1l, stopwords=True)

Zgornja koda vrne naslednje izhode:

{'a": 2, "fork": 1,"1": 1,".": 1, 'with": 1, 'eat": 1, 'pizza": 1}
{'fork': 1,'.": 1, 'eat": 1, 'pizza': 1}
{'a" 2}

Izhodi so trije slovarji, kjer prvi vsebuje vse besede, drugi le besede, ki so relevantne
(izkljucili smo vse tako imenovane 'stopwords'), tretji slovar pa vsebuje le besede, ki so se
pojavile ve¢ kot enkrat.
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Tudi knjiznica PyNLPI vsebuje razred za izracun frekvenc besed, in sicer razred
'FrequencyList', v katerem so besede in njihove frekvence spravljene v obliki slovarja na enak
nacin kot v knjiznici NLTK.

from pynlpl.statistics import Frequencylist
freqlist = FrequencyList()
#v slovar dodajmo tokeniziran seznam besed

freqlist.append([lllll, lleatll, llall, llpizzall, llwithH, "a", Hfork", n .H])
print freqlist["a"]

Zgornja koda kot izhod vrne frekvenco besede »a, torej 2.

Poglejmo si Se knjiznico SpaCy:

from spacy.en import English, attrs

#inicializacija cevovoda
nlp = English()

#cevovodu kot argument damo 'unicode' besedilo
tokens = nlp(u'l eat a pizza with a fork', tag="False")

#funkcija za Stetje frekvenc besed
print tokens.count by (attrs.ORTH)

#funkcija, ki vrne logaritemsko normalizirane verjetnosti pojavitve besed,
#ki so dolocene vnaprej na podlagi presStetega korpusa
print [(word.orth , word.prob) for word in tokens]

Knjiznica SpaCy, tako kot vefino drugih operacij, izvede Stetje besed znotraj svojega

cevovoda. Kot izhod funkcija 'count_by' vrne naslednji slovar:
{36L: 1, 11L: 2, 14703L: 1, 57L: 1, 669L: 1, 23135L: 1}

Zanimivo je, da namesto besed v seznamu dobimo le reference na besede (identifikatorje).
Domnevamo, da pripis identifikatorjev besedam pripomore k hitrejSemu delovanju cevovoda.
Knjiznica SpaCy oziroma njen cevovod poleg zgornje funkcije za Stetje vsebuje Se atribut
'prob', ki vrne z logaritmom normalizirano verjetnost, da se posamezna beseda pojavi v
besedilu. Ta verjetnost pa ni izraCunana na podlagi frekvence besed v besedilu, ki ga
obdelujemo, ampak na podlagi frekvence besed v Ze prestetem korpusu s tremi milijardami

besed. Kot izhod zadnje vrstice kode tako dobimo naslednji seznam dvojic (beseda, log(p)):
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[(uT, -5.826796531677246), (u'eat’, -10.452000617980957), (u'a’, -4.003841400146484),
(u'pizza’, -12.134479522705078), (u'with', -5.231648921966553), (u'a', -
4.003841400146484), (u'fork’, -12.839383125305176)]

Tudi knjiznica TextBlob vsebuje metodo za dolocitev frekvenc besedam v besedilu:

from textblob import TextBlob

#inaredimo objekt TextBlob, ki vsebuje metodo za izracdun frekvenc
blob = TextBlob ("I eat a pizza with a fork.")

#izpisimo seznam dvojic (beseda, frekvenca)
print blob.word counts.items ()

Izhod je sledec:
[(u'a, 2), (u'fork', 1), (u'i', 1), (u'with', 1), (u'eat, 1), (u'pizza’, 1)]

Vidimo, da tudi funkcija 'word counts' naredi slovar, kjer so klju¢i besede, vrednosti pa

frekvence.

Kot vidimo, prav vse knjiznice vsebujejo metodo za Stetje frekvenc besed, kar pa ni
presenetljivo, saj gre za eno od osnovnih statisticnih metod, ki sluzi kot izhodiS¢e za izracun
drugih statisticnih mer, kot je na primer mera TF-IDF, ki jo bomo uporabili tudi v tej

diplomski nalogi.

3.6 Podpora knjiznic procesiranju slovenskega jezika

V tem poglavju bomo podrobneje obrazlozili, zakaj je knjiznica NLTK edina obravnavana
knjiznica, ki nudi delno podporo tudi obdelavi slovenskega jezika. V vseh petih knjiznicah
obstajajo operacije, ki jih je moZno izvajati v razli¢nih jezikih. Poglejmo si spodnjo tabelo
(Tabela 3.1). Pri tokenizaciji besedilo razdelimo na Zetone (besede in ostale znake, kot so
loc¢ila). Ta operacija ponavadi deli besedilo na podlagi presledkov, zato jo je moZzZno
uporabljati v vseh foneti¢nih jezikih, kjer besede piSemo s ¢rkami abecede in jih med seboj
lo¢imo s presledki. Problem nastopi pri logografskih jezikih, kot je na primer kitajs¢ina, kjer
imamo simbole, ki namesto fonemov predstavljajo celotne besede, med njimi pa ni
presledkov. Tu operacija tokenizacije ne bi delovala pravilno. Enako velja za funkcijo za
izdelavo n-gramov ter funkcijo za dolocanje frekvenc besed v besedilu, ki za svoje delovanje
potrebujeta le predhodno tokenizacijo.
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Jezikovno specifi¢na operacija | Jezikovno nespecifi¢na operacija

Tokenizacija v

Lematizacija v

Korenjenje v

Oblikoskladenjsko v

oznacevanje

Izdelava n-gramov v

Stetje frekvenc besed v

Izdelava stavcnih dreves v

Tabela 3.1: Tabela jezikovno specificnih in jezikovno nespecificnih operacij

Po drugi strani so lematizacija, korenjenje, oblikoskladenjsko oznaCevanje ter izdelava
stavénih dreves operacije, ki so specificne za vsak jezik posebej. Operaciji lematizacije
(iskanje osnovne oblike besed) in korenjenja (iskanje korena besede) potrebujeta za svoje
delovanje seznam osnovnih oblik besed ali pa vsaj mnoZico pravil za pretvorbo besede v
njeno osnovno obliko ali koren. Ta pravila in seznami pa se razlikujejo od jezika do jezika.
Tako se na primer za korenjenje v angleSkem jeziku najpogosteje uporablja Porterjev
algoritem [37], ki pa je za vse druge jezike neuporaben. Podobno velja za operaciji
oblikoskladenjskega oznacevanja (pripis slovni¢nih oznak besedam) in izdelave stavénih
dreves (dolocanje odnosov med besedami v stavku), kjer je potrebno za delovanje poznati

slovnico jezika, ki se od jezika do jezika razlikuje.

Nobena od knjiznic ne vsebuje lematizatorja za slovenski jezik, prav tako ne vsebuje
algoritmov za iskanje korenov besed v slovenskem jeziku. Knjiznica NLTK je edina
knjiznica, ki omogoca oblikoskladenjsko oznaCevanje v slovenskem jeziku, saj edina
omogoca ucenje oblikoskladenjskih oznacevalnikov na podlagi lastno izbranih korpusov (ki
so lahko tudi slovenski). Ostale knjiznice tega ne omogocajo. V knjiznici SpaCy je
oznacevalnik Ze nauCen na angleSkem korpusu, v knjiznici Pattern imamo oznacevalnike
naucene na korpusih v Sestih jezikih (angles¢ini, nems¢ini, italijan$¢ini, francoS¢ini, Spanscini
in nizozemsc¢ini), med katerimi pa ni slovenskega jezika. Knjiznica TextBlob za oznacevanje
uporablja Patternov oznacevalnik in torej prav tako ne omogoca oblikoskladenjskega

oznaCevanja v slovensCini. Tako za oblikoskladenjsko oznafevanje v knjiznici NLTK




27

potrebujemo le ucni korpus v slovenscini, ki pa ga knjiznica NLTK zal ne vsebuje. Podobno
velja za izdelavo stavénih dreves, saj je NLTK edina knjiznica, kjer je mozno definirati
slovnico, ki jo bomo uporabili za izdelavo dreves, medtem ko je v drugih knjiznicah ta

slovnica definirana ze vnapre;j.

Zaradi te fleksibilnosti knjiznice NLTK lahko zaklju¢imo, da nudi delno podporo za obdelavo
slovenskega jezika, medtem ko je druge knjiznice ne nudijo, Ceprav ta podpora ni zelo
obsezna. Velik problem tako Se vedno predstavlja lematizacija, ki jo s pomocjo teh knjiznic ni
mogoce izvesti v slovens¢ini, vendar je predpogoj za skoraj vsako malo resnejSe procesiranje
naravnega jezika. Ta problem smo v nadaljevanju resili s pomoc¢jo odprto-kodne knjiznice

Lemmagen [19], ki nudi podporo tudi za slovenski jezik.



Poglavje 4  Primerjava knjiznic po hitrosti in to€nosti

4.1 Metodologija primerjave knjiznic po to¢nosti in hitrosti

Kot smo videli v prejSnjem poglavju, se vseh pet knjiznic po funkcionalnosti med seboj precej
razlikuje. Vsaka poleg dokaj standardnih funkcij za obdelavo naravnega jezika vsebuje tudi
zelo specifiéne funkcije za procesiranje naravnega jezika, ki jih druge knjiznice nimajo, in

module, ki z obdelavo jezika sploh niso povezani.

Zaradi teh razlik med knjiznicami je primerjava razli¢nih funkcionalnosti po kriterijih to¢nosti
in hitrosti otezena. Ze v prej$njem poglavju smo omenili, da ima vseh pet knjiznic skupne le
tri funkcionalnosti: tokenizacijo, dodelitev frekvenc besedam in razne funkcije za iskanje. Ker
je tokenizacija ena od temeljnih metod vsakega procesiranja naravnega jezika, smo se
odlocili, da knjiznice med seboj primerjamo po hitrosti tokenizacije. Knjiznice bi lahko po
hitrosti primerjali tudi pri operaciji izdelave n-gramov (to operacijo vsebujejo Stiri knjiZnice
od petih) ter po operaciji dodelitve frekvenc besedam, vendar se nam te operacije niso zdele
dovolj specificne in relevantne za podrocje procesiranja naravnega jezika, saj se ti dve
operaciji uporabljata tudi zunaj podrocja obdelave naravnega jezika. Poleg tega gre za precej
enostavni operaciji, ki jih je mozno ob vsaj beznem poznavanju programiranja izvesti brez
pomoci knjiznic. Primerjavo raznih funkcij za iskanje po to¢nosti in hitrosti smo izkljucili
zaradi prevelike raznolikosti in medsebojne razlicnosti teh funkcij. Iz istega razloga smo
opustili tudi primerjavo hitrosti in to¢nosti knjiznic pri izdelavi stavénih dreves, saj so
drevesa, ki jih zgradijo posamezne knjiznice, med seboj preve¢ razlicna. Problem je
predstavljala tudi izdelava slovnice za knjiznico NLTK, ki je prevec¢ zahtevna naloga, ¢e bi

zeleli knjiznice primerjati na malce vec¢jih korpusih.

Po odloc€itvi za primerjanje knjiznic po hitrosti tokenizacije in izkljucitvi zgoraj naStetih
funkcionalnosti so nam ostale le Se bolj temeljne metode in operacije za obdelavo naravnega
jezika, ki jih vsebuje vecina knjiznic. Te operacije so lematizacija, korenjenje in
oblikoskladenjsko oznaCevanje ter so med seboj primerljive po hitrosti in to¢nosti. Knjiznica
PyNLPI od vseh teh temeljnih metod vsebuje le modul za tokenizacijo, zato jo bo mogoce

primerjati le po tem kriteriju.
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Ker so vse knjiznice najbolj prilagojene za obdelavo angleskega jezika, dolo¢enih operacij (na
primer oblikoskladenjskega oznaCevanja) pa v knjiznicah Pattern in SpaCy (v teh dveh
knjiznicah ni mogoce uciti oblikoskladenjskih oznacCevalcev na lastni u¢ni mnozici) ni
mogoce izvesti v slovenskem jeziku, bomo knjiznice pri vseh teh Stirih nastetih operacijah
med seboj primerjali s pomoc¢jo angleskih korpusov, ki so dosegljivi prek vmesnika v
knjiznici NLTK. Pri primerjavi hitrosti tokenizacije bomo zaradi njegove dolzine uporabili
korpus Gutenberg [17], ki vsebuje 25000 elektronskih knjig in je nastal v okviru projekta
Gutenberg. Pri primerjavi hitrosti in tocnosti lematizacije, korenjenja in oblikoskladenjskega
oznacevanja bomo uporabili korpus Penn Treebank [18] z nekaj ve¢ kot 100.000 besedami.
Ta korpus vsebuje besede z rocno pripisanimi oblikoskladenjskimi oznac¢bami in ga zato
lahko uporabimo kot zlati standard pri merjenju to¢nosti oblikoskladenjskih oznacevalnikov.
Ker posamezne knjiznice vsebujejo cevovod, v katerem so smiselno zdruzene vse zgoraj
nastete operacije (to velja predvsem za knjiznico SpaCy, na cevovod pa spominja tudi
Patternova funkcija 'parse'), bomo na koncu izmerili tudi hitrost kombinacije vseh operacij ter
na ta nacin preverili, ¢e implementacija cevovoda pospesi izvajanje skupka operacij. Hitrost

kombinacije operacij bomo preverjali na korpusu Gutenberg.

4.2 Tokenizacija

Tokenizacija je razdelitev besedil v manjSe enote (ponavadi besede in lo¢ila), ki jim pravimo
zetoni. Gre za osnovno operacijo, ki se uporablja kot prvi korak pri vsaki malce resnejsi
obdelavi besedila [24]. Vse knjiZnice, ki jih primerjamo, vsebujejo tokenizacijo, vendar vse
metode ne uporabljajo istega algoritma, zato tudi Zetoni niso enaki.

Knjiznica NLTK vsebuje vec funkcij za tokenizacijo, osnovna je funkcija 'word tokenize', ki
razdeli besedilo glede na presledke in loc¢ila (lo¢il ne zavrZze, ampak jih obravnava kot
samostojne Zetone). Ostale funkcije razdelijo besedilo samo po presledkih (razred
'WhitespaceTokenizer') ter drugafe obravnavajo loCila (razred 'PunktWordtokenizer') in
okrajSave. Osnovna 'word_tokenize' funkcija razdeli okrajSave (na primer »can't« se razdeli v
»ca« in »n't«). Razred 'PunktWordTokenizer' razdeli besedilo po locilih, vendar lo¢ila niso
samostojni Zetoni, ampak so dodani besedi pred loc¢ilom. OkrajSave ta razred razdeli po
apostrofu. Ce Zelimo ve&jo kontrolo nad produkcijo Zetonov, potem je najbolje uporabiti
razred 'RegexpTokenizer', kjer s pomocjo regularnih izrazov definiramo, kakSne Zetone
zelimo, in sicer lahko izbiramo, ali zelimo z regularnimi izrazi definirati Zetone ali pa znake,

ki besedilo razdelijo na Zetone.

Knjiznica Pattern vsebuje tokenizator, ki razdeli besedilo po stavkih (gre za tako imenovani

postopek segmentacije). Locila obravnava loceno in jih s presledkom lo¢i od besede.
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Tokenizator lo¢i med okrajSavami in koncem stavka. Poglejmo si, kako deluje Patternov
tokenizator, ¢e vzamemo za primer besedilo »Danes je krasm dan. Ali ste za to, da gremo na

1zlet?«.

from pattern.text.en import tokenize

#tokenizator knjiZnice Pattern
print tokenize ("Danes je kras'm dan. Ali ste za to, da gremo na izlet?")

Kot izhod dobimo naslednji seznam:
["Danes je kras'n dan .", 'Ali ste za to , da gremo na izlet ?']

Kot vidimo, je izhod seznam, ki vsebuje stavke, znotraj katerih so lo¢ila, kot sta pika in
vprasaj, od besed locena s presledkom, medtem ko so okrajSane besede ('kras'n') obravnavane
kot enovit Zeton. Tak$na oblika je primerna za nadaljnjo obravnavo, saj v primeru, da Zelimo
namesto stavkov kot zetone uporabiti besede, vsak stavek razdelimo po presledkih in na ta
nacin dobimo enak rezultat, kot ga za izhod vrne privzeti tokenizator v NLTK, torej funkcija
'word_tokenize'. TakSno operacijo izvede tudi Patternova funkcija parse, ki jo klicemo v
primeru, ko Zelimo dobiti iz besedila Se ve¢ informacij (na primer dodelitev
oblikoskladenjskih oznacb posameznim besedam). Ta funkcija vrne po presledkih razdeljene

stavke kot sezname, ki so med seboj loceni z znaki za novo vrstico.

Knjiznica SpaCy vsebuje tokenizator, ki vrne besedilo, razdeljeno na besede. Tudi ta
tokenizator lo¢i med okrajSavami in okrajSavami v besedah ter lo¢ila obravnava kot loc¢ene
zetone. Poglejmo si, kaj se zgodi z istim stavkom kot zgoraj, ¢e ga tokeniziramo s

tokenizatorjem knjiznice SpaCy:

from spacy.en import English

#tokenizator knjizZnice SpaCy
def spacyTokenizer(s):

#inicializacija knjiZnice
nlp = English()

#tokenizacija s pomoc&jo SpaCy-jevega cevovoda in pretvorba generatorja
#v seznam

tokens = nlp(s.decode('unicode-escape'), tag=False)

listTokens = list (tokens)

#izpis Zetonov in filtriranje drugih informacij, ki jih proizvede
#cevovod
return [word.orth for word in listTokens]

#klic funkcije
print spacyTokenizer ("Danes je kras'n dan. Ali ste za to, da gremo na
izlet?")
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Kot izhod dobimo naslednji seznam:

[u'Danes', u'je', u"kras'n", u'dan’, u'.", u'Ali', u'ste', u'za', u'to', u',', u'da', u'gremo’, u'na', u'izlet',
ul?V]

SpaCyjev tokenizator kot vhod ne sprejema besedilnega niza (string), ampak besedilo,
kodirano kot 'unicode' besedilo, zato je treba vsak niz predhodno zakodirati v format
'unicode'. SpaCyjev tokenizator ne deluje kot samostojna funkcija, ampak je dosegljiv le v
sklopu cevovoda, ki poleg Zetonov vrne Se oblikoskladenjske oznacbe, leme in druge
informacije, ki jih vcasih ne potrebujemo. S pomocjo opcijskega argumenta 'tag=False' lahko
izklju¢imo oblikoskladenjsko oznacevanje in izdelavo stav¢énih dreves, kar mo¢no pospesi
proces tokenizacije, ne moremo pa izkljuciti lematizatorja ter nekaterih drugih ¢asovno

nezahtevnih funkcij, ki vrnejo informacije, ki jih ne potrebujemo.

Poglejmo si Se PyNLPI-jev tokenizator:

import pynlpl.textprocessors as textprocessors

#tokenizator knjiZnice pyNLPl
print textprocessors.crude tokenizer ("Danes je kras'n dan. Ali ste za to,
da gremo na izlet?")

Zgornja koda vrne kot izhod naslednji seznam:
['Danes', 'je', "kras'n", 'dan’, ', 'Alt', 'ste', 'za', 'to', ', 'da’, 'gremo’, 'na’, 'izlet', '?']

Kot vidimo, tudi ta tokenizator razdeli besedilo na besede in loc¢ila dojema kot posamezne
zetone. Ceprav v dokumentaciji pise [12], da tokenizator ne uposteva okrajsav, pa lahko na
zgornjem primeru vidimo, da je pravilno dojel besedo »kras'n« kot en Zeton.

Nazadnje si poglejmo Se tokenizator knjiznice TextBlob:

from textblob.tokenizers import word tokenize as tbtokenizer

#tokenizator knjizZnice TextBlob vraca generator, ki ga spremenimo v seznam
print list(tbTokenizer ("Danes je kras'n dan. Ali ste za to, da gremo na
izlet?"))

Rezultat zgornje kode je enak seznam besed kot pri knjiZznici PyNLPI:

['Danes', 'je', "kras'n", 'dan’, ', 'Ali', 'ste', 'za', 'to', ', 'da’, 'gremo’, 'na’, 'izlet', '?']

Locila so tudi tu obravnavana kot posamezni zetoni, okrajSave pa so upostevane.




32 POGLAVIJE 4. PRIMERJAVA KNJIZNIC PO HITROSTI IN TOCNOSTI

4.2.1 Primerjava hitrosti tokenizacije

Primerjava knjiznic po hitrosti tokenizacije da zanimive rezultate. Hitrost knjiznic smo
testirali na NLTK korpusu Gutenberg. Sam korpus je dolg nekaj vec kot 11 milijonov znakov,
mi pa smo se odlocili, da knjiznice testiramo na prvih 1250000 znakih, prvih 2500000 znakih,
prvih 5 milijonih znakov ter na prvih 10 milijonih znakov tega korpusa. Hitrost smo merili s
pomocjo Pythonove knjiznice Timeit [35], in sicer smo meritev tokenizacije v vsaki knjiznici
izvedli desetkrat, v grafu pa je predstavljeno povprecje teh meritev. Ker ima knjiznica Pattern
tokenizator, ki razdeli besedilo na stavke in le doda presledke med locili, smo temu
tokenizatorju dodali Se operacijo razdelitve stavkov po presledkih (funkcija »split«), da smo
na ta nacin dobili enak rezultat kot pri vseh ostalih knjiznicah, ter izmerili hitrost vseh teh
operacij skupaj. Funkcija za merjenje hitrosti tokenizacije je zaradi svoje dolzine prilozena v

dodatku te diplomske naloge.

Slika 4.1 prikazuje hitrost tokenizatorjev. Kot vidimo, je najhitrejSa knjiznica TextBlob,
malce pocCasnejSa pa je knjiznica SpaCy, ki sta edini uspeli opraviti z najvecjim korpusom v
manj kot 10 sekundah. Razlika med njima je majhna, prav tako pa velja omeniti, da je
standardni odklon pri meritvah za knjiznico SpaCy 0.2 sekundi, standardni odklon meritev pri
knjiznici TextBlog pa 0.15 sekunde. Tretja najhitrejSa, a skoraj trikrat pocasnejSa od prvih
dveh knjiznic, je knjiznica Pattern. Za skoraj tretjino vec ¢asa od nje je pri najdaljSem korpusu
porabil privzeti tokenizator NLTK. Najpocasnejsi je tokenizator knjiznice pyNLPI, ki je za
najdaljSi korpus z 10 milijoni znakov porabil okoli 45 sekund, kar je ve¢ kot Sestkrat
pocasneje od knjiznice TextBlob.
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Slika 4.1: Primerjava knjiZnic po hitrosti tokenizacije

Kot vidimo na grafu, Cas tokenizacije glede na Stevilo znakov narasca linearno, iz grafa pa je
razvidno tudi to, da je pri tekstth do 1250000 znakov vseeno, ¢e uporabimo tokenizator
knjiznice Pattern ali pa tokenizator knjiznice SpaCy, saj sta pri teh tekstih priblizno enako
hitra. Kakorkoli, tudi za manjSa besedila je priporocljiva knjiznica TextBlob, ki je s tekstom
1250000 znakov opravila ve¢ kot dvakrat hitreje od knjiznic Pattern in SpaCy. Ta knjiznica je

tako pri vsaki tokenizaciji, ne glede na velikost korpusa, najboljsa izbira.
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4.3 Lematizacija in korenjenje

4.3.1 Lematizacija

Lematizacija je proces transformacije besede v njeno osnovno obliko. To je mozno pri tistih
besednih vrstah, ki so pregibne in tvorijo oblikoslovno paradigmo [21]. Pri lematizaciji za
razliko od korenjenja velja, da je koncni produkt vedno slovni¢no pravilna beseda. Ta
operacija je kljucna pri skoraj vsaki obdelavi naravnega jezika, kjer je cilj razumevanje tega
jezika, saj nam omogoca enacCenje vseh pomensko enakih besed, Ceprav se zaradi svoje

pregibnosti v tekstu pojavljajo v razli¢nih ¢asih, sklonih in spregatvah.

Za lematizacijo ponavadi potrebujemo tudi slovar besed v osnovni obliki, saj je nemogoce vse
besede pretvoriti v osnovno obliko le s pomocjo raznih ro¢no doloCenih pravil, ker v
naravnem jeziku obstaja mnozica izjem za vsako pravilo. Pri lematizaciji v angleSkem jeziku
nam zato prav pride korpus knjiznice Wordnet [16]. Wordnet je slovar angleskih besed,
narejen posebej za obdelavo naravnega jezika. Vsebuje mnozice angleSkih besed z istim
pomenom (sopomenk) in je kot tak optimiziran za iskanje sopomenk za posamezne besede.
Te mnozice sopomenk so med seboj povezane z razlicnimi hierarhi¢nimi odnosi (Wordnet
ima strukturo hierarhi¢nega drevesa), kot so nadpomenskost in podpomenskost, zato lahko
iS¢emo nadpomenke in podpomenke posameznim besedam, oziroma se sprehajamo po celotni
hierarhi¢ni zgradbi angleskega jezika vse do korena (root), ki je v angles€ini beseda entiteta

(entity). Wordnet prav tako vsebuje vse mozne leme za posamezno besedo.

Lema v Wordnetu lahko pripada le eni mnoZici sopomenk, medtem ko beseda lahko pripada
ve¢ mnozicam, saj je pomen besede velikokrat odvisen od konteksta (pri dolocanju konteksta
nam ponavadi zelo pomaga oblikoskladenjska oznacba besede). Tako velja, da mnozZica
sopomenk predstavlja skupino lem, ki imajo enak pomen, medtem ko lema predstavlja
osnovno obliko besede. Nekatere leme v Wordnetu imajo tudi protipomenke, prav tako lahko
za doloCene leme pois¢emo primere uporabe te besede v stavku ter definicijo besede. Zaradi
vseh teh podatkov, ki jih Wordnet vsebuje, je ta slovar poleg drugih operacij zelo prirocen
tudi za izraCun pomenske podobnosti med posameznimi mnozicami sopomenk, ki se izracuna
tako, da pogledamo, koliko korakov je oddaljena skupna nadpomenka dveh mnoZic

sopomenk.

4.3.2 Korenjenje

Korenjenje ali stematizacija je tehnika za iskanje besednega korena. Tehnika se pogosto

uporablja za indeksiranje besed v spletnih iskalnikih, ki namesto vseh oblik ene in iste besede
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shranjujejo le korene [24]. Ta tehnika je zelo podobna tehniki lematizacije, le da tu velja, da je
korenjenje mozno izvesti le s pomocjo doloc¢enih pravil, ki se v razli¢nih naravnih jezikih
razlikujejo. Korenjenje je zaradi manjSe kompleksnosti hitrejSa operacija od operacije
lematizacije, prav tako tu ne potrebujemo slovarja besed. Stematizacija se razlikuje od
lematizacije po tem, da je rezultat lematizacije vedno slovni¢no pravilno beseda (osnovna
oblika besede), medtem ko pri stematizaciji ostane besedni koren, ki ni nujno slovni¢no
pravilna beseda, ampak le njen osnovni del brez konc¢nice. Pri lematizaciji nam pomaga, da
poznamo, kak$no oblikoskladenjsko oznacbo ima beseda, medtem ko pri stematizaciji tega ne
potrebujemo. V anglesCini se za stematizacijo najpogosteje uporablja Porterjev algoritem
[37], uporabljamo pa lahko tudi druge algoritme.

4.3.3 Primerjava knjiznic: lematizacija

Odlo¢ili smo se, da postopek lematizacije v posameznih knjiznicah primerjamo po to¢nosti in
hitrosti. Pri ocenjevanju to€nosti algoritmov znotraj posameznih knjiznic smo se soocili s
problemom, saj na zalost ne obstaja noben korpus z rocno dolocenimi lemami. Kot standard,
s katerim smo nato primerjali druge knjiznice, smo zato vzeli lematizator Wordnet iz
knjiznice NLTK, ki i8¢e leme s pomocjo korpusa Wordnet, hkrati pa kot argument dobi tudi
oblikoskladenjsko oznacbo besede (gre za tako imenovani 'srebrni standard' in ne zlati, saj je

njegova pravilnost vprasljiva). Spodnja koda prikazuje izdelavo srebrnega standarda:

from nltk.corpus import treebank
from nltk.corpus import wordnet

#funkcija za izdelavo srebrnega standarda na podlagi lematizatorja s
pomoéjo #knjizZnice Wordnet
def wordnetLemmatizer (taggedWords) :

#inicializacija lematizatorja
lemmatizer = WordNetLemmatizer ()

#ker oblikoskladenjske oznake v knjizZnici Wordnet niso enake kot v
#korpusu treebank, je potrebno narediti slovar preslikav Treebank oznak
#v Wordnet oznake
morphy tag = {'NN':wordnet.NOUN, 'NNS':wordnet.NOUN,
'NNP' :wordnet.NOUN, 'NNPS':wordnet.NOUN, 'JJ':wordnet.ADJ,
'JJR' :wordnet.ADJ, 'JJS':wordnet.ADJ, 'VB':wordnet.VERB,
'VBD' :wordnet.VERB, 'VBG':wordnet.VERB, 'VBN':wordnet.VERB,
'VBP' :wordnet.VERB, 'VBZ':wordnet.VERB, 'RB':wordnet.ADV,
'RBR' :wordnet.ADV, 'RBS':wordnet.ADV}

#lematizacija. Tu poskrbimo tudi za izpis v obliki seznama dvojic

# (beseda, lema) ter pred samo lematizacijo preslikamo Treebank oznake

#v wordnet oznake

return [ (word,lemmatizer.lemmatize (word, morphy tag[pos]).lower()) if
pos in morphy tag else (word,lemmatizer.lemmatize (word).lower())
for word, pos in taggedWords ]
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#seznam tokeniziranih besed z oblikoskladenjskimi oznacébami iz korpusa
#Treebank
treebank words = treebank.tagged words()

#naredimo srebrni standard
lemmalList = wordnetLemmatizer (treebank words)

Glede na empiricne poskuse, ki so pokazali, da dolocene besede Wordnet lematizator iz
knjiznice NLTK lematizira pravilno, medtem ko jih drugi lematizatorji ne, smo prisli do
zakljucka, da je uporaba tega lematizatorja kot srebrnega standarda upravicena, Ceprav se
seveda zavedamo dejstva, da tudi ta lematizator dela napake in kot standard ni tako zanesljiv
kot ro¢no narejen korpus lem. Tako bralce opozarjamo, naj rezultate tocnosti posameznih
lematizatorjev jemljejo z rezervo, Ceprav se nam zdi, da na ta nacin dobimo dokaj dobro

oceno zanesljivosti, vsekakor pa vsaj dobro oceno podobnosti posameznih lematizatorjev.

Med seboj smo primerjali knjiznice NLTK, SpaCy, Pattern in TextBlob, saj knjiznica pyNLPI
ne vsebuje lematizatorja. Prav tako smo dodali knjiznico Lemmagen [21], odprto-kodno
knjiznico za lematizacijo, ki med 11 jezikovnimi modeli v razli¢nih evropskih jezikih, ki
temeljijo na RDR (Ripple down rules) pravilih, nudi tudi model za slovenski jezik, ki
omogoca lematizacijo v slovens€ini (Ceprav smo v tem primeru zaradi laZje primerjave
tocnosti to¢nost lematizacije merili s pomocjo angleskih besedil). Zanimivo pri tem
lematizatorju je dejstvo, da za svoje delovanje ne potrebuje seznama besed, ampak le seznam
pravil, ki je nastal s pomocjo strojnega uc¢enja na u¢ni mnozici (korpus z ro¢no dolo¢enimi
lemami za vse besede). Pri RDR ucenju se pravila inkrementalno dodajajo v seznam, ¢im se
pojavijo novi primeri in odlocitve. Ta nova pravila so lahko v nasprotju s starimi pravili, zato
se poleg pravil v jezikovni model dodajajo tudi izjeme za stara pravila. Rezultat je hierarhi¢no

drevo pravil, ki dolocajo transformacijo besede v lemo.

V knjiZznici Pattern sta dve funkciji za lematizacijo: funkcija 'parse’, ki poleg lematizacije
besedam dodeli tudi oblikoskladenjske oznacbe ter druge operacije, in funkcija 'stem', ki
poleg stematizacije s pomocjo Porterjevega algoritma omogoca tudi iskanje lem. Knjiznica
TextBlob vsebuje lematizator, ki tako kot knjiznica NLTK kot argument vzame
oblikoskladenjsko oznako po standardu Wordnet. Zaradi te podrobnosti smo posumili, da
knjiZnica TextBlob uporablja NLTK-jev lematizator, ¢eprav to v dokumentaciji ni omenjeno,
vendar pa bomo v nadaljevanju videli, da njen lematizator daje drugane rezultate (tako po
tocnosti kot hitrosti) od knjiznice NLTK (srebrni standard), zato je njen lematizator ocitno

drugacen od NLTK-jevega, pa Ceprav ravno tako uporablja Wordnet.

Za eksperiment in meritve smo uporabili korpus Treebank, ki vsebuje 100676 Zetonov,

tocnost (accuracy) pa smo merili s pomocjo naslednje formule:
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. Stevilo pravilno dodeljenih lem besedam 4.1)
to¢nost =

Stevilo vseh besed

Tocnost smo merili s pomo¢jo v NLTK integrirane funkcije 'accuracy' za meritev tocnosti.
Spodnja koda prikazuje implementacijo nasih lematizatorjev iz knjiznic Lemmagen, Pattern
SpaCy in TextBlob:

import lemmagen.lemmatizer

from lemmagen.lemmatizer import Lemmatizer
from pattern.text.en import parse

from spacy.en import English

#funkcija za Pattern lematizator v funkciji 'parse'. Potrebujemo branje
#tkorpusa po delé&kih, drugade pride do izjeme 'object does not support item
#fassignment' v knjiZnici Pattern
def parseByChunks (1) :

list = []

#lematiziramo po 100 besed velike deldke seznama
for i in range(0,len(l) ,99):
if len(l) - i < 99:
parsed = parse(l[i:len(l)], chunks=False, tokenize=False,
tags=False, lemmata=True)
else:
parsed = parse(l[i:i + 99], chunks=False, tokenize=False,
tags=False, lemmata=True)

#funkcija vrne seznam dvojic (beseda, lema)
list.extend ([ (x.split("/") [0], (x.split("/")[2].lower())) for x in
parsed.split("\n")1])
return list

#lematizacija s pomo&jo funkcije 'stem' v knjiZnici Pattern. Funkcija vrne
#seznam dvojic (beseda, lema)
def patternlLemmatizer (1) :

return [ (word, stem(word, stemmer = LEMMA) .lower()) for word in 1]

#lematizator iz knjiZnice Lemmagen. Funkcija vrne seznam dvojic (beseda,
#lema)
def lemmagenlLemmanizer (1) :
lemmatizer = Lemmatizer (dictionary=lemmagen.DICTIONARY ENGLISH)
return [ (word,lemmatizer.lemmatize (word).lower()) for word in 1 ]

#lematizator iz knjiZnice SpaCy. Kot vidimo, gre za enak cevovod kot pri
#tokenizaciji, le da vrnemo seznam dvojic (beseda, lema)
def spacylemmatizer (1) :

#inicializacija cevovoda
nlp = English()

#v cevovodu s pomoé&jo opcijskega argumenta 'parse' izkljuéimo
#izdelavo stavénih dreves, kar moéno pospes$i delovanje
tokens = nlp(l.decode('unicode-escape'), parse=False, entity=False)
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listTokens = list (tokens)

#naredimo seznam dvojic (beseda, lema)
finallist = [(word.orth , word.lemma ) for word in listTokens]
return finallist

#lematizator knjiZnice TextBlob
def textBlobLemmatizer(l) :

#tudi ta lematizator kot argument sprejme oblikoskladenjsko oznako na
#podlagi standarda Wordnet, zato je tudi tu potreben slovar preslikav
#Treebank oznak v Wordnet oznake
morphy tag = {'NN':wordnet.NOUN, 'NNS':wordnet.NOUN,
'NNP' :wordnet.NOUN, 'NNPS' :wordnet.NOUN,
'JJ"' :wordnet.ADJ, 'JJR':wordnet.ADJ, 'JJS':wordnet.ADJ,
'VB' :wordnet.VERB, 'VBD':wordnet.VERB,
'VBG' :wordnet.VERB, 'VBN':wordnet.VERB,
'VBP' :wordnet.VERB, 'VBZ':wordnet.VERB, 'RB':wordnet.ADV,
'RBR' :wordnet.ADV, 'RBS':wordnet.ADV}

#lematizacija in izpis seznama dvojic (beseda, lema)

finallist = [(word, Word(word).lemmatize (morphy tag[pos]).lower()) if
pos in morphy tag else (word, Word(word) .lemmatize()) for
word, pos in 1]

return finallist

Kar se ti¢e primerjave knjiznic, nam je najveC tezav povzrocala knjiznica SpaCy, ki zaradi
svojega cevovodnega sistema kot argument ne sprejema seznama besed, ampak le
netokeniziran tekst. Problem smo resili tako, da smo Zetone v Ze tokeniziranem korpusu
Treebank med seboj zdruzili (Pythonova funkcija 'join') s presledki in to besedilo dali kot
argument SpaCy-jevemu cevovodu. Cevovod je nato to besedilo na novo tokeniziral, vendar
pa doloceni Zetoni niso bili isti kot v Ze tokeniziranem korpusu Treebank. Tako smo med
seboj primerjali le enake Zetone, ki jih je bilo 95695 od 100676, kar je verjetno malenkostno

vplivalo na rezultat.

4.3.31 Rezultati meritev to¢nosti
NLTK (srebrni | Pattern | Pattern | SpaCy | Lemmagen | TextBlob
standard) — parse | -stem
Toc¢nost 1.0 0.968 0.871 0.934 0.939 0.948
Cas izvajanja (s) 34 16,57 391 4,8 3,02 3,95

Tabela 4.1: Rezultati meritev to¢nosti za posamezne lematizatorje
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Rezultati meritev so predstavljeni v zgornji tabeli (Tabela 4.1). Kot vidimo, je najvecjo
toCnost dosegla Patternova funkcija parse, ki je kot informacijo vzela tudi oblikoskladenjsko
oznacbo besede, s 97% toc¢nostjo. Druga je bila knjiznica TextBlob, ki prav tako kot argument
sprejme oblikoskladenjsko oznacbo, s 95% toc¢nostjo. Zato domnevamo, da je ravno
upostevanje oblikoskladenjskih oznacb pripomoglo k vecji tocnosti od drugih knjiznic. SpaCy
in Lemmagen sta dosegla podobno, tudi dokaj dobro, okoli 93% in 94% tocnost, malce pa je

razocarala Patternova funkcija stem, ki je dosegla le 87% to¢nost.

Morda malo neprimerna, a Se vedno zanimiva je ocena tocnosti stematizacijskih algoritmov,
ki smo jih primerjali z istim srebrnim standardom kot lematizacijske algoritme zgoraj, Ceprav
se zavedamo, da je ocena nepoStena, saj je priCakovani rezultat korenjenja drugacen od
rezultata lematizacije. Vendar nas je zanimalo, kolikSen delez besednih korenov se pri
posameznih algoritmih za korenjenje dejansko ne razlikuje od lem. Toc¢nost stematizatorjev

smo merili s pomocjo spodnje funkcije:

from pattern.vector import stem, PORTER, LEMMA
from nltk.stem.lancaster import LancasterStemmer
from nltk.stem.porter import PorterStemmer

from nltk.stem.snowball import EnglishStemmer
from nltk.metrics import accuracy

#funkcija za izradun toénosti korenjenja
def stemmerAccuracy(1l):

#Lancasterjev algoritem
Lancaster = [ (word,LancasterStemmer () .stem(word.lower())) for word in
1]

#Porterjev algoritem v knjiZnici NLTK
Porter = [ (word,PorterStemmer () .stem(word.lower())) for word in 1]

#algoritem snezne kepe
Snowball = [ (word,EnglishStemmer () .stem(word.lower())) for word in 1]

#Porterjev algoritem v knjiZnici Pattern
PatternPorter = [ (word, stem(word, stemmer = PORTER) .lower()) for word
in 1]

#izpis toénosti s pomo¢jo v NLTK integrirane funkcije za meritev
#tocnosti. Algoritme primerjamo s srebrnim standardom

print accuracy (lemmalist, Lancaster)

print accuracy(lemmaList, Porter)

print accuracy (lemmalist, Snowball)

print accuracy(lemmalist, PatternPorter)

Tabela 4.2 prikazuje rezultate meritev.
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NLTK Pattern - stem NLTK - NLTK - NLTK -
(srebrni (Porterjev Porterjev Lancasterjev Algoritem
standard) algoritem) algoritem algoritem snezne kepe
Tocnost 1.0 0.783 0.777 0.687 0.783
Cas 34 4,1 5,84 25,74 4,93
izvajanja (s)

Tabela 4.2: Rezultati meritev tocnosti za posamezne stematizacijske algoritme

Vidimo, da Porterjev algoritem v obeh knjiZnicah ter algoritem snezne kepe v NLTK
dosegajo okoli 78% tocnost, ¢e jih primerjamo z lematizacijskim srebrnim standardom, kar
pomeni, da je 78% korenov besed enakih lemi te besede. Lancasterjev algoritem [41] je
dosegel precej slabso tocnost (69%), vendar pa to nujno ne pomeni, da je ta algoritem za

stematizacijo slab, pomeni le, da so koreni, ki jih dodeli besedam, drugaéni od lem teh besed.

4.3.3.2 Primerjava hitrosti knjiznic

KnjiZnice in njihove algoritme smo med seboj primerjali tudi po hitrosti. Hitrost smo merili
na istem korpusu kot to¢nost, tj. korpusu Treebank. Hitrost je bila za vse knjiznice izmerjena
10-krat na seznamih besed, ki so obsegali 12500, 25000, 50000 in 100000 prvih besed iz
korpusa. Nekaj problemov nam je povzrocala knjiznica SpaCy, kjer je operacija lematizacije
nelocljivo povezana z drugimi operacijami nad besedilom in kot vhod sprejme le besedilo in
ne seznama besed. Da bi dobili primerljivo velikost besedila, smo seznam Zetonov zdruZili s
presledki (Pythonova funkcija 'join') in knjiZznici SpaCy kot argument dali to besedilo. Koda
za primerjavo hitrosti knjiznic je priloZena v dodatku diplomske naloge. Slika 4.2 prikazuje

rezultate meritev.
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Slika 4.2: Primerjava hitrosti lematizacije

Za zaletek lahko opazimo, da so vse funkcije linearne, kar pomeni, da ¢as narasca linearno
glede na Stevilo besed. Vendar pa je ocitno, da casovna zahtevnost Patternove funkcije 'parse’
z vecanjem Stevila besed naras¢a precej hitreje kot pri drugih funkcijah, tako da je za korpus s
100000 besedami porabila ve€ kot trikrat ve¢ casa kot druge funkcije.

NajpoloznejSo linijo ima knjiznica SpaCy, ki za lematizacijo korpusa 100000 besed porabi le
kak$no sekundo ve¢ kot pa za lematizacijo korpusa 12500 besed. O¢itno je, da ta knjiZnica
potrebuje nekaj ¢asa za inicializacijo njenega cevovoda, vendar pa se z veCanjem korpusa ta
zacetni zaostanek sCasoma zmanjSuje. Tudi drugi Stirje lematizatorji, tj. knjiznica Lemmagen,
NLTK-jev Wordnet lematizator, Patternova funkcija stem in lematizator v knjiznici TextBlob,
so vsi opravili s seznamom 100000 besed v manj kot 5 sekundah. Pri korpusih z manj kot
25000 besedami razlik med njimi ni, pri vecjih korpusih pa opazimo majhne razlike v hitrosti.
Standardni odkloni teh knjiznic pri meritvah so se merili v stotinkah (NLTK 6 stotink,
funkcija 'stem' v knjiznici Pattern 3 stotinke, Lemmagen 0.7 stotinke in TextBlob 6 stotink).
Ocitno je, da je NLTK-jev lematizator s pomoc¢jo korpusa Wordnet, ki smo ga pri merjenju

tocnosti vzeli za srebrni standard, dobra izbira za izvedbo lematizacije tudi zaradi hitrosti, saj
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se je izkazal za drugega najhitrejSega. To velja pod pogojem, da imamo na voljo tudi
oblikoskladenjske oznatbe besed. Ce teh nimamo, je zelo dobra izbira tudi odprtokodna
knjiznica Lemmagen, ki je Se za malenkost hitrejSa in prav tako dosega dobro to¢nost, in to
celo brez oblikoskladenjskih oznacb za besede. Skoraj enako hitra kot NLTK-jev lematizator
ter knjiznici Lemmagen in TextBlob je tudi Patternova funkcija 'stem', ki pa je na zalost

precej manj tocna, zato pri lematizaciji morda ni prava izbira.

4.3.4 Primerjava hitrosti korenjenja

Ker nas je zanimalo, koliko je operacija stematizacije kompleksnejSa od operacije korenjenja,

smo na enako velikih seznamih besed izmerili tudi hitrost algoritmov za korenjenje.

Graf hitrosti korenjenja
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Slika 4.3: Prikaz hitrosti korenjenja

Rezultati, ki jih prikazuje zgornji graf (Slika 4.3), so presenetljivi, saj smo pricakovali, da
bodo algoritmi za korenjenje hitrej$i od algoritmov za lematizacijo. A dejansko niso po teh
meritvah algoritmi za korenjenje ni¢ hitrejsi od algoritmov za lematizacijo, ampak sta NLTK-

jeva Porterjev algoritem ter algoritem snezne kepe pri seznamu s 100000 besedami celo za
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sekundo pocasnejSa od lematizacije s pomoc¢jo Wordneta (tudi pri meritvah za ta dva
algoritma so se standardni odkloni merili v stotinkah sekunde). Lancasterjev algoritem je po
drugi strani Se veliko pocasnejsi, Cas pa z dolzino seznama strmo naras¢a. Pri 100000 besedah
potrebuje za korenjenje celo ve¢ kot 25 sekund (standardni odklon pri meritvah za ta
stematizator je 0.7 sekunde). Najhitrejsa je Patternova implementacija Porterjevega algoritma,
ki obdela seznam 100000 besed v Casu okoli 4 sekunde (standardni odklon je ena desetinka

sekunde).

4.4 Oblikoskladenjsko ozna€evanje

Pri oblikoskladenjskem oznafevanju posameznim besedam v stavku pripiSemo slovni¢ne
oznake, stavke pa transformiramo v sezname dvojic beseda/oznaka, kjer je oznaka
samostalnik, glagol, pridevnik ali kakSna druga slovni¢na oznaka. Obstaja ve¢ konvencij za
oznacevanje besed, v anglesCini pa je najpogostejSe tako imenovano poenostavljeno
oznacevanje, ki temelji na mnozici oznak Penn Treebank ('Penn Treebank II tag-set').
Pripisovanje slovni¢nih oznak besedam daje doloCeno semanti¢no informacijo o besedi. Tako
velja, da se samostalniki naceloma nanasajo na ljudi, stvari, kraje in koncepte, glagoli pa se
nanaSajo na dejanja in dogodke in ponavadi izrazajo relacijo med ve¢ samostalniki. Pridevniki
opisujejo samostalnike (velikokrat izrazajo sentiment do doloCenega samostalnika), prislovi

pa obicajno opisujejo okolisCine, v katerih poteka dejanje.

Lingyvisti pripisujejo slovni¢ne kategorije na podlagi morfoloskih (oblikovnih), sintakti¢nih in
semanti¢nih indicev. Ze sama oblika besede nam vé&asih pove, za kakino besedo gre. Na
primer, konc¢nice 'ness' ali 'ment' so v anglescini zelo moc¢an indikator, da gre za samostalnik.
Vcasih besedo lazje kategoriziramo na podlagi konteksta (tu gre ponavadi za sintakti¢ne
namige). Na primer, pridevnik je obi¢ajno vedno pred samostalnikom in za glagolom, tako da
¢e vemo, da je doloCena beseda samostalnik in neka druga beseda glagol, je precej verjetno,
da je beseda med njima pridevnik. Semanti¢ni kriteriji za kategorizacijo so v moderni
lingvistiki obravnavani s kopico dvomov, saj jih je tezko formalizirati, vendar pa Se vedno
velja, da nam ravno semanti¢ne definicije povedo najve¢. Tako je najboljSa definicija

samostalnika Se vedno semanti¢na: »Ime osebe, stvari ali kraja.« [24]

4.4.1 Opis oznacevalnikov

Knjiznica NLTK vsebuje veliko oznacevalnikov, vecina od njih pa je ucljivih, kar pomeni, da
jih s pomo¢jo mnoZice Ze¢ vnaprej oznacenih stavkov (u€na mnoZica) lahko nau¢imo, da
oznacujejo nove stavke. Oznacevalnike v tej knjiznici lahko tudi povezemo v verigo, tako da

v primeru, ko prvi oznaCevalnik ne more oznaciti doloene besede, poklicemo drugi
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oznacevalnik v verigi. Najosnovnej$i oznaCevalnik v knjiznici NLTK je privzeti
oznacCevalnik, kjer vse besede ozna¢imo z isto oznako. Ta je uporaben kot pomozni
oznacevalnik, ki je pripet na koncu verige oznacevalnikov, hkrati pa nam lahko sluzi kot

standard ('baseline'), na podlagi katerega lahko ocenjujemo druge oznacevalnike [3].

Drugi najpreprostejSi oznacevalnik v knjiznici NLTK je tako imenovani unigramski
oznacevalnik. Z unigramom ponavadi mislimo na posamezen zeton. Unigramski oznacevalnik
tako pri oznacevanju besed kot kontekst uposteva le besedo, ki jo Zeli oznaciti. Torej gre za

oznacevalnik, ki oznacuje s pomocjo konteksta, kontekst pa je le ena sama beseda.

Pri u€enju oznacevalnik naredi kontekstualni model s pomoc¢jo seznama oznacenih besed, ki
mu pomaga pri pripisovanju oznak drugim besedam. Za kontekst unigramski oznacevalnik
vzame le eno besedo. Sam model na podlagi seznama oznacenih stavkov izracuna frekvenco
posameznih oznacb za dolo¢en kontekst (v tem primeru je kontekst le ena beseda, ki je lahko
v istem besedilu hkrati pridevnik, samostalnik ali kaj drugega). Oznacba z najvisjo frekvenco

je shranjena v modelu in pripisana novim istim besedam.

Poleg unigramskih oznacevalnikov sta v NLTK vgrajena tudi razreda z bigramskim (razred
'‘BigramTagger') in trigramskim (razred 'TrigramTagger') oznacevalnikom. Bigramski
oznacevalnik kot kontekst vzame besedo, ki jo Zeli oznaciti, in besedo pred njo, trigramski pa
besedo, ki jo Zeli oznaciti, in prejS$nji dve besedi. Ta dva oznacevalnika izboljSata tocnost
dodeljevanja oznak zato, ker je oznaka besede velikokrat odvisna od konteksta, v katerem se
nahaja. Na primer »tag« je v angles¢ini lahko samostalnik 'oznaka' ali pa glagol 'oznaciti'.
Ideja n-gramskih oznacevalnikov je, da nam prejSnje besede lahko pomagajo pri odlo€itvi,
kak$no oznako naj dodelimo tem dvoumnim besedam. Vendar se sama po sebi bigramski in
trigramski oznacevalnik obneseta zelo slabo (bigramski oznacevalnik pri empiri¢nih poskusih
dosega okoli 11% toc¢nost, trigramski pa 7%), med drugim tudi zaradi tega, ker ne moreta
dodeliti oznak vsem prvim besedam v stavku. Dobro pa se obneseta v kombinaciji z drugimi

oznacevalniki, ¢e ju vklju¢imo v verigo z drugimi oznacevalniki.
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Slika 4.4: Veriga oznacevalnikov: Zelena pusc€ica predstavlja uspesSen pripis
oblikoskladenjske oznake, rdeca pa neuspesSen pripis oznake

Na zgornji sliki (Slika 4.4) vidimo, kako deluje veriga oznacevalnikov. Najprej poskusa
oznako dodeliti trigramski oznacevalnik, ¢e mu ne uspe, besedo (Zeton) prepusti
bigramskemu, ki v primeru, da mu prav tako ne uspe dodeliti oznake, besedo prepusti
unigramskemu. Ta besedo v primeru, da mu ne uspe dodeliti oznake, prepusti privzetemu

oznacevalniku, ki dodeli najpogostejSo oznako v besedilu.
NLTK poleg zgoraj navedenih vsebuje Se nekaj zanimivih oznacevalnikov:

e Oznacevalnik s pomocjo regularnih izrazov, ki kot argument dobi seznam dvojic, od
katerih je prva od dvojice regularni izraz, druga pa oznaka. Na primer, besede, ki se

koncajo v angles¢ini z 'ing' (regularni izraz r'.*ing$'), so ponavadi glagoli.

e Oznacevalnik na podlagi zacetnic in konc¢nic besed, ki kot kontekst vzame zacetek ali
konec besede in se nauci oznaCevanja le na podlagi slednjega, ne pa cele besede.
Privzeti argumenti za ta oznacevalnik so, da mora biti beseda dolga vsaj 5 znakov,
gleda pa zadnje tri ¢rke v besedi. Drugace dodeli oznako mone'. Te parametre lahko

spreminjamo.

e Brillov oznacevalnik [38], ki temelji na transformacijah. Logika delovanja je dokaj
preprosta: na zacetku uganemo oznako, nato se vrnemo nazaj in popravimo vse

napacne oznake. Te napacne oznake se popravljajo na podlagi seznama pravil, ki ga ta
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oznacevalnik sproti nadgrajuje. Ta pravila imajo ponavadi strukturo 'zamenjaj oznako
1 z oznako 2 v kontekstu K' (na primer 'zamenjaj samostalnik z glagolom, ¢e je

prejsnja beseda veznik') in so ocenjena po naslednji formuli :

Ocena = Stevilo pravilnih popravkov — $tevilo nepravilnih popravkov 4.2)

Ta pravila so zanimiva zaradi tega, ker so lingvisti¢no interpretabilna in nam dajo
doloCeno informacijo o obliki in pomenu besedila. Nato na podlagi teh pravil

oznacevalnik transformira prej predpisane oznake.

TnT (Trigrams 'n' Tags) oznacevalnik [40] je statistiCen oznacevalnik, ki temelji na
Markovskem modelu drugega reda. Ta oznacevalnik hrani frekvenéne porazdelitve
besed glede na u¢ne podatke. Te frekvencne distribucije Stejejo tako unigrame kot tudi
bigrame in trigrame. Med oznaevanjem se te frekvence upoStevajo pri izraCunu
verjetnosti, da ima posamezna beseda ali sklop besed dolo¢eno oznacbo. Ta
oznacevalnik dosega dobre rezultate glede to€nosti (89%), ucenje je hitro, vendar pa je

oznacevanje dokaj poc€asno.

Za oznacevanje v anglesc¢ini lahko uporabimo tudi knjiznico Wordnet, ki je ogromen
slovar angleSkega jezika in vsebuje veliko besed, ki jih obi¢ajna u€na mnoZica ne
vsebuje, zato ga lahko uporabimo za oznaevanje neznanih besed. V mnozici
sopomenk tako pogledamo, katera je najbolj verjetna oznaka za iskano besedo in jo
dodelimo besedi. Ker so oznake v Wordnetu drugacne kot v drugih korpusih, jih je
treba preslikati v nove. Poleg tega Wordnet vsebuje le $tiri splosne oznake, medtem ko
jih korpus 'Treebank' vsebuje 36, zato ta oznacevalnik ni zadovoljiv kot samostojen
oznacevalnik, se pa dobro obnese kot zadnji v verigi med seboj povezanih

oznacevalnikov.

Oznacevalnik, ki oznacCuje besede s pomocjo klasifikacije. Ta oznacevalnik deluje
tako, da najprej i1z besed i1zlus¢i pomembne znacilke in nato na podlagi teh znacilk
dolo¢i razred (oblikoskladenjsko oznako). Ta oznacevalnik je preprost za uporabo in
dosega zelo dobre rezultate. Privzeto klasificira s pomocjo naivnega Bayesovega
klasifikatorja in je pogosto najbolj toCen oznacevalnik, vendar pa je tudi eden od
najpocCasnejSih. Pri klasifikatorju s pomocjo klasifikacije lahko sami izberemo
algoritem za klasificiranje in znacilke, ki jih Zelimo uporabiti pri klasifikaciji. Prav
tako mu lahko pripnemo druge klasifikatorje, ki klasificirajo v primeru, da je

verjetnost najbolj verjetne oznake manjsa od neke definirane mejne verjetnosti.
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Knjiznica Pattern ima vgrajen Brillov oznacevalnik, ki deluje po enaki logiki kot Brillov
oznaéevalnik v knjiznici NLTK. Ze v prej$njem poglavju smo omenili, da tudi knjiZnica
TextBlob za pripis oblikoskladenjskih oznacb privzeto uporablja kar oznacevalnik knjiznice
Pattern, mozno pa je uporabiti tudi privzeti oznaCevalnik iz knjiznice NLTK, torej

oznacevalnik s pomocjo maksimalne entropije.

Tudi knjiznica SpaCy v svojem cevovodu vsebuje oblikoslovni oznacevalnik, ki naceloma
sodi v skupino klasifikacijskih oznacevalnikov, ki temeljijo na nevronski mrezi (‘averaged
perceptron') [1]. Taksni oznacevalniki se ucijo z pomocjo iterativnega prilagajanja utezi na
povezavah med nevroni u¢ni mnozici. Tudi v tej knjiznici je oznacevalnik nelocljivo povezan

z drugimi operacijami.

4.4.2 Primerjava oznacevalnikov po tocnosti

SpaCyjev in Patternov oznacevalnik pripisujeta oznacbe iz mnozice oznacb Penn Treebank II
tag-set, NLTK-jevi oznacevalniki pa so narejeni tako, da jih lahko nau¢imo, da dodeljujejo
oznacbe iz katerekoli mnozice. Da bi bili oznacevalniki med seboj primerljivi, smo vse
NLTK-jeve oznacevalnike ucili na korpusu Treebank z Ze oblikoskladenjsko oznacenimi
besedami, in sicer smo prvih 9/10 korpusa uporabili za uéno mnoZico, zadnjo desetino pa za
testiranje. Po drugi strani sta bila SpaCyjev in Patternov oznacevalnik naucena ze vnaprej
(Patternov na neznanem korpusu 100000 angleskih besed, SpaCyjev pa na plac¢ljivem korpusu
Treebank-2, ki vsebuje 1 milijon Ze oznacenih besed). Kot zlati standard, s katerim smo
primerjali oznake, ki so jih dodelili oznacevalniki, smo uporabili ro¢no oznaceni korpus Penn
Treebank (pri NLTK-jevih oznacevalnikih le zadnjo desetino, pri ostalih pa celega). To¢nost

smo merili po nasledn;ji formuli:

v Stevilo pravilno dodeljenih oblikoskladenjskih oznatb besedam (4 3)
tocnost = ——— :
Stevilo vseh besed

Pri NLTK oznacevalnikih smo tako za izraun tocnosti uporabili kar v oznacevalnike
vgrajeno funkcijo 'evaluate', ki raCuna tocnost po zgoraj omenjeni formuli. Programska koda
za oznacevanje s pomocjo oznacevalnikov iz knjiznice SpaCy in Pattern je zelo podobna kodi
za lematizacijo s pomocjo teh dveh knjiznic, saj pri obeh operacijo izvede ista funkcija (v
knjiznici Pattern funkcija 'parse’, v knjiznici SpaCy pa cevovod 'nlp') z malce druga¢nimi
argumenti, zato kode ne bomo navedli, temvec jo bomo prilozili v dodatku diplomske naloge.

Poglejmo si programsko kodo za u€enje in evaluacijo NLTK oznacevalnikov:
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import nltk

import nltk.tag

from nltk.tag import RegexpTagger

from nltk.tag import AffixTagger

from nltk.tag.brill import £ntbl37

from nltk.tag.brill trainer import BrillTaggerTrainer
from nltk.tag import tnt

from nltk.tag.sequential import ClassifierBasedPOSTagger
from nltk.classify import MaxentClassifier

#racunanje toc¢nosti za razlicéne NLTK oznacevalnike
#udenje in evaluacija unigramskega oznacdevalnika
def unigramtaggerAccuracy () :
unigram tagger = nltk.UnigramTagger (train sents)
return unigram tagger.evaluate (test_ sents)

#udenje in evaluacija bigramskega oznadevalnika
def bigramtaggerAccuracy () :
bigram tagger = nltk.BigramTagger (train_ sents)
return bigram tagger.evaluate(test_sents)

#udenje in evaluacija veriZnega oznacdevalnika, ki ima v verigi pripete
#3 oznadevalnike: privzeti, unigramski in bigramski oznadevalnik
def chainedtaggerAccuracy () :

t0 = nltk.DefaultTagger ('NN')

tl nltk.UnigramTagger (train_sents, backoff=t0)

t2 nltk.BigramTagger (train sents, backoff=tl)

return t2.evaluate (test_sents)

#inicializacija in evaluacija oznacdevalnika s pomo&jo regularnih izrazov
def regextaggerAccuracy() :

#definiranje vzorcev za oznadevanije
patterns = |
(r'~\d+$', 'cp"),
(r'.*ing$', 'VBG'),
(r'.*ment$', 'NN'),
(r'.*ful$', 'JJ'")
1
tagger = RegexpTagger (patterns)
return tagger.evaluate(test_ sents)

#inicializacija in evaluacija oznacevalnika s pomoéjo konénic
def affixtaggerAccuracy():

#argument 'affix length'=-2' doloca, da gledamo zadnji dve é&rki besede
tagger = AffixTagger (train_sents, affix length=-2)
print tagger.evaluate (test_sents)

#Brillov oznacdevalnik - za osnovo vzamemo verizni oznacdevalnik, ki vsebuje
#unigramski, bigramski in privzeti oznacdevalnik
def brilltaggerAccuracy() :

t0 = nltk.DefaultTagger ('NN')

tl nltk.UnigramTagger (train_sents, backoff=t0)

t2 nltk.BigramTagger (train_sents, backoff=tl)

#definiranje vzorca za ucenje pravil
templates = fntbl37()
trainer = BrillTaggerTrainer (t2, templates)
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brill tagger = trainer.train(train_sents)
return brill tagger.evaluate(test_ sents)

#uéenje in evaluacija tnt oznadevalnika
def tnttaggerAccuracy() :
tnt_tagger = tnt.TnT()
tnt_tagger.train(train_ sents)
print tnt tagger.evaluate(test sents)

#ucenje in evaluacija oznacdevalnika s pomocjo klasifikacije - privzeto
#klasificira s pomoéjo naivnega Bayesa
def classifiertaggerAccuracy() :

tagger = ClassifierBasedPOSTagger (train=train sents)

print tagger.evaluate(test_ sents)

#ucenje in evaluacija oznacdevalnika s pomoéjo klasifikacije -
#klasificiranje s pomoéjo maksimalne entropije
def maxenttaggerAccuracy () :
tagger = ClassifierBasedPOSTagger (train=train_ sents,
classifier builder=MaxentClassifier.train)
print tagger.evaluate (test_sents)

Rezultate meritev nam prikaze Tabela 4.3.

SpaCy - Pattern | NLTK- | NLTK | NLTK | NLTK | NLTK | NLTK -

Perceptron | —Brill | unigram - - Brill - tnt —naive | maxent
verizni Bayes
Tocnost 0.936 0.851 0.864 0.891 0.895 0.881 0.932 0.927
Cas 6,32 14,67 5,79 6,71 8,68 / 249,85 | 131,44

izvajanja(s)

Tabela 4.3: Prikaz to¢nosti oblikoskladenjskih oznacevalnikov

Kot vidimo, je SpaCyjev oznacevalnik dosegel najvecjo tocnost (skoraj 94%), blizu pa sta mu
priSla le Se NLTK-jeva oznaevalnika, ki temeljita na klasifikaciji (oznaCevalnika z
algoritmom naivnega Bayesa ter algoritmom za iskanje maksimalne entropije sta dosegla
priblizno 93%). Dobro se je obnesel NLTK-jev verizni oznacevalnik (89% tocnost), kjer smo
v verigo spravili unigramski (ki je sam dosegel 86,4% to¢nost), bigramski ter privzeti
oznacevalnik, ki je vsem neznanim besedam, ki jim druga dva oznacevalnika v verigi nista
znala prepisati oznake, pripisal oznako za samostalnik (NN). Tocnosti oznacevalnikov
knjiZnice TextBlob nismo merili, saj ta knjiZnica privzeto uporablja ze nauceni oznacevalnik

iz knjiznice Pattern, lahko pa uporabimo tudi NLTK-jev privzeti oznacevalnik s pomocjo




50 POGLAVIJE 4. PRIMERJAVA KNJIZNIC PO HITROSTI IN TOCNOSTI

maksimalne entropije, kar pomeni, da meritve to¢nosti teh dveh oznacevalnikov veljajo tudi

za knjiznico TextBlob.

Brillov oznacevalnik smo implementirali tako, da smo za zacetni oznaCevalnik vzeli verizni
oznacevalnik (Slika 4.4), Brillov algoritem pa se je nato naucil skupek pravil, ki so popravila
oznake, ki jih je verizni oznaevalnik napacno dodelil. Na ta nafin smo to€nost veriznega
oznacevalnika izboljSali Se za slabo polovico odstotka in dobili 89,5% to¢nost. Malce nas je
razocaral Patternov Brillov oznacevalnik, ki je dosegel le 85% to¢nost. Mogoce je vzrok za to
v ucni mnozici, ki se morda preve¢ razlikuje od testne, da bi algoritem lahko dosegel boljsi
rezultat, morda pa je problem v sami implementaciji algoritma. Solidno se je obnesel tudi
oznacevalnik TNT, ki je dosegel 88% tocnost, vendar pa nas je pri njem motila njegova
nestabilnost, poCasnost in slaba implementacija, saj je pri oznacevanju vecjih korpusov

veckrat prislo do napake prekoracitve rekurzivnega limita.

Kar se tiCe Casov izvajanja, se vsi nanasajo na oznacevanje celotnega korpusa Treebank (ki
vsebuje nekaj ve¢ kot 100000 besed), ¢eprav smo pri nekaterih oznacevalnikih tocnost merili
le na zadnji desetini korpusa (prvih 9/10 korpusa smo uporabili za oznaéevanje). Casa
izvajanja oznacevalnika TnT nam ni uspelo izmeriti, saj ta pri oznacevanju prevelikih
korpusov vrze napako zaradi presezene maksimalne globine rekurzije. Po drugi strani nam je

uspelo izmeriti njegovo to¢nost na zadnji desetini korpusa.

Poleg oznacevalnikov v tabeli smo testirali tudi bigramski oznacevalnik, ki ni primeren za
samostojno rabo, saj je avtonomno dosegel le 13% tocnost, se je pa dobro obnesel znotraj
verige oznacevalnikov. Oznacevalnik s pomocjo regularnih izrazov je zahteven za
implementacijo, saj je treba ro¢no definirati veliko mnoZzico pravil, kar zahteva dobro
poznavanje angleSkega oblikoslovja. S pomanjkljivo mnozico (nasa je obsegala le 4 pravila),
smo dosegli le okoli 0,5% toc¢nost, zato ga nismo uporabili niti v verigi oznacevalnikov.
Oznacevalnik s pomoc¢jo koncnic besed je z malce prilagoditvami privzetih parametrov

(najboljse rezultate je dalo gledanje le zadnjih dveh ¢rk v besedi) dosegel 32% to¢nost.

4.4.3 Primerjava oblikoskladenjskih oznacevalnikov po hitrosti

Pri naslednjem testu smo preverili hitrost oznacevalnikov. Ni nas zanimala hitrost ucenja,
ampak le hitrost oznacevanja besed ze naucenih oznacevalnikov. In ¢e v prejSnjem poglavju
nismo merili to¢nosti oznacevalnika iz knjiznice TextBlob, saj ta knjiznica privzeto uporablja
implementacijo Ze naucenega Patternovega oznacevalnika, pa smo se odlo¢ili, da njegovo
hitrost vseeno izmerimo, saj je v tej knjiznici oznac¢evalnik implementiran kot metoda razreda
'"TextBlob', v knjiznici Pattern pa kot del funkcije 'parse' (knjiznica Pattern sicer vsebuje tudi

funkcijo 'tag', ki omogoca oblikoskladenjsko oznacevanje, vendar nam pogled v izvorno kodo
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razkrije, da ta funkcija klice funkcijo 'parse'). Razlika v implementaciji istega oznacevalnika
pa bi lahko vplivala na hitrost. Poglejmo si Se kodo, s pomocjo katere smo implementirali

oznacevalnik knjiznice "TextBlob":

from textblob import TextBlob
#foznadevalnik knjiZnice TextBlob

def textBlobtagger(s):
return TextBlob (s) .tags

Kot vidimo, je implementacija zelo preprosta, saj pokli¢emo le metodo razreda '"TextBlob', ki
je ovojni razred za besedilni niz (string). Konstruktor tega razreda kot argument sprejme le
besedilni niz, ne pa seznama besed, zato nasa metoda poleg oznacevanja izvede tudi
tokenizacijo (poskusi, kjer smo naredili nov 'TextBlob' objekt za vsako besedo iz seznama, so
pokazali, da je to dejansko pocasneje, kot ¢e poleg oznacevanja izvedemo Se tokenizacijo

celotnega korpusa).

Tako kot pri lematizaciji smo hitrost preverjali na S$tirih razli¢no velikih besedilih: prvih
100000 besed korpusa Treebank, prvih 50000 besed korpusa Treebank, prvih 25000 besed
korpusa Treebank in prvih 12500 besed korpusa Treebank. Knjiznici SpaCy in TextBlob, kjer
je oznacevanje nelocljivo od tokenizacije, smo kot argument dali besede, zdruzene s presledki
(Pythonova funkcija 'join').

Rezultati so predstavljeni na grafu (Slika 4.5). Zaradi boljSe preglednosti smo tu namesto
linearne skale za cas uporabili logaritemsko skalo. Za zacetek lahko opazimo, da se
oznacevalniki po hitrosti na grobo delijo v tri skupine. Oba na kategorizaciji temeljeca
oznacevalnika iz knjiznice NLTK sta veliko pocasnejSa od vseh ostalih oznacevalnikov (ne
pozabimo, da je za Cas uporabljena logaritemska skala). Klasifikacijski oznacevalnik, ki
temelji na maksimalni entropiji, se je presenetljivo izkazal za hitrejSega od naivnega Bayesa),
kar je verjetno posledica tega, da pri teh meritvah nismo ustvarili lastnega oznafevalnika z
maksimalno entropijo kot pri meritvah to¢nosti, ampak smo uporabili kar privzeti
oznacevalnik v NLTK, ki je tudi oznacevalnik s pomoc¢jo maksimalne entropije (pri merjenju
to¢nosti ta ni prisel v postev, saj se privzeto uci na celotnem korpusu Treebank, zato ga ni bilo
mogoce testirati na istem korpusu). Ta oznaCevalnik je verjetno vsaj delno hitrostno

optimiziran, a zato manj prilagodljiv.

Oznacevalnik, ki izstopa v drugi hitrejsi skupini oznacevalnikov je SpaCyjev oznacevalnik.
Kot vidimo, nanj velikost korpusa ne vpliva tako moc¢no kot na druge oznacevalnike. Ta
oznacevalnik potrebuje kar nekaj Casa za inicializacijo, vendar pa se Ze pri korpusu z okoli

90000 tiso¢ besed izkaze za boljSo izbiro od drugih oznacevalnikov v tej skupini, e nas
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zanima le hitrost. Pri manj$ih korpusih je vredno uporabiti Brillov ali verizni oznacevalnik, ki

sta hitrejSa, razlika med njima v hitrosti pa je skoraj zanemarljiva.

Graf hitrosti oznacevanja
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Slika 4.5: Primerjava hitrosti oznacevanja

Najvecje presenecenje pa je seveda implementacija Patternovega oznacevalnika v knjiZnici
TextBlog, ki je za celoten hitrostni razred hitrejsi od vseh ostalih oznacevalnikov, kljub temu
da poleg samega oznacevanja izvede tudi tokenizacijo. Oc¢itno je Patternova implementacija
istega oznaCevalnika v funkciji 'parse’ veliko pocasnejSa od implementacije tega
oznacevalnika znotraj razreda "TextBlob', kljub temu da smo s pomocjo opcijskih argumentov
v funkciji 'parse’ izkljucili vse dodatne operacije, kot sta tokenizacija in lematizacija.

Ce sedaj pogledamo, kateri oznacevalnik je najbolje uporabiti, hitro vidimo, da oba na
kategorizaciji temeljea oznacevalnika kljub svoji tocnosti odpadeta zaradi svoje pocasnosti,
saj nam SpaCyjev perceptron nudi za skoraj odstotek boljSo tocnost pri veliko hitrejSem
izvajanju. Ce nam je hitrost pomembnejsa od to¢nosti, je najbolj$a izbira knjiznica TextBlob,
vendar pa ima ta oznacevalnik slabo tocnost (okoli 85%). V primeru, da Zelimo

oblikoskladenjske oznake pripisati slovenskemu besedilu, nam ne preostane drugega, kot da
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uporabimo enega od klasifikatorjev knjiznice NLTK, saj so edino ti ucljivi. V tem primeru
priporo¢amo uporabo oznacevalnika s pomocjo klasifikacije (klasifikator s pomocjo naivnega
Bayesa se je izkazal za to¢nejSega — njegova tocnost je 93%), ¢e nam ni pomembna hitrost, ali

pa Brillov oznacevalnik, ki je hiter in dosega tudi dokaj dobro to¢nost (89,5%).

4.5 Primerjava hitrosti kombinacije operacij

Ze veckrat smo omenili, da knjiznica SpaCy vsebuje cevovod, ki smiselno zdruZuje razne
operacije za obdelavo naravnega jezika. Kombiniranje temeljnih operacij, kot so tokenizacija,
lematizacija in oblikoskladenjsko oznacevanje, je smiselna, saj v vecini primerov obdelave
naravnega jezika nad besedilom ne izvedemo le ene od zgoraj nasStetih operacij, ampak kar
vse (to bomo demonstrirali tudi v naslednjem poglavju o klasifikaciji, ki za svoje delovanje

potrebuje predprocesiranje s pomocjo vseh zgoraj nastetih operacij).

Podoben cevovod kot knjiznica SpaCy vsebuje tudi funkcija 'parse' iz knjiZnice Pattern, ki
prav tako zdruzuje operacije lematizacije in oblikoskladenjskega oznaCevanja, vendar ne
vsebuje tokenizatorja (ali natan¢neje, njen vgrajeni tokenizator razdeli besedilo le na stavke).
Knjiznica TextBlob pa povezuje operaciji tokenizacije in oblikoskladenjskega oznacevanja.
Po drugi strani knjiznica NLTK ne vsebuje nikakrSnega cevovoda ali kakega drugacnega
smiselnega povezovanja razli¢nih, pogosto skupaj uporabljenih operacij.

Sklenili smo preveriti, kako hitro so posamezne knjiznice sposobne izvesti kombinacijo treh
operacij, tj. tokenizacije, lematizacije in oblikoskladenjskega oznaCevanja. Meritve smo
opravili na korpusu Gutenberg, in sicer na Stirih razli¢no dolgih delih tega korpusa (prvih
1000000 besed, prvih 500000 besed, prvih 250000 besed in prvih 125000 besed). V knjiZnici
NLTK smo uporabili privzeti tokenizator, Wordnet lematizator ter privzeti oblikoskladenjski
oznacevalnik (gre za oznacevanje s pomocjo klasifikacije na podlagi maksimalne entropije), v
knjiznici TextBlob pa smo uporabili kar njene privzete metode za te operacije (tokenizator in
lematizator, ki smo ju testirali v prejSnjih poglavjih, in njen privzeti oznacevalnik i1z knjiZnice
Pattern). Tudi pri teh meritvah hitrosti smo zaradi boljSe preglednosti za Cas uporabili

logaritemsko skalo. Rezultati so predstavljeni na grafu (Slika 4.6).
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55 Graf hitrosti kombinacije operacij
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Slika 4.6: Primerjava hitrosti kombinacije operacij tokenizacije, lematizacije in
oblikoskladenjskega oznacevanja

Kot vidimo iz grafa, obstaja ogromna razlika v hitrosti med knjiZznico NLTK in drugimi tremi
knjiznicami, ki so kombinacijo nalog pri korpusu s 1000000 besedami opravile ve¢ kot
desetkrat hitreje. K pocasnosti knjiznice NLTK je verjetno odlo€ilno prispeval ravno
oznacevalnik. Druga zanimiva ugotovitev iz grafa je, da je najhitrejSa knjiznica TextBlob, ki
nima implementiranega cevovoda, zdruZuje pa operaciji tokenizacije in oznacevanja. O¢itno
je njena implementacija posameznih metod dovolj hitra (njen tokenizator se je izkazal za
najhitrejSega, prav tako njena implementacija oblikoskladenjskega oznaCevalnika, lematizator
pa je bil ravno tako med hitrejSimi), da je njihova izvedba prehitela celo SpaCyjev cevovod,
ki je pristal na drugem mestu. Tudi knjiznica Pattern se je obnesla relativno dobro, za njen
pristanek na tretjem mestu pa je verjetno kriva poCasna implementacija lematizatorja v
knjiZnici 'parse', ki se je kot najpocCasnejSi izkazal ze pri samostojnem testu hitrosti

lematizacije.



Poglavje 5 Klasifikacija in analiza sentimenta

V tem poglavju bomo knjiznice med seboj primerjali po njihovih metodah za klasificiranje
teksta. Klasifikacija besedil ni osnovna metoda pri procesiranju naravnega jezika, je pa ena
najpogostejsih operacij na besedilih, ki kot vhod zahteva ze procesiran tekst. Tako imamo v
tem poglavju priloznost, da uporabimo znanje iz prejSnjih poglavij in hkrati preverimo
interoperabilnost posameznih knjiznic. Prav tako bo v tem poglavju poudarek na procesiranju

slovenskega jezika

Klasifikacija teksta je postopek dodeljevanja pravilnih oznak (kategorij) delom teksta glede na
rabo besed znotraj tega dela teksta. Primer klasifikacije je odlocanje, ali je elektronska posta
'spam' ali ne, doloCanje teme nekega ¢lanka v novicah ali pa odlocanje, ali gre pri besedi 'klop'
za nadleznega parazita ali objekt za sedenje. Obstaja ve¢ razli¢nih vrst klasifikacije, v osnovi
pa Kklasifikacijo delimo na nadzorovano (klasifikacija s pomocjo ucne mnozice ze
klasificiranih primerov) in na nenadzorovano (iskanje vzorcev in povezav v nekategorizirani
mnozici primerov), glede na Stevilo kategorij (binarni klasifikator na primer razdeli tekst na
dve kategoriji, posamezen del teksta pa lahko pripada le eni kategoriji, ne pa obema hkrati) in
glede na prekrivanje kategorij (multi-kategorijski klasifikator (multi-label classifier) dodeli
tekstu eno ali ve¢ kategorij). Pri osnovnih klasifikacijskih opravilih so ponavadi vsi vhodni
podatki obravnavani, kot da so med seboj neodvisni. NajpogostejSa je nadzorovana
klasifikacija, kjer klasifikator u¢imo na podlagi ze pravilno kategoriziranega korpusa, vse

kategorije pa so znane vnaprej.

Pri osnovni analizi sentimenta tekst klasificiramo glede na njegovo Custveno zaznamovanost,
in sicer kot pozitivnega ali negativnega, obi¢ajno pa tem dvem razredom dodamo Se srednji
nevtralni razred za Custveno nezaznamovan tekst. Obstaja kar nekaj pristopov za dolocanje
sentimenta, na grobo pa bi lahko te pristope razdelili na pristop s strojnim ucenjem, leksikalni
pristop in lingvisticni pristop. Pri lingvistiénem pristopu analiziramo slovni¢no strukturo
besedila in na podlagi te strukture sklepamo na njegovo Custveno polarnost. Ta pristop se
navadno izkaze za raCunsko zahtevnega in se zato uporablja le redko, saj ni primeren za
uporabo v realnem casu. Pri leksikalnih pristopih sentiment dolo¢amo na podlagi leksikona
custveno zaznamovanih besed. Tekst, ki vsebuje Custveno negativne besede iz leksikona, je

klasificiran kot negativen, tekst, ki vsebuje custveno pozitivne besede, pa je klasificiran kot
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pozitiven. Prednost tega pristopa je predvsem njegova hitrost, problem pa je predvsem
njegova nefleksibilnost (predvsem na internetu se jezikovna raba doloCenih besed s ¢asom
mocno spreminja, prav tako se uporablja sleng in slovni¢no ne popolnoma pravilno besedisce,

ki ga leksikon besed ne vsebuje) [5].

Pristop s strojnim ucenjem deluje tako, da se klasifikator uci iz mnozice ze kategoriziranih
znacCilk (u¢na mnozica), da bi pozneje lahko oznacil Se nekategorizirane mnozice znacilk
(nadzorovana klasifikacija). Ta pristop se zadnje ¢ase uporablja najpogosteje, saj je primeren
za analiziranje spletnih virov, kot so spletni komentarji in tviti. Za klasificiranje s pomocjo
strojnega ucenja obstaja ve¢ algoritmov z razlicnimi ¢asovnimi zahtevnostmi, nekateri od njih
pa so primerni za klasificiranje v realnem casu. Problem tega pristopa je predvsem v izdelavi

zadovoljive uéne mnozice, kar je lahko precej zamudno opravilo.

Knjiznici NLTK in Pattern vsebujeta kar nekaj metod in algoritmov za klasificiranje teksta s
pomocjo strojnega ucenja, medtem ko knjiznici SpaCy in PyNLPI podpore za klasifikacijo
teksta ne vsebujeta. Knjiznica TextBlob za klasificiranje uporablja klasifikatorje iz knjiZnice
NLTK, do katerih se dostopa s pomocjo razlicnih ovojnih razredov za vsak klasifikator

posebej, ali pa kar direktno iz razreda '"TextBlob', ki vsebuje metodo 'classify'.

5.1 lzbira teksta

Pri izbiri teksta smo upoStevali dva kriterija. Kot prvo smo Zeleli slovenski tekst, saj smo
zeleli v praksi preveriti, kako se razlicne knjiznice obnesejo pri procesiranju slovenskega
jezika. Oznaceni tekst je moral biti omejene dolZine, saj bomo na njem izvajali ¢asovno prece;j
zahtevne operacije. Za namen te diplomske naloge so se nam zato zdela najprimernejSa kratka
spletna besedila, kot so komentarji na spletnih straneh in komentarji na druzbenih omrezjih.
Od druzbenih omreZij se nam je najprimernejSe zdelo Twitter. To druZbeno omreZje, ki je
nastalo leta 2006, je kmalu pridobilo globalno popularnost in je imelo leta 2014 ze 271
milijonov aktivnih uporabnikov. Twitter svojim uporabnikom dovoljuje objavo kratkih
sporo€il dolZine do 140 znakov, ki jih poznamo pod imenom 'tviti'. V povpre€ju je vsako
sekundo objavljenih 6000 tvitov, kar pomeni 500 milijonov tvitov dnevno ali okoli 200
milijard tvitov v letu [5]. Twitter ni zanimiv le individualnim uporabnikom, ampak tudi
korporacijam, saj je velika zakladnica osebnih informacij o njegovih uporabnikih, ki omogoca
ucinkovito spletno oglasevanje. Raziskave, ki so bile izvedene predvsem v angleSkem jeziku,
so ze odkrile moc¢no korelacijo med izmerjenim sentimentom do volilnih kandidatov v tvitih
in rezultati volitev ter med izrazenim sentimentom in borznimi gibanji [5], zato se nam je

zdela analiza sentimenta v slovenskih tvitith zanimiva tema, saj je bilo na tem podroc¢ju
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opravljenih precej manj raziskav kot v anglesCini, hkrati pa nas je presenetila precej slaba

to¢nost doslej izvedenih pristopov v slovens¢ini [5].

Poleg tvitov smo se odlocili tudi za analizo sentimenta v komentarjih na novicarskem portalu
RTV Slovenija. Ti komentarji so po svojem jeziku, strukturi in dolzini zelo podobni tvitom in
nam verjetno lahko ponudijo podobne informacije kot tviti. Tu sicer ni dolzinske omejitve

140 znakov, vendar pa le redki komentarji to dolzino dejansko presezejo.

Z Oddelka za prevajalstvo na institutu JoZefa Stefana nam je uspelo pridobiti mnoZico 2000
komentarjev in 2000 tvitov na temo politike in Sporta [26], ki jim je bil ro¢no s pomoc¢jo dveh
ocenjevalcev dolo¢en sentiment (tviti in komentarji so bili kategorizirani v razrede '+, '-' in
'0', ki predstavljajo pozitiven, negativen in nevtralen sentiment). To mnozico besedil smo
uporabili kot temelj za generiranje u¢ne in testne mnozice za algoritme strojnega ucenja, Se

pred tem pa je bilo potrebno temeljito predprocesiranje.

5.2 Predprocesiranje teksta

Klasifikacijski algoritmi v knjiznici TextBlob in knjiznici Pattern sprejmejo vhod v obliki
seznama dvojic (tekst, oznaka), knjiznica TextBlob pa kot vhod sprejme tudi csv ali json
datoteko. Klasifikator (oziroma natan¢neje, v knjiznici TextBlob ovojni razredi za NLTK
klasifikatorje, v knjiznici Pattern pa razred 'Document’, ki tekst spremeni v 'vreco besed' ) v
teh knjiznicah nato sam poskrbi za tokenizacijo, lematizacijo in nadaljnjo obdelavo teksta.
TakSen vhod je sicer prijazen do uporabnika, saj mu ni treba izvajati dodatnih operacij
procesiranja naravnega jezika, a glede na to, da te knjiZznice ne omogocajo lematizacije
slovenskih tekstov, nam vhod takSne oblike ni ustrezal, saj smo Zeleli sami izvesti
lematizacijo s pomoc¢jo knjiznice Lemmagen. Knjiznica Pattern je dovolj fleksibilna, da njeni
klasifikatorji kot vhod sprejemajo tudi tokeniziran tekst v obliki seznama, medtem ko to pri
knjiznici TextBlob ni mogoce. Klasifikatorji knjiznice NLTK po drugi strani sprejmejo kot
vhod le Ze mo¢no obdelan tekst v obliki slovarja znacilk (tako imenovana 'vreca besed' — ve¢

o tem bomo povedali v nadaljevanju).

Za zaletek smo iz u¢ne mnozice tvitov in komentarjev z Oddelka za prevajalstvo odstranili
vse tvite in komentarje, pri katerih se ocenjevalca nista strinjala glede kategorije, ki sta jo
dodelila. Tako smo iz prvotnih 4000 tvitov in komentarjev morali izlo¢iti kar 823 primerov in
na koncu pristali pri 3177 tvitih in komentarjih. Odstotek dvoumnih primerov, kjer se
cloveska ocenjevalca nista strinjala glede sentimenta, nas je presenetil ter navdal s
pesimizmom glede strojnega reSevanja problema dvoumnosti naravnega jezika in sarkazma,

ki ga oc€itno nista znala najbolje resiti tudi strokovno usposobljena Cloveska ocenjevalca.
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Nato smo vse tvite in komentarje tokenizirali. Pri tem smo uporabili kar NLTK-jev privzeti
tokenizator, ki je preprost za uporabo, a ne ravno hiter pri obdelavi velikih besedil, vendar pa
hitrost pri tako majhnem Stevilu tvitov ni bila vprasljiva. Ta tokenizator je tvite in komentarje
razdelil na besede ter locCila predstavil kot posamezne zetone. IzloCitev locil iz tvitov in
komentarjev pri empiri¢nih poskusih ni imela za posledico boljSe to¢nosti klasifikacije, zato
smo se odlocili, da locila pustimo. Nato smo vse pridobljene zetone lematizirali s pomocjo
knjiznice Lemmagen. Nasa funkcija za lematizacijo in tokenizacijo, ki kot vhod dobi seznam

dvojic (tekst, oznaka), je bila videti takole:

def preprocess(list):
tokenizedlist = []

#tokenizacija in lematizacija
lemmatizer = Lemmatizer (dictionary=lemmagen.DICTIONARY SLOVENE)
for text, tag in list:

text = text.decode ("utf£8")

#tokenizacija s pomo&jo privzete NLTK funkcije za tokenizacijo
tokens = nltk.word_ tokenize (text)

#lematizacija Zetonov z lematizatorjem Lemmagen in normalizacija
# (sprememba vseh &rk v male)
lemmatizedText = [lemmatizer.lemmatize (x.lower()) for x in tokens]

#Zetone shranimo v seznam
tokenizedlist.append((lemmatizedText, tag))
return tokenizedlist

Zgornja funkcija vrne seznam dvojic oblike (tokeniziran in lematiziran tekst v obliki seznama,

oznaka), ki je primeren za nadaljnje procesiranje.

5.3 lzracdun znacilk

Iskanje in uporaba relevantnih znacilk in odlocanje o tem, kako jih zakodirati, ima lahko
odlocilen vpliv na izgradnjo ¢im boljSega modela. Veliko casa pri izgradnji klasifikatorja se
zato posveti temu delu. Ceprav je velikokrat mozno, da dobimo solidne rezultate z uporabo
dokaj preprostih znacilk, se lahko to¢nost klasifikatorja drasti¢no izboljSa s pomocjo izgradnje
zapletenih znacilk, ki zahtevajo zelo dobro razumevanje samega klasifikacijskega problema.
Znacilke so ponavadi narejene na podlagi procesa poskusov in napak, ki ga vodi intuitivno
razumevanje, katere informacije so relevantne za problem. Obicajno obstaja meja glede
Stevila zna¢ilk, ki jih uporabimo za klasifikacijo. Ce je zna¢ilk preveé, se bo algoritem lahko

prevec¢ prilagodil u¢ni mnozici in ne bo uspesen pri klasifikaciji novih problemov.
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Ekstrakcija znacilk je v naSem primeru proces transformacije tvita ali komentarja (ki je
tokeniziran in predstavljen v obliki seznama) v mnozico znacilk, ki je primerna za uporabo pri
klasificiranju. NLTK klasifikatorji zahtevajo mnozico znacilk v obliki slovarja, zato je vedno
potrebno vsak seznam besed spremeniti v Pythonov slovar. Ta slovar se imenuje »vreca
besed« [24], saj besede nimajo doloCenega vrstnega reda, prav tako ni pomembno, kdaj in
kolikokrat so se pojavile v seznamu. Klasifikatorji knjiznice Pattern kot argument sprejmejo
slovar dvojic tekst (ki je tokeniziran ali pa ne), oznaka, vendar pa Patternov interni razred
»Document« te dvojice interno prav tako spremeni v ‘'vreCo besed'. Funkcija, ki smo jo

uporabili za spremembo tokeniziranega teksta v vreco besed, je prikazana spodaj:

#funkcija za izdelavo znadilk za klasifikatorje NLTK
def word features (text):
return dict ([ (word, True) for word in text])

Ce vzamemo za primer vhoda tokeniziran tekst 'ta tekst je vre¢a besed', dobimo iz njega

naslednjo 'vreco besed'":
{'ta": True, 'vreca'": True, 'tekst': True , 'besed': True, 'je": True }

Tako v obeh knjiznicah kot znacilke na koncu dobimo slovar dvojic Zeton, 'boolean' (namesto
'booleanov' bi vsaj v NLTK lahko uporabili tudi kak§no numeri¢no spremenljivko, kot je 'int'
ali 'float')), kjer nam 'boolean' pove, ali posamezen tvit ali komentar vsebuje dolocen zeton.
Vsak tvit in komentar sta tako spremenjena v vreco v obliki slovarja, znotraj katere so besede,

ki jih vsebuje.

5.4 Kilasifikatorji

Knjiznici NLTK in Pattern vsebujeta ve€ razli¢nih klasifikatorjev. Klasifikacijo omogoca tudi
knjiznica TextBlob, vendar pa uporablja klasifikatorje iz knjiznice NLTK. Knjiznici NLTK in
Pattern vsebujeta naivni Bayesov klasifikator, knjiznica NLTK pa poleg tega vsebuje Se
klasifikator s pomocjo odloc¢itvenega drevesa in klasifikator s pomoc¢jo maksimalne entropije,
katerega delovanje smo razlozili ze v poglavju o oblikoslovnih oznac¢bah. Knjiznica prav tako
ponuja ovojni razred za dostop do klasifikatorjev v knjiznici Scikit-learn [29], zato smo v
nadaljevanju preverili tudi tocnost klasifikatorja s pomocjo naivnega Bayesa ter klasifikator s
pomoc¢jo metode podpornih vektorjev (support vector machine, v nadaljevanju SVM) iz te
knjiznice. Knjiznica Pattern vsebuje S¢ SVM Kklasifikator, klasifikator s pomocjo k-najblizjih
sosedov (k-nearest neighbours, v nadaljevanju KNN) ter enonivojski perceptron (single layer

perceptron, v nadaljevanju SLP).
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5.4.1 Naivni Bayesov klasifikator

Naivni Bayesov klasifikator kategorizira po naslednji formuli:

P(oznaka) * P(znacilka | oznaka) (5.1
P(znatilka)

P(oznaka | znacilka) =

P(oznaka) je vnaprej$nja verjetnost, da se oznaka pojavi, torej koliko znacilk od vseh ima to
oznako v u¢ni mnozici. P(znacilka | oznaka) je vnaprej$nja a priori verjetnost, da ima znacilka
doloceno oznako. P(znacilka) je verjetnost, da se ta znacilka pojavi (na primer, ¢e se v ucni
mnozici ta znacilka pojavi dvakrat in gre za mnozico s stotimi primeri, je verjetnost 2%).
P(oznaka | znacilka) je verjetnost, ki jo i§¢emo, torej verjetnost, da ima doloCena znacilka v
resnici to oznako. Ce je verjetnost velika, potem smo lahko skoraj prepricani, da je
klasifikacija pravilna. Verjetnost dolocene oznake za celoten tekst dobimo tako, da med seboj
zmnozimo verjetnosti vseh znacilk (verjetnosti, da ima dolo¢ena znacilka dolo¢eno oznako),

ki jih tekst ima. Na koncu le Se izberemo oznako z najvecjo verjetnostjo [24].

Prednost naivnega Bayesa je, da pri njem tocno vemo, kakSen je postopek ocenjevanja. Tako
ima ta klasifikator v NLTK tudi metode, ki nam omogocajo, da bolje razumemo vrednost
vhodnih podatkov. Metoda 'show most informative feature' nam pove, katere posamezne
znalilke so najboljSe za klasifikacijo, kar je zelo uporabna povratna informacija, ki nam
pomaga bolje razumeti znacilnosti naSih podatkov. Vendar ima ta klasifikator tudi
pomanjkljivosti, in sicer je problemati¢na predvsem njegova 'naivnost', ki predpostavlja, da so
vse znacilke med seboj neodvisne. V resnicnem svetu ta predpostavka preprosto ne drZzi.
Problem nastopi, ¢e imamo dve med seboj mo¢no povezani znacilki. Klasifikator v tem
primeru uposteva doprinos obeh znacilk in na ta nacin 'neupravi¢eno' podvoji mo¢ argumenta

za dolo¢eno oznako.

5.4.2 Odlocitvena drevesa

Klasifikacija s pomocjo odloCitvenega drevesa deluje tako, da se naredi drevesna struktura,
konca, pridemo do listov, ki so oznake (razredi). Klasifikator gradi drevo od spodaj navzgor,
na koncu pa drevo preuredi tako, da je pot do kon¢ne odlocitve pri vseh znacilkah ¢im krajSa
in da so na vrhu znacilke, ki so najbolj informativne. Prednost odloCitvenega drevesa je
podobna kot pri naivhem Bayesu, in sicer da to¢no vemo, na podlagi kaks$nih pravil

klasifikator klasificira, kar nam spet da pomembno informacijo o nasih podatkih [24].
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5.4.3 Klasificiranje z maksimalno entropijo

Klasificiranje s pomoc¢jo maksimalne entropije poteka tako, da klasifikator zakodira oznacene
znacilke v vektorje, ti vektorji pa so pozneje uporabljeni za izracun utezi za vsako znacilko, ki
so nato kombinirane z namenom, da se dolo¢eni mnozici znacilk pripiSe pravilna oznaka.
Glavna ideja pri tej klasifikaciji je, da se zgradi model, ki vsebuje veC verjetnostnih

distribucij, ki ustrezajo podatkom, na koncu pa se izbere distribucijo z najvecjo entropijo [24].

5.4.4 Metoda podpornih vektorjev (SVM)

SVM Kklasifikator temelji na reprezentaciji posameznih besedil v vecédimenzionalnem
matemati¢nem prostoru, dimenzije pa so med seboj loCene s pomocjo hiperravnin. Ta
klasifikator se je na sploSno obnesel dobro, prav tako njegovo delovanje ni prepocasno,
problem pa je, da deluje kot ¢rna skrinjica, tako da nimamo vpogleda v njegovo delovanje in
ne moramo pridobiti kriterijev, na podlagi katerih klasificira, ter s tem informacij o nasi uéni

mnozici [10].

5.4.5 Metoda najblizjih sosedov (KNN)

KNN klasifikator klasificira tekst na podlagi dolo¢enega Stevila (to Stevilo doloca 'k') njemu
najbolj podobnih tekstov iz uéne mnozice, podobnost pa racuna na podlagi doloCene funkcije
(na primer kosinusna podobnost). Ta klasifikator je precej ¢asovno zahteven, vendar pa ima
tako kot naivni Bayesov klasifikator prednost, da to¢no vemo, kaj se pri klasifikaciji dogaja
[10].

5.4.6 Enonivojski perceptron (SLP)

SLP klasifikator je preprosta nevronska mreza, ki temelji na oteZenih povezavah med nevroni,
katerih uteZi se iterativno prilagajajo uéni mnoZici med treningom. Pri tem klasifikatorju
imamo podoben problem kot pri klasifikatorju SVM, tj. da ne vemo to¢no, kaj se dogaja med

samo klasifikacijo [10].

5.4.7 Uporaba klasifikacije v knjiznici NLTK

V knjiznici NLTK vsi klasifikatorji dedujejo po razredu 'Classifier]l', zato so metode za
njihovo ucenje, testiranje in klasificiranje pri vseh klasifikatorjih enake. Kot primer si
poglejmo kodo za ucenje, testiranje in klasificiranje klasifikatorja s pomocjo naivnega

Bayesa:
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import nltk
#udenje klasifikatorja
classifier =nltk.NaiveBayesClassifier.train(training set)

#testiranje klasifikatorja
accuracy = nltk.classify.util.accuracy(classifier, test_set)

#klasificiranje tokeniziranega tvita
classifier.classify(word features(['Danes',6 'biti', 'lep', 'dan']))

Za izracun preciznosti, priklica in F-mere (ve¢ o teh merah bomo povedali v naslednjem
poglavju), ki smo jih uporabili za merjenje uspesnosti klasifikatorjev, je potrebnega malo vec
dela, kodo pa prilagamo v dodatku diplomske naloge. Tudi v knjiznici Pattern imajo vsi
klasifikatorji enake metode za ucenje, testiranje in klasificiranje. Kot primer si poglejmo kodo

za ucenje, testiranje in klasificiranje klasifikatorja SVM:

from pattern.vector import SVM

#udenje klasifikatorja
classifier = SVM(train=trainset)

#testiranje klasifikatorija
accuracy, precision, recall, fl = classifier.test(testset)

#klasificiranje tokeniziranega tvita
classifier.classify('Danes','biti', 'lep', 'dan'])

Funkecija 'test' vrne to€nost, preciznost, priklic in F-mero, vendar pa naj omenimo, da gre tu za
drugacno tocnost, kot bi jo Zeleli imeti mi, zato smo to¢nost merili s pomocjo lastne funkcije.

Vec o tem bomo povedali v naslednjem poglavju.

5.5 Kriteriji uspesnosti klasifikacije in primerjave klasifikatorjev

Vse zgoraj nastete klasifikatorje smo primerjali po to€nosti. Zaradi majhnosti u¢ne mnozice
smo uporabili 10-kratno pre¢no preverjanje, in sicer smo desetkrat iz celotne mnoZice tvitov
in komentarjev izloc¢ili drugo testno mnozico, ki je vsebovala desetino vseh tvitov in
komentarjev, ter klasifikator nato ucili na ostalih tvitih in komentarjih v mnoZici. Naucen
klasifikator smo desetkrat testirali na izlo¢eni desetini mnoZice ter na koncu izracunali
povprec¢je meritev. Kriteriji uspesnosti klasifikacije so bili trije. Tocnost (accuracy) smo

racunali po formuli:

Stevilo pravilno klasificiranih primerov (5.2)

toCnost = T -
Stevilo vseh primerov
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Poleg toc¢nosti pri klasifikaciji pogosto uporabljamo Se druge mere za ocenjevanje uspesnosti
klasifikatorjev. NajpogostejSa sta preciznost (precision) in priklic (recall). Nepravilna
pozitivna klasifikacija se zgodi, ko klasifikator klasificira mnoZzico znacilk z oznako, ki je ne
bi smela imeti. Nepravilna negativna klasifikacija pa se zgodi, ko klasifikator ne dodeli
oznake mnozici znacilk, ki bi morala imeti to oznako. Pri binarni klasifikaciji se ti dve napaki
zgodita hkrati. Preciznost je pomanjkanje nepravilnih pozitivnih klasifikacij, priklic pa je
pomanjkanje nepravilnih negativnih klasifikacij. Tako velja, da ¢e ima klasifikator nizko
preciznost, so negativni primeri pogosto klasificirani kot pozitivni. Ce pa ima klasifikator
nizek priklic, to pomeni, da klasifikator zgreS$i mnogo primerov, ki bi jih moral klasificirati za
pozitivne. Zato sta ti dve meri pogosto v obratnem sorazmerju: boljsi ko je priklic, manjsa je
preciznost in obratno. Hkrati pa nam te mere dajo boljSo sliko o dejanski uspeSnosti
klasifikatorja kot to¢nost [10]. Za boljSo predstavo si poglejmo matriko klasifikacij (Slika
5.1):

Razred Napovedani razred
Pravilen Napacen
Pravilen Pravilna pozitivna klasifikacija Nepravilna negativna
(TP — true positive) klasifikacija (FN — false
negative)
Napacen Nepravilna pozitivna Pravilna negativna klasifikacija
klasifikacija (FP — false positive) (TN — true negative)
Slika 5.1: Konfuzijska matrika
Preciznost se racuna po sledeci formuli:
preciznost = L (5.3)
(TP + FP)
Priklic se racuna po sledeci formuli:
TP (54

iklic = —————
Prcie = TP+ FN)
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Glede na to, da v naSem primeru ni $lo za binarno Kklasificiranje, ampak smo imeli
klasifikacijo v tri razrede, smo preciznost in priklic izra¢unali za vsak razred posebej ter nato

izraCunali povprecje priklicev in preciznosti, ki smo jih dobili za vsak razred.

Poleg zgoraj nastetih kriterijev smo za merjenje uspeSnosti klasifikatorjev uporabili Se F-
mero, ki je definirana kot uteZena harmonic¢na sredina preciznosti in priklica in se izratuna po
spodnji formuli:

1

— = 5.5
F—mera alpha 4 1 —alpha (5:3)

n p

kjer sta n = preciznost in p = priklic, alpha pa je konstanta, ki je privzeto 0.5.

5.5.1 Meritve

Tocnost Preciznost Priklic F-mera

Naivni Bayes (NLTK) 0,669 0,693 0,636 0,663
Maksimalna Entropija 0,607 0,691 0,544 0,609
Odlocitveno drevo 0,613 0,626 0,575 0,600
SVM (Scikit-learn) 0,663 0,658 0,664 0,661
Naivni Bayes (Scikit-learn) 0,670 0,686 0,643 0,664
SLP 0,595 0,598 0,594 0,596
Naivni Bayes (Pattern) 0,641 0,642 0,627 0,634
SVM (Pattern) 0,652 0,682 0,623 0,651
KNN 0,593 0,585 0,586 0,586
Vecinski klasifikator 0,430 / / /

Tabela 5.1: Uspesnost klasifikatorjev
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Meritve uspesnosti klasifikacije za vse zgoraj nastete klasifikatorje so predstavljene v tabeli
(Tabela 5.1). Najboljsi rezultati v tabeli so oznaceni z rumeno. Za zacetek naj povemo, da so
vsi klasifikatorji boljsi od vecinskega Kklasifikatorja (klasifikator, ki vsem tvitom in
komentarjem pripise kategorijo vecinskega razreda). V mnozici 3177 tvitov in komentarjev je
bilo 741 pozitivnih tvitov, 1360 negativnih tvitov in 1076 nevtralnih tvitov, kar pomeni, da je
vecinski razred negativen, vecinski klasifikator pa je dosegel tocnost 43%. Najboljse se je
tako po toc¢nosti (0,670) kot F-meri (0,664) odrezal klasifikator s pomocjo naivnega Bayesa iz
knjiznice Scikit-learn. Zelo tesno mu sledi klasifikator s pomocjo naivnega Bayesa iz
knjiznice NLTK, ki le za stotinko zaostaja po obeh zgoraj omenjenih kriterijih, kar pomeni, da
sta ta dva klasifikatorja pravzaprav enakovredna. Razlika med njima je morda le v tem, da
klasifikator iz knjiznice NLTK dosega boljSo preciznost, klasifikator iz knjiznice Scikit-learn
pa boljsi priklic. Dobro sta se odrezala tudi klasifikatorja SVM iz knjiznic Scikit-learn in
Pattern s to¢nostjo 0,663 oziroma 0,652 in F-mero 0,661 oziroma 0,651. NajslabSe sta se
odrezala KNN in SLP klasifikator, ki jima ni uspelo prese¢i praga 0,6 po nobenem kriteriju
uspesnosti. Malce bolje, a ne posebej dobro sta se odrezala tudi klasifikator s pomocjo

maksimalne entropije (ki ima zelo dobro preciznost, a zelo slab priklic) ter odlo¢itveno drevo.

5.6 Meritve hitrosti uéenja klasifikatorjev

Zaradi velike mnozice razli¢nih klasifikatorjev smo se odlocili, da po hitrosti primerjamo le
Stiri po uspeSnosti najboljSe klasifikatorje: klasifikatorje s pomocjo naivnega Bayesa iz
knjiznic NLTK, Scikit-learn ter Pattern, in pa klasifikator SVM iz knjiZnice Pattern. Izmerili
smo tudi hitrost TextBlob implementacije klasifikatorja s pomocjo naivnega Bayesa iz
knjiznice NLTK, saj sama implementacija lahko vpliva na hitrost. Merili smo €as ucenja
posameznih klasifikatorjev, in sicer smo izmerili hitrost u¢enja na mnozici 1000, 2000 in
3000 tvitov. Kot Ze pri prej$njih meritvah hitrosti smo vsako meritev izvedli desetkrat in nato

kot rezultat predstavili povprecni ¢as. Meritve so predstavljene na grafu (Slika 5.2).
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35 Graf hitrosti ucenja klasifikacije
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Slika 5.2: Meritve hitrosti u¢enja klasifikatorjev

Za najhitrejSega se je izkazal klasifikator iz knjiZnice Scikit-learn, ki je z mnoZico 3000 tvitov
opravil v manj kot 0,2 sekunde. Drugi, a vendar dvakrat po€asnejsi je bil klasifikator SVM iz
knjiznice Pattern, klasifikatorja s pomocjo naivnega Bayesa iz knjiznic NLTK in Pattern pa
sta za mnozico 3000 tvitov porabila ve¢ kot trikrat ve¢ Casa kot klasifikator s pomocjo
naivnega Bayesa i1z knjiZznice Scikit-learn. Dale¢ najpocasnejsa je bila implementacija NLTK
klasifikatorja s pomocjo naivnega Bayesa v knjiznici TextBlob, ki je bil pri najvecjem
korpusu kar petnajstkrat poCasnejsi od najhitrejSega klasifikatorja. Oc¢itno so implementacije
istih tipov klasifikatorjev v razli€nih knjiZnicah razlikujejo. Standardni odkloni so se pri vseh

meritvah gibali okoli dveh stotink sekunde.

Potrebno je omeniti, da na hitrost klasifikatorjev moc¢no vpliva Stevilo znacilk. Hitrost
klasifikatorja iz knjiznice TextBlob nam je uspelo izmeriti Sele potem, ko smo mu kot
argument dodali funkcijo za izracun znacilk, ki ra€una znacilke na Ze prej opisan nacin, ki
smo ga uporabili tudi v knjiznici NLTK. Medtem ko smo mi po omenjenem postopku za
izratun znacilk za vsak tvit dobili v povprecju okoli 30 znacilk, pa TextBlobov privzeti

algoritem za izracun znacilk znacilke racuna drugace. Algoritem najprej naredi seznam vseh
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besed iz u¢ne mnozice, nato pa za vsak tvit naredi slovar znacilk, ki vsebuje vse besede v ucni
mnozici (znaCilka oblike 'beseda:True' pomeni, da tvit vsebuje besedo, znalilka oblike
'beseda: False' pa pomeni, da tvit besede ne vsebuje). Nasa u¢na mnozica je vsebovala okoli
77000 besed, od tega je bilo okoli 10000 besed unikatnih. Ce imamo 3 mnozZice s po 1000,
2000 in 3000 tvitov, to pomeni, da klasifikator samo za sprehod ¢ez vse znacilke potrebuje 60
milijonov korakov, prav tako smo meritve za vsako mnozico izvedli desetkrat, kar pomeni ze
600 milijonov korakov, medtem ko so ostali algoritmi za sprehod potrebovali le okoli
1800000 korakov, kar je okoli 333-krat manj. TextBlobov klasifikator s privzetim algoritmom
za izracun znacilk je zato po naSem mnenju primeren le za ucenje na zelo majhnih ucnih

mnozicah, saj je na vseh ostalih preprosto prepocasen.

5.7 lzboljSave uspesnosti klasifikacije

V tem poglavju zelimo preveriti, ali lahko s pomocjo raznih tehnik za procesiranje naravnega
jezika izboljSamo uspesSnost klasifikacije. Preizkusili bomo razli¢ne metode iz razlicnih
knjiznic in na ta nacin preverili tudi interoperabilnost posameznih knjiznic. Do sedaj najboljso
uspesnost je dosegel klasifikator s pomoc¢jo naivnega Bayesa iz knjiZznice Scikit-learn, ki je
dosegel 67% tocnost, 68,8% preciznost, 64,3% priklic in 66,4% F-mero. Ta uspesnost bo

mejnik, ki ga v tem poglavju zelimo preseci.

5.7.1 Filtriranje s pomocjo oblikoskladenjskega oznacevanja

Uspesnost klasifikacije najboljSega preizkuSenega klasifikatorja (klasifikatorja s pomocjo
naivnega Bayesa i1z knjiZznice Scikit-learn) smo najprej zeleli izboljSati s pomocjo filtriranja

tvitov in komentarjev na podlagi oblikoskladenjskega oznacevanja.

Za zacetek je bilo treba nauciti oblikoskladenjski oznacevalnik na slovenskem jeziku. Za u¢no
mnozico smo vzeli slovenski korpus ssjS00k [27], ki vsebuje 500 tiso¢ ro¢no oznacenih besed
1z slovenskega jezika. Korpus je nastal v okviru projekta JOS [32] in je sestavljen iz korpusa
jos100k ter dodatnih 400.000 besed iz enomilijonskega korpusa jos1M [22]. Dosegljiv je v
XML formatu, poleg oblikoslovnih oznacb pa vsebuje tudi leme vseh besed. Oblikoslovne
oznacbe imajo obliko msd kod [20], ki so sestavljene iz ve¢ znakov. Prvi znak pove, za
kaksno besedno vrsto gre, in sicer obstaja 11 moznosti: S pomeni samostalnik, G glagol, P
pridevnik, R prislov, D predlog, V veznik, L ¢lenek, M medmet, K Stevnik, O okrajSava in Z
zaimek. Naslednji znaki doloc¢ajo spol, sklon, Stevilo, ¢as, osebo in druge lastnosti besede v
korpusu. Za naSe potrebe se nam je zdelo dolocCanje zvrsti posamezne besede dovolj, zato smo

upostevali le prvi znak msd kode.
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S pomocjo Pythonovega razlenjevalnika za XML dokumente 'elementtree’ [6] smo se
sprehodili ¢ez celoten dokument in iz njega izloc€ili vse leme besed (ker bo na$ oznacevalnik
kot argument dobil Ze lematizirane tvite in komentarje, nismo potrebovali besed, ampak le
njihove leme) ter prve znake msd kode. Zetonom v korpusu brez msd kode (loéila ter drugi
zetoni) smo namesto prve ¢rke msd oznake kot par v dvojici pripisali kar samega sebe. Nasa

implementacija zgornjih operacij je bila videti takole:

import xml.etree.ElementTree as ET

#funkcija za branje korpusa ssj500k v XML obliki
def createSloveneTestSet():

tree = ET.parse('ssj500kvl_3.xml')
root = tree.getroot ()
text = []

for child in root[1][0]:
for grandchild in child:

#poiséimo vse stavke v korpusu
for t in grandchild.findall (' {http://www.tei-c.org/ns/1.0}s'):
sentence = []

#vsi Zetoni v stavku
for w in t:
attributes = w.attrib

#ce imajo lemo, shranimo lemo in msd oznako
if 'lemma' in attributes.keys():
sentence.append((attributes['lemma'],
attributes['msd'][0]))

#ce nimajo leme (ne gre za besedo), shranimo dvojico
# (Zeton, Zeton)
elif w.text:
sentence.append ( (w.text, w.text))
text.append (sentence)
return text

Kot rezultat funkcije smo dobili seznam stavkov naslednje oblike, ki je bil primeren za ucenje

naSega oznacevalnika:
[(Hisa, S), (biti, G), (zelena, P),(., .)], [(Avto, S), (peljati, G), (po, D), (cesta, S), (., )]...]

5711 Izbira oznacevalnika in meritve

Pri odlocitvi za oznacevalnik smo se zanaSali na meritve iz poglavja o oblikoskladenjskem
oznacevanju, kjer se je zelo dobro odrezal NLTK-jev oznacevalnik s pomocjo klasifikacije, ki
za klasifikacijo uporablja algoritem naivnega Bayesa. BoljSo to¢nost od njega je dosegel le
oznacevalnik iz knjiznice SpaCy, ki pa ga na Zalost ni mogoce uciti na novi u¢ni mnozici. Za

zaCetek smo oznacevalnik naucili s pomocjo 9/10 korpusa ssjS00k in njegovo tocnost testirali
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na preostali zadnji desetini korpusa. Tocnost je dosegla 98%. Oznacevalnik smo nato v
nadaljevanju naucili na celotnem korpusu ssj500k ter ga uporabili za oblikoskladenjsko

oznacevanje nasih tvitov in komentarjev.

Ko smo tako dobili oznacbe za vse besede in druge Zetone v nasih tvitih in komentarjih, smo
v okviru predprocesiranja iz tvitov in komentarjev izloCali besede z dolo¢enimi
oblikoskladenjskimi oznacbami in nato pri dolo¢anju sentimenta tvitov upoStevali besede z

doloc¢eno oznako. Dobili smo naslednje rezultate (Tabela 5.2):

Vsebovane vrste besed Preciznost Priklic F-mera To¢nost
S,G,P 0,612 0,574 0,592 0,602
S,G,Z,P,K,.D,V,R 0,664 0,598 0,629 0,634
S,G,Z,P,K,D,V,RM,L,O 0,673 0,610 0,640 0,644

Tabela 5.2: Rezultati meritev pri liberalnem filtriranju s pomocjo oblikoskladenjskega
oznacevanja

Kot vidimo iz zgornje tabele, smo uspesSnost klasifikatorja s tem precej liberalnim filtriranjem
samo poslabsali. NajslabSe se je obnesel filter, ki je v tvitih in komentarjih pustil le
samostalnike, glagole in pridevnike (to so ponavadi besede z najvecjo sentimentalno
vrednostjo [24]), saj je dosegel le 60,2% tocnost in 59,2% F-mero. Najbolje se je obnesel
filter, ki je v tvitth in komentarjih pustil vse besede s pripisanimi oblikoskladenjskimi
oznakami (izlocil je le lo¢ila in besede, ki jim oznacevalnik ni znal pripisati oznak), ki je

dosegel 64,4% to¢nost in 64% F-mero, a tudi ta je uspesnost klasifikatorja le poslabsal.

Po neuspehu naSega liberalnega filtriranja smo se odlocili za konzervativnejsi pristop, kjer
smo namesto, da bi v tvitih in komentarjih pustili besede z dolocenimi oblikoskladenjskimi
oznakami, raje odstranili le dolocene besede z oblikoskladenjskimi oznakami. Na ta nacin
smo v tvitih in komentarjih pustili lo¢ila, osebna imena in druge neoznacene Zetone, ki o€itno

pozitivno vplivajo na klasifikacijsko uspesnost. Dobili smo naslednje rezultate (Tabela 5.3):
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IzloCene vrste Preciznost Priklic F-mera Toénost
besed
Vezniki 0,680 0,642 0,661 0,668
Predlogi 0,680 0,643 0,661 0,667
Stevniki 0,686 0,646 0,665 0,672
Clenki 0,686 0,646 0,666 0,673
Medmeti 0,687 0,641 0,663 0,669
Okrajsave 0,688 0,646 0,666 0,673
Clenki in 0,684 0,646 0,664 0,673
okrajsave
Clenki ,okrajsave 0,685 0,649 0,667 0,674
in Stevniki

Tabela 5.3: Rezultati meritev uspesnosti klasifikacije pri konzervativnem filtriranju s pomocjo
oblikoskladenjskega oznacevanja

V zgornji tabeli lahko opazimo, da se tocnost, preciznost in priklic rahlo povecajo, Ce iz tvitov
in komentarjev odstranimo ali Stevnike ali ¢lenke ali okrajSave, in sicer na uspesSnost
klasifikacije najbolje vpliva odstranitev medmetov ali ¢lenkov, saj na ta nacin dobimo
klasifikator s 67,3% to¢nostjo in 66,6% F-mero, kar je izboljSava za 0,3% pri tocnosti in 0,2%
pri F-meri. Ce hkrati odstranimo ¢lenke, okrajSave in Stevnike, pa dobimo 67,4% to¢nost ter
66,7% F-mero.

Ceprav velja, da lahko s previdnim filtriranjem na podlagi oblikoskladenjskih oznagb
izboljSamo uspesnost klasifikacije, pa lahko na podlagi nasih rezultatov zaklju¢imo, da ta
doprinos ni posebej velik. Tako velja, da oblikoskladenjsko oznacevanje pri analizi
sentimenta ni nujno potrebna operacija, lahko pa doda klasifikatorju nekaj dodatne ostrine,
vendar le z zelo previdno uporabo.

5.7.2 Filtriranje s pomocjo TF-IDF

Funkcija Pattern vkljuCuje razred 'Model', ki omogoca filtriranje na podlagi razli¢nih
statisti¢nih kriterijev, privzeto pa za filtriranje uporabi TF-IDF (term frequency — inverse
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document frequency). Njegova funkcija 'feature selection' izracuna TF-IDF za vsako besedo
v uéni mnozici in nato vrne n besed z najvecjo izraCunano vrednostjo. Poglejmo si, kako smo

implementirali ta postopek v nasi programski kodi:

from pattern.vector import Model, Document

#funkcija za izdelavo znacilk za klasifikatorje NLTK
def word features(text, importantwords):

#iz seznama besed naredimo slovar znadilk, v slovar vkljuéimo le
#besede, ki so v mnoZici po TF-IDF najboljS$e ocenjenih besed

# ('importantwords')

return dict([ (word, True) for word in text if word in importantwords])

#funkcija za izdelavo filtriranih seznamov dvojic tekst, kategorija za
#klasifikatorje knjiZnice Pattern
def filterFeatures (trainset, importantwords) :

1=1]

#sprehod &ez uéno mnozZico, v vsakem tvitu in komentarju za vsako besedo
#ipogledamo, &e beseda je v mnoZici po TF-IDF najbolje ocenjenih besed,
#in Ce je, to besedo zapiSemo v nov seznam, ki ga vrnemo kot izhod
for text, category in trainset:
1l.append(([word for word in text if word in importantwords],
category))
return 1

#dvojice (tekst, oznaka) iz nasSe ucéne mnozZice spremenimo v vreco besed s

#pomocjo razreda 'Document'’

data = [Document (text, type=category, stopwords=False) for text, category
in training_set]

#iz dokumentov naredimo model
model = Model (documents=data)

#filtriranje modela s pomo¢jo TF-IDF, argument n pove, koliko besed z
#najveéjo vrednostjo TF-IDF pustimo v modelu.
importantwords = set(model.feature_selection (top=n))

#izdelava znaéilk za tvite in komentarje v uéni mnozici za klasifikatorje

#knjiznice NLTK

training set = [ (word features(text, importantwords), category) for text,
category in training set]

#izdelava znaéilk za tvite in komentarje v testni mnoZici za klasifikatorje

#knjiznice NLTK

test set = [(word features(text, importantwords), category) for text,
category in test_set]

#izdelava filtriranih seznamov za klasifikatorje v knjiZnici Pattern
trainset = filterFeatures(trainset, importantwords)
testset = filterFeatures (testset, importantwords)




72 POGLAVIE 5. KLASIFIKACIJA IN ANALIZA SENTIMENTA

Na koncu tako dobimo uc¢no in testno mnozico tvitov in komentarjev, ki vsebujejo le n besed,
ki so bile najbolje ocenjene glede na TF-IDF. Nasa u¢na mnozica je vsebovala okoli 77000
besed (dolzina se je malenkostno spreminjala zaradi desetkratnega precnega preverjanja,
znotraj katerega je desetkrat generirana drugacna u¢na mnozica), od tega je bilo priblizno
10000 besed unikatnih. Tako smo se odlocili, da meritve uspeSnosti klasifikacije izvedemo pri
filtrih 1000, 3000, 5000, 7000 in 9000 po TF-IDF najbolje ocenjenih besed. Meritve smo
najprej izvedli za klasifikator s pomocjo naivnega Bayesa iz knjiznice Scikit-learn, ki se je po

uspesnosti klasifikacije izkazal za najboljSega.
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Slika 5.3: Meritve filtriranja s pomoc¢jo TF-IDF za klasifikator s pomoc¢jo naivnega Bayesa iz
knjiznice Scikit-learn

1z grafa (Slika 5.3) je razvidno, da filtriranje ne izboljSa uspesnosti tega klasifikatorja, ampak
jo celo poslabsa. Klasifikator najboljSo uspesnost dosega pri 10000 besedah, kjer gre za
nefiltrirano u¢no mnozico, ki vsebuje priblizno 10000 unikatnih besed, najslabso pa pri filtru
7000 besed. Poglejmo si Se rezultate za klasifikator s pomocjo naivnega Bayesa iz knjiznice
NLTK (Slika 5.4).
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Slika 5.4: Meritve filtriranja s pomoc¢jo TF-IDF za klasifikator s pomo¢jo naivnega Bayesa iz
knjiZznice NLTK

Tu lahko opazimo malenkostno izboljSanje uspesnosti klasifikacije pri filtru 9000 besed, ki pa
je skoraj neopazno. NajslabSo uspesnost klasifikator dosega pri najmanjSem filtru, torej pri
1000 besedah.

Ker smo opazili, da filtri o€itno razli¢no vplivajo na razlicne implementacije klasifikatorja s
pomocjo naivnega Bayesa, smo pogledali Se vpliv filtriranja na klasifikator s pomocjo
naivnega Bayesa iz knjiznice Pattern (Slika 5.5):
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Slika 5.5: Meritve filtriranja s pomocjo TF-IDF za klasifikator s pomoc¢jo naivnega Bayesa iz
knjiznice Pattern

Pri tem klasifikatorju filter 1000 besed dejansko pozitivno vpliva na uspeSnost, in sicer

to¢nost in F-mero izboljSa za okoli 2 odstotka. Ocitno so implementacije klasifikatorja s

pomoc¢jo naivnega Bayesa v treh knjiznicah razlicne, in sicer so nekateri klasifikatorji bolj

odporni na prilagajanje u¢ni mnozici zaradi prevelikega Stevila znacilk. Za primerjavo si

poglejmo Se, kako filtriranje vpliva na SVM Kklasifikator (Slika 5.6).
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Slika 5.6: Meritve filtriranja s pomoc¢jo TF-IDF za SVM Kklasifikator iz knjiZnice Pattern

Pri tem klasifikatorju ima filtriranje manjsi vpliv kot pri klasifikatorjih s pomoc¢jo naivnega

Bayesa. Najvecjo uspesnost po vseh kriterijih klasifikator dosega pri filtru 1000 besed.

Ce povzamemo vse meritve, lahko reGemo, da filtriranje ne vpliva bistveno na uspesnost
klasifikatorjev, vplivi pa se razlikujejo od klasifikatorja do klasifikatorja. Prav tako nam na
zalost s pomocjo nobenega klasifikatorja ni uspelo izboljsati najboljSe izmerjene tocnosti, ki

jo je dosegel klasifikator s pomoc¢jo naivnega Bayesa iz knjiznice Scikit-learn.

5.7.3 Drugi poskusi izboljSave uspesnosti klasifikacije

Ce smo pri prej$njih poskusih izboljsav uspesnosti klasifikacije to Zeleli dose¢i s pomo&jo
filtriranja u¢ne mnozice, pa smo se tu odlocili, da poskusimo boljSo uspesSnost doseci z
razSiritvijo naSe u¢ne mnozice. Knjiznica NLTK ima par metod za iskanje kolokacij (pogostih
besednih zvez), ki smo jih Zeleli preizkusiti v praksi in hkrati preveriti, ¢e lahko z vkljucitvijo
teh besednih zvez v naSo u¢no mnozico dosezemo boljSo uspesnost klasifikacije. Tako smo v

nasi ucni mnozici poiskali 100 po kriteriju PMI (Pointwise mutual information) najbolje
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ocenjenih kolokacij, ki se vsaj trikrat pojavijo v nasi u¢ni mnozici, in jih vkljucili v mnozico

kot dodatne znacilke. Kolokacije smo poiskali s pomocjo spodnje kode:

import nltk
from nltk.collocations import *

#inaredimo seznam vseh besed v nas$i uéni mnozZici
all words = [word for text, category in tokenizedlist for word in text]

#inicializacija razreda za iskanje kolokacij v nasem seznamu besed
finder = BigramCollocationFinder.from words (all_words)

#doloéimo filter - vsaka kolokacija se mora v mnoZici pojaviti vsaj trikrat
finder.apply freq filter (3)

#inicializacija razreda z razlicénimi kriteriji za ocenjevanje kolokacij
bigram measures = nltk.collocations.BigramAssocMeasures ()

#iskanje in izdelava mnoZice kolokacij, ki so bile najbolje ocenjene po
#kriteriju PMI. V mnoZico dodamo le 100 najbolje ocenjenih kolokacij
collocationSet = set(finder.nbest (bigram measures.pmi, 100))

#vkljuéitev kolokacij v nas$o uéno mnoZico
for text, category in tokenizedlist:
text.extend ([bigram[0] + " " + bigram[l] for bigram in
nltk.bigrams (text) if bigram in collocationSet])

Po vkljucitvi kolokacij smo preizkusili Se dve metodi za izboljSanje uspesSnosti klasifikacije,
ki sta precej specifi¢ni za naso uéno mnozico in na drugacnih tekstih verjetno ne bi delovali.
Ker predvsem tviti (to naceloma ne velja za komentarje) velikokrat vsebujejo razliéne URL
naslove, ki po naSi hipotezi ne vplivajo pozitivno na uspeSnost klasifikacije, ampak
predstavljajo le nepotreben Sum v podatkih, smo v nasi u¢ni mnozici poiskali vse URL-je in
jih preprosto nadomestili s frazo 'HTML' (preprosta izlocitev URL-jev bi morda negativno
vplivala na klasifikacijo, ker ceprav posamezni URL-ji zaradi svoje raznovrstnosti na
klasifikacijo morda ne vplivajo pozitivno, pa samo vsebovanje URL-ja v tvitu morda
klasifikatorju da doloceno informacijo, ki je relevantna za uspeSno klasifikacijo). Pri tem smo
zeleli uporabiti SpaCy-jevo metodo za iskanje URL naslovov v tekstu, vendar pa je ta metoda
dosegljiva le znotraj cevovoda v sklopu z drugimi operacijami, zato je nismo uporabili, ampak
smo napisali kar lastno funkcijo za iskanje URL naslovov (kode zaradi preprostosti same

metode ne bomo dodali, je pa prilozena v dodatku diplomske naloge).

Druga metoda za izboljSanje uspeSnosti klasifikacije upoSteva doloCene znacilnosti spletne

slovenscine, kjer se besede poudarja s pomocjo ponavljanja znakov. Ce vzamemo za primer, v

poudariti lastno navduSenje nad zadetkom na nogometni tekmi. Zgoraj v slengu zapisana

beseda gol je kot taka neprimerljiva z drugimi omembami gola v u¢ni mnozici, zato smo s
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pomocjo lastno napisane funkcije (tudi tu kode zaradi preprostosti ne bomo prilozili, je pa
priloZzena v dodatku diplomske naloge) poiskali vse Zetone s ponavljajo¢imi znaki v besedilu
in iz njih odstranili ponovitve. Iz zgornjega primera tako s pomocjo nase funkcije nastaneta

Zetona 'gol" in '!".

S temi izboljSavami smo Zzeleli izboljSati uspeSnost naSega najboljSega klasifikatorja, torej
klasifikatorja s pomocjo naivnega Bayesa iz knjiznice Scikit-learn. V spodnji tabeli (Tabela

5.4) si poglejmo, Ce so zgoraj navedene operacije pripomogle k boljsi uspesnosti klasifikacije.

Tocnost Preciznost Priklic F-mera
Natancnost 0,670 0,686 0,643 0,664
klasifikatorja brez
izboljsav
Dodajanje 0,672 0,687 0,644 0,665
kolokacij
Odstranitev URL- 0,671 0,687 0,644 0,665
jev
Odstranitev 0,675 0,688 0,650 0,668
ponavljanj
Vse izboljsave 0,677 0,686 0,653 0,669
skupaj

Tabela 5.4: Meritve vpliva izboljSav na uspesnost klasifikatorja s pomoc¢jo naivnega Bayesa iz

knjiznice Scikit-learn

Ce uvedemo vse izbolj$ave naenkrat, nam uspe to¢nost klasifikacije poveéati za 0,7 odstotka
ter F-mero za 0,5 odstotka. K izboljSanju najve¢ pripomore odstranitev ponavljanj, ki kot
samostojna izboljSava izboljSa to¢nost za pol odstotka, F-mero pa za 0,3 odstotka. Najmanj k
izboljSavi uspesnosti pripomore odstranitev URL-jev, kar je pri¢akovano, saj komentarji, ki

predstavljajo polovico u¢ne mnozice, URL-jev ponavadi ne vsebujejo.

Kot vidimo, nobena od zgoraj omenjenih izboljsav (filtriranje s pomoc¢jo oblikoskladenjskega
oznacevanja, filtriranje s pomoc¢jo TF-IDF, vkljucitev kolokacij ter odstranitev URL-jev in
ponavljanj) ni uspela korenito izboljSati uspesnosti klasifikacije. Problem verjetno predstavlja
nasa relativno majhna u¢na mnozica, ki preprosto ne vkljucuje dovolj oznacenih primerov za

boljso klasifikacijo. Ze na zadetku poglavja o klasifikaciji smo omenili, da pridobitev ali
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izdelava u¢ne mnozice pri strojnem ucenju predstavlja problem predvsem za jezike z malo
govorci. V slovenscini tako ve¢ja u¢na mnozica za analizo sentimenta ni javno dosegljiva
(morda pa sploh Se ne obstaja), rocna izdelava slednje pa predstavlja kar velik izziv. Zato
bomo v nadaljevanju preverili $e metodo za avtomatsko izdelavo u¢ne mnozice. Pred tem pa

bomo nekaj besed namenili Se interoperabilnosti posameznih knjiznic.

5.8 Interoperabilnost knjiznic

Ze v prej$njih poglavijih (predvsem v poglavju o predprocesiranju in izbolj$avah uspesnosti)
smo lahko opazili, da lahko med seboj kombiniramo metode razlicnih knjiznic, v tem
kratkem poglavju pa bomo predstavili nekaj splosnih ugotovitev, ki se ti¢ejo sodelovanja med

knjiznicami.

Opazimo lahko, da se dolocene knjiznice med seboj dobro dopolnjujejo. Tako smo v poglavju
o predprocesiranju uporabili NLTK-jev tokenizator in njegov izhod v obliki seznama Zetonov
kot vhod dali knjiznici Lemmagen, ki je poskrbela za lematizacijo besed. Njen izhod smo nato
uporabili za klasifikacijo v knjiznici Pattern ter NLTK. V poglavju o izboljSavah smo prav
tako lahko opazili, da se da Patternovo metodo za filtriranje s pomoc¢jo TF-IDF uporabiti tudi
v sodelovanju s knjiznico NLTK. Po drugi strani smo NLTK-jevo metodo za iskanje
kolokacij lahko uporabili tudi pri klasificiranju tvitov s pomocjo knjiznice Pattern.

Po drugi strani v tem poglavju nismo uporabljali metod knjiznic SpaCy, TextBlob (razen pri
meritvi hitrosti klasifikacije) in PyNLPIl. KnjiZznice PyNLP] nismo mogli uporabiti zaradi
pomanjkanja osnovnih metod za procesiranje naravnega jezika, knjiznico SpaCy pa nismo
uporabili zaradi doloCene nepovezljivosti z drugimi knjiznicami. SpaCyjev cevovod morda
pripomore k hitrosti izvajanja sklopa operacij znotraj cevovoda, vendar pa ima to doloceno
ceno. Zaradi cevovoda, ki kot argument sprejema le besedilni niz, bi bilo na primer treba za
iskanje URL-jev znotraj uéne mnozice (to funkcijo knjiznica SpaCy vsebuje) vse predhodne
operacije obdelave teksta prav tako izvesti s pomocjo te knjiznice. Podobno velja za knjiznico
TextBlog, kjer njen klasifikator kot vhod sprejema le besedilni niz, kar pomeni, da je spet
potrebno vse prejSnje operacije predprocesiranja teksta izvesti s pomocjo te knjiznice. Edina
metoda za procesiranje naravnega jezika iz teh dveh knjiznic, ki bi jo lahko pri naSem
klasificiranju teksta uporabili v sodelovanju z drugimi knjiznicami, je metoda za tokenizacijo,

saj je ta metoda znotraj sekvence operacij za procesiranje naravnega jezika skoraj vedno prva.

Medtem ko nas prilagodljivost in interoperabilnost knjiznice NLTK ni presenetila, saj ta
knjiznica ne vsebuje nobenih cevovodov in omogoca oziroma celo zahteva, da sami

definiramo vsako Se tako nepomembno pomozno funkcijo za procesiranje naravnega jezika,
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pa nas je presenetila prilagodljivost knjiznice Pattern. Tako njeni klasifikatorji sprejemajo
celo mnozico razlicnih vhodov (kot vhod lahko klasifikatorju damo niz, tokeniziran niz v
obliki seznama, ali pa njegova notranja razreda 'Document’ in 'Model'), nato pa klasifikator
sam razbere, za kakSen vhod gre, in ravna temu primerno. Podobno velja za Patternovo

funkcijo 'parse’, ki smo jo uporabljali v prej$njih poglavjih.

Tako velja, da gre v kon¢ni fazi za kompromis med preprostostjo uporabe in hitrostjo na eni
strani ter prilagodljivostjo in interoperabilnostjo na drugi strani. Knjiznica NLTK je tako
zapletena za uporabo in ni¢ kaj hitra, a zelo prilagodljiva, knjiznici TextBlob (z izjemo
njenega klasifikatorja, ki se je izkazal za najpocCasnejSega) in SpaCy pa sta hitri in preprosti za
uporabo, a nista interoperabilni. Edina, ki ji je uspelo vsaj delno preseci ta kompromis, je
knjiznica Pattern, ki je kljub precejs$nji prilagodljivosti in interoperabilnosti tudi preprosta za
uporabo. Seveda pa to delno preseganje kompromisa zahteva doloceno ¢asovno kazen, tako

da ta knjiznica ni med najhitrejSimi.

5.9 Avtomatska izdelava uéne mnozice tvitov za dolo€anje
sentimenta

Pri doloCanju sentimenta s pomocjo strojnega ucenja velik problem povzroca pridobitev
primerne u¢ne mnozice. To Se posebej velja za manjSe naravne jezike z malo govorci, kot je
slovens¢ina. Roc¢na izdelava dovolj velike in primerne u¢ne mnoZice je zamudno in drago
opravilo, zato so se pojavili pristopi za avtomatsko izdelavo u¢ne mnozice za ucenje

sentimenta.

Tako je leta 2009 na univerzi Stanford nastala u¢na mnozica 1.600.000 (od tega 800.000
pozitivnih in 800.000 negativnih) tvitov, kjer so bili tviti oznaeni glede na prezenco
pozitivnih in negativnih 'emoticonov'. V tej zbirki so tako 'emoticoni' tisti, ki ponazarjajo
negativen in pozitiven sentiment. Ta pristop je prvi predlagal Read leta 2005 [5]. Za primer,
¢e tvit vsebuje znak :), potem je oznacen kot pozitiven, ¢e pa vsebuje znak :(, je oznacen za
negativnega. Oznake seveda zaradi avtomati¢nega oznacevanja niso popolnoma pravilne,

vendar pa je to mnozico preprosto in poceni izdelati.

Odlocili smo se, da s pomocjo Twitter API-ja [30] in Pythonove knjiZznice za uporabo tega
API-ja, knjiznice Tweepy [15], naberemo mnozico slovenskih tvitov, ki vsebujejo pozitivne
in negativne 'emoticone’, ter jo uporabimo kot uéno mnozico. Ker Zelimo tvite kategorizirati v
tri kategorije (tiste s pozitivnim sentimentom, tiste z negativnim sentimentom in nevtralne
tvite), v uéni mnozici pa imamo le dva razreda (pozitivne in negativne tvite), smo se odlocili
za predelavo klasifikatorja s pomoc¢jo naivnega Bayesa iz knjiznice NLTK (ta klasifikator se
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je obnesel skoraj enako dobro kot klasifikator s pomoc¢jo naivnega Bayesa iz knjiznice Scikit-
learn, hkrati pa je bila njegova predelava lazje izvedljiva kot predelava klasifikatorja iz
knjiznice Scikit-learn), da bi omogocal takSno vrsto klasifikacije. Bayes klasificira na podlagi
ze zgoraj navedene formule (5.1), in sicer za vsako znacilko algoritem izracuna verjetnost, da
pripada doloceni kategoriji. Prispevki znacilk posameznega tvita ali komentarja se zmnozijo
in tako dobimo verjetnosti, da tvit ali komentar pripada dolo¢enemu razredu. Nato algoritem

le Se izbere razred, pri katerem je verjetnost, da mu tvit ali komentar pripada, najvecja.

Mi smo za osnovo vzeli algoritem naivnega Bayesa iz knjiznice NLTK in ga predelali tako,
da v primeru, ko verjetnost, da tvit pripada najverjetnejSemu razredu, ne presega dolocenega
praga, algoritem ta tvit preprosto oznaci kot nevtralen. Povedano drugace, med pozitivni in
negativni razred smo vnesli nevtralno cono, kamor algoritem uvrsti tvite, za katere ni dovolj
gotovo, da spadajo v pozitivni ali negativni razred. Ta verjetnostni prag smo poiskali
empiricno s preizkusanjem na na$i rofno narejeni uéni mnozici tvitov in komentarjev, iz
katere smo izlocili vse nevtralne tvite. Verjetnost najverjetnejSega razreda je tako morala
preseci prag 0.55, da je bil tvit klasificiran v pozitivni ali negativni razred. Pri tako dolo€enem
pragu je klasifikator dosegal najboljso, 57,3% toCnost ter 48,1% preciznost in 54,4% priklic.
Glede na majhnost u¢ne mnozice (brez nevtralnih tvitov je ta pri 10-kratnem pre¢nem
preverjanju obsegala manj kot 2000 tvitov) se nam ta rezultat ni zdel tako slab, prav tako je

to¢nost presegala tocnost vecinskega klasifikatorja za okoli 15 odstotnih tock.

Tvite smo nabirali dva tedna (v obdobju od 24.7.2015 do 7.8.2015) in v tem casu nabrali
264819 tvitov. Tvite smo najprej Zeleli nabrati s pomocjo filtra za lokacijo v Twitter API-ju,
ki smo mu kot argument dali geolokacijo Ljubljane in obmoc¢je omejili s polmerom 50
kilometrov. Tako nabrani tviti so se izkazali za neprimerne, saj je bilo ve¢ kot tri Cetrtine
tvitov v drugih jezikih (predvsem angles¢ini in hrvascini). Ker se tudi Twitterjev filter za jezik
ni izkazal za dobrega (filter ni znal lociti med slovenskim, hrvaskim, srbskim in ceSkim
jezikom, zato je bila le manjSina tako nabranih tvitov v slovens€ini), smo se odlocili za
kombinacijo filtriranja tvitov s pomocjo filtra za slovenski jezik ter filtriranja s pomocjo

najpogostejsih slovenskih besed, ki se redko uporabljajo v drugih jezikih:

"kakor", "prav", "zelo", "bolj", "sicer", "proti", "vendar", "potem", "seveda", "veliko",

HpredvsemH’ "SCI’I’I", Hbodoll’ Hkarﬂ’Hmedﬂ,lllahkoﬂ,ﬂpriﬂ’ "kOt", Hinﬂ’ "SO", Hkiﬂ’ Htudiﬂ

Na ta nac¢in smo dobili mnozico ve¢inoma slovenskih tvitov, ki je vsebovala 264919 tvitov.
Ko smo iz te mnozZice izloc¢ili tvite z 'emoticoni', smo dobili 6012 tvitov, ki vsebujejo
pozitivni 'emoticon’, ter le 721 tvitov, ki vsebujejo negativni 'emoticon’. Majhno Stevilo tvitov
z negativnim 'emoticonom' nas je negativno presenetilo. Iz vseh tvitov smo nato izlocili

'emoticone’, saj nismo Zeleli, da bi ti preve¢ vplivali na klasifikacijo, jim pripisali oznake ter
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jih shranili v ze prej velikokrat omenjeni seznam dvojic (tvit, oznaka), ki je primeren za

nadaljnjo obdelavo in izrac¢un znacilk.

Nato smo na$ modificirani klasifikator naucili na nasi avtomatsko narejeni u¢ni mnozici ter
njegovo uspesnost preizkusili na nasi rono narejeni mnozici tvitov in komentarjev, ki smo jo
uporabljali ze v prejSnjih poglavjih. Klasifikator je dosegel 44,8% toc¢nost, 44,2% preciznost,
46,9% priklic in 45,5% F-mero. Ceprav to¢nost klasifikatorja za okoli 2% presega to&nost
vecinskega klasifikatorja, so rezultati dokaj slabi. Na to verjetno vpliva predvsem majhnost
ucne mnozice (predvsem pomanjkanje negativnih tvitov), seveda pa ne smemo zanemariti
tudi Suma v podatkih (vsi tviti s pozitivnimi 'emoticoni' niso pozitivni, prav tako pa vsi tviti z

negativnimi 'emoticoni' niso negativni).

Tako lahko zaklju¢imo, da izdelava avtomatske u¢ne mnozice za slovenscino ni enostavna
naloga, saj bi za zadostno Stevilo tvitov potrebovali zelo veliko ¢asa (ob isti frekvenci tvitov z
negativnimi 'emoticoni' bi za zbiranje okoli 10000 takSnih tvitov potrebovali okoli 7
mesecev). Oc¢itno pri jezikih z malo govorci, kot je slovens¢ina, ni enostavne in dobre

alternative za kvalitetno rocno narejeno u¢no mnozico.

5.10 Leksikalni pristop

V nadaljevanju smo se odlo€ili na hitro preizkusiti tudi leksikalni pristop in poskusali tvite in
komentarje klasificirati s pomocjo seznama cCustveno zaznamovanih slovenskih besed, ki jim
je bil pripisan pozitiven ali negativen sentiment. Ve€ina vecjih in bolj podrobnih seznamov
takih besed je placljiva, zato nam jih Zal ni uspelo dobiti, prosto dostopen je bil le seznam v
slovenscino prevedenih besed AFINN [23], ki vsebuje priblizno 3200 ¢ustveno zaznamovanih
besed s pripisanim sentimentom. Te besede imajo sentiment dolo¢en s pomocjo Stevilk od -5
do +5, kjer beseda z oznako -5 pomeni Custveno zelo negativno zaznamovano besedo, oznaka
+5 pa Custveno zelo pozitivno zaznamovano besedo. Za primer, beseda 'svinja' ima oznako -5,
beseda 'hura' pa oznako +5. Manj ¢ustveno zaznamovane besede so razporejene po intervalu

med -5 in 5 glede na Custveno zaznamovanost.

5.10.1 Metoda merjenja in rezultati meritev

Za zacetek smo vsak tvit in komentar procesirali na enak nacin kot pri strojnem ucenju. Nato

smo tvit klasificirali na podlagi postopka, ki je predstavljen s shemo (Slika 5.7).
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[ 'Hura" 'za" 'nase' 'I' ] Tokeniziran tvit
4 + 0+ 0 +0 Dodelitev sentimenta besedam
4 Seitevek sentimenta besed
0 Klasifikacija
Manj od -1 Med-1do1l Vetod 1
Tvit je negativen Tvit je pozitiven Dodelitev kategorije

Slika 5.7: Prikaz klasifikacije tvita ali komentarja s pomocjo leksikalne metode

Tvite in komentarje smo tokenizirali in lematizirali ter na ta nacin dobili sezname
lematiziranih besed in lo¢il. Nato smo napisali funkcijo, ki se je sprehodila ¢ez ta seznam
besed in za vsako besedo pogledala, ¢e je v seznamu cCustveno zaznamovanih besed. V
primeru, da je beseda bila v seznamu, smo sentimentu tvita in komentarja, ki je imel privzeto
vrednost 0, priSteli sentiment te besede in tako na koncu za vsak tvit in komentar dobili
njegovo skupno vrednost sentimenta. Tvite in komentarje smo na koncu klasificirali v tri
razrede (pozitiven, negativen, nevtralen) na podlagi te skupne vrednosti sentimenta. Pri
meritvah smo empiri¢no doloc€ili tri razline nevtralne intervale za klasifikacijo, in sicer
intervale (-2,2), (-1,1), (0,0). Ce je vrednost sentimenta tvita padla v interval, smo ga
klasificirali kot nevtralnega, ¢e je padla pod interval, smo ga klasificirali kot negativnega, in
¢e je padla nad interval, smo ga klasificirali kot pozitivnega. Nato smo izmerili to¢nost te
klasifikacije na enak nacin kot pri strojnem ucenju. Dobili smo naslednje rezultate (Tabela
5.5):

Interval (-2,2) (-1,1) (0,0)

Tocnost 0,396 0,411 0,402

Tabela 5.5: Rezultati meritev to¢nosti leksikalne metode

Kot vidimo, je nas klasifikator najboljSo tocnost dosegel pri intervalu (-1,1), in sicer 41%, kar
pa je Se vedno slabse od vecinskega klasifikatorja pri strojnem ucenju, ki je dosegel 43%
tocnost. O¢itno je, da takSna klasifikacija s pomocjo leksikalne metode ni zadovoljiva. Morda

pri interpretaciji tega slabega rezultata pomaga dejstvo, da je v 50% primerov sentimentalna
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vrednost tvita ali komentarja imela vrednost 0, iz Cesar lahko sklepamo, da polovica tvitov in
komentarjev (Ce zanemarimo zelo redke primere, kjer je seStevek pozitivnih in negativnih
besed znasal to¢no 0) ni vsebovala niti ene besede iz tabele ¢ustveno zaznamovanih besed.
Tako lahko zaklju¢imo, da je tabela Custveno zaznamovanih besed ocitno premalo obsezna ali
pa vsebuje nerelevantne besede. Na ta problem smo opozarjali Ze na zacetku poglavja, kjer
smo opozorili na nefleksibilnost leksikalne metode, ki tezko sledi spremembam v Se kako

spreminjajoem jeziku na spletu.



Poglavje 6  Sklepne ugotovitve

V diplomi smo se lotili procesiranja naravnega jezika v programskem jeziku Python.
Temeljito smo preucili pet knjiznic za procesiranje naravnega jezika ter jih med seboj
primerjali po funkcionalnosti, hitrosti in to¢nosti. Navedli in predstavili smo vse glavne
funkcionalnosti knjiznic ter knjiznice med seboj primerjali po hitrosti tokenizacije ter hitrosti
in tocnosti lematizacije, oblikoskladenjskega oznacevanja in klasifikacije. Na koncu smo
uporabili znanje, ki smo ga pridobili v prejSnjih poglavjih, in poskusili s pomoc¢jo razli¢nih
metod in funkcij iz razli¢nih knjiznic doloc€iti sentiment mnozici slovenskih tvitov ter pri tem
doseci ¢im boljSo to€nost. V zakljuénem komentarju pa bomo navedli Se glavne ugotovitve,

do katerih smo prisli med izdelavo te diplomske naloge.

6.1 Ocene knjiznic

Za zaletek lahko re€emo, da knjiznica PyNLPI ocitno ni primerna za vec¢ino nalog, ki pridejo
v poStev pri procesiranju naravnega jezika, saj preprosto ne vsebuje nekaterih funkcionalnosti
in metod, ki bi jih knjiZnica za procesiranje naravnega jezika morala imeti. Vsebuje le metodo
za tokenizacijo, pa Se ta se je na hitrostnem testu izkazala za najpo€asnejSo. Tako lahko
re¢emo, da knjiZznice PyNLPI kljub nekaterim metodam za procesiranje naravnega jezika, ki
jih knjiznica vsebuje, za kakrSnokoli resno procesiranje naravnega jezika v Pythonu ne

priporocamo.

KnjiZnica TextBlob nas je s svojo hitrostjo navdusila pri tokenizaciji in oblikoskladenjskem
oznacevanju, kjer se je izkazala za najhitrejSo, za precej hitro pa se je izkazala tudi pri
lematizaciji. Pri lematizaciji in oblikoskladenjskem oznacevanju se je prav tako izkazala s
svojo solidno to€nostjo. Po drugi strani nas je razocarala pri klasifikaciji, saj se je njena
implementacija klasifikatorja s pomoc¢jo naivnega Bayesa iz knjiznice NLTK izkazala za
najpocasnejSo. Knjiznica nas je prav tako navdusila s preprostostjo uporabe, ki pa ima na
zalost za posledico manjSo prilagodljivost ter otezeno souporabo knjiznice v sodelovanju z

drugimi knjiznicami.

Veliko stvari, ki smo jih omenili pri knjiznici TextBlob, velja tudi za knjiZznico SpaCly.
KnjiZnica je zelo hitra in se je po hitrosti izkazala pri vseh nalogah, ki smo jih ji zastavili.

Verjetno bi se po hitrosti Se bolje izkazala na vecjih besedilih od tistih, na katerih smo jo

84



85

preizkusali mi, saj je bilo pri vseh hitrostnih primerjavah razvidno, da ¢as izvajanja s Stevilom
besed ali znakov naras¢a pocasneje, kot pri ostalih knjiznicah. Po drugi strani ta knjiznica
potrebuje nekaj Casa za zacetno inicializacijo, zato je morda manj primerna za procesiranje
manjsih tekstov. Knjiznica SpaCy je tudi dokaj preprosta za uporabo, presenetila pa nas je
tudi njena to¢nost pri oblikoskladenjskem oznacevanju. Pri tej knjiznici nas je po drugi strani
najbolj motilo pomanjkanje raznih dodatnih funkcionalnosti in njena precejSnja
nefleksibilnost. Vecino njenih metod je dostopnih le v sklopu z drugimi metodami v njenem
cevovodu, kar knjiznico naredi nerodno za uporabo skupaj z drugimi knjiznicami za

procesiranje naravnega jezika.

Knjiznica Pattern je na nas naredila meSan vtis. Zadovoljni smo bili s Sirokim naborom
funkcionalnosti ter njeno prilagodljivostjo, v ve€ini primerov pa nismo bili najbolj zadovoljni
z njeno hitrostjo in to¢nostjo. Pri tokenizaciji in oblikoskladenjskem oznalevanju se je
izkazala za povprecno hitro, vendar pa se pri oblikoskladenjskem oznacevanju ni izkazala s
tocnostjo. Prav tako nas je motila poCasnost njenega lematizatorja v funkeciji 'parse’, ki pa se je
izkazal z dobro to¢nostjo. Tudi njeni algoritmi za klasifikacijo se niso izkazali s to¢nostjo. Po
drugi strani so nam precej prav prisle dolo¢ene funkcije, ki jih nismo nasli v nobeni od ostalih

knjiznic.

Zanimivo je bilo tudi delo s knjiznico NLTK. KnjiZnica nima para, kar se tice prilagodljivosti
in fleksibilnosti, prav tako se z njo po Sirokem naboru funkcionalnosti ne more primerjati
nobena od ostalih knjiznic. VSe¢ nam je bil tudi lahek dostop do cele mnozice razli¢cnih
besedilnih korpusov, prav tako je ta knjiZnica zaradi svoje prilagodljivosti edina, ki omogoca
izvajanje oblikoskladenjskega oznacevanja na slovenskih tekstih. V tej knjiZnici nam je bilo
vSe€ tudi to, da obstaja veC alternativ za vsako operacijo, tako da se lahko sami odlo¢imo,
kateri algoritem Zelimo uporabiti. Po drugi strani so preizkusi pokazali, da so nekateri od teh
alternativnih algoritmov zastareli in v praksi neuporabni zaradi slabe to¢nosti in pocasnosti.
Na sploSno ta knjiznica ne blesti po hitrosti (motila nas je predvsem pocasnost privzetega
oblikoskladenjskega oznaCevalnika), prav tako pa ni preprosta za uporabo, saj je treba za

vecino operacij napisati ve¢ kode kot v drugih knjiznicah.

Pri doloc¢anju sentimenta slovenskim tvitom in komentarjem s pomocjo strojnega ucenja se je
najbolje obnesel klasifikator iz knjiznice Scikit-learn, ki se je izkazal za najhitrejSega in
najbolj tocnega. Dobro se je obnesel tudi klasifikator s pomocjo naivnega Bayesa iz knjiznice
NLTK, ki je dosegel skoraj enako tocnost kot najboljsi klasifikator, medtem ko se se vsi
Patternovi klasifikatorji izkazali za manj kvalitetne. Lahko pa reCemo, da se knjiznici NLTK

in Pattern zaradi svoje fleksibilnosti lahko med seboj dobro dopolnjujeta in sta edini dve
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knjiznici od obravnavanih, ki sta sposobni dobrega medsebojnega sodelovanja in

interoperabilnosti.

Za trenutek se posvetimo Se kriteriju primerjave, ki ga sicer v nasi diplomski nalogi Se nismo
omenili, in sicer dokumentaciji knjiznic. Pohvalili bi dokumentacijo knjiznice NLTK, ki je
dale¢ najobsirnejSa in najpodrobnejsa od vseh, poleg dokumentacije pa obstaja §e ogromno
dodatne literature, ki nam je bila v veliko pomo¢. Prav tako bi pohvalili dokumentacijo
knjiznice TextBlob, ki je dobro napisana in zelo pregledna. SpaCyjeva dokumentacija se nam
je zdela precej nepregledna in slabo napisana, vendar pa smo ravno ob koncu pisanja te
diplomske naloge opazili, da je bila stran z dokumentacijo popolnoma prenovljena, zato tezko
podamo sodbo trenutnega stanja. Pomanjkljiva in nepregledna se nam je zdela tudi
dokumentacija za knjiznico PyNLPI. Dokumentacija za knjiznico Pattern se nam je na prvi
pogled zdela dobro napisana, podrobna in pregledna, vendar smo po temeljitem pregledu
opazili, da manjkajo dolocena pojasnila, ki bi olajSala razumevanje delovanja posameznih

funkecij in razredov znotraj knjiznice.

6.2 Izboljsave

Mozne bi bile doloCene izboljSave diplomske naloge. Smiselno bi bilo najti Se kaksno
Pythonovo knjiZznico za procesiranje naravnega jezika. Prav tako bi lahko Pythonove
knjiZnice za procesiranje naravnega jezika primerjali z javanskimi knjiznicami za procesiranje
naravnega jezika Se po kakSnem drugem kriteriju kot le po funkcionalnosti. Medtem ko smo
dokaj podrobno raziskali in med seboj primerjali posamezne funkcionalnosti knjiZnic, pa bi

lahko nekaj ve¢ Casa posvetili tudi primerjavi dokumentacij teh knjiznic.

Pri doloc¢anju sentimenta s pomocjo strojnega ucenja bi si zeleli doseci boljSo to¢nost, kar bi
nam morda lahko uspelo z dodatnim procesiranjem tvitov in komentarjev. Se bolje pa bi bilo
pridobiti malce ve€jo u¢no mnozico v slovens¢ini. Nezadovoljni smo bili tudi z rezultati
leksikalne metode za doloCanje sentimenta, kjer bi nam prav tako prisSla prav malce vecja
mnozica besed z dolocenim sentimentom. Kakorkoli, zaradi slengovsko obarvanega teksta v

elektronskih besedilih bi se morda tudi ve¢ja mnozica besed izkazala za neuspesno.

Zanimivo bi bilo izvesti tudi nekaj poskusov dolocanja sentimenta s pomoc¢jo malce vecje
avtomatsko narejene ucne mnozice na podlagi 'emoticonov', za izgradnjo katere nam je
zmanjkalo Casa. Glede na dejstvo, da je naSa avtomatsko narejena uc¢na mnozica kljub svoji
majhnosti dala boljSe rezultate od vecinskega klasifikatorja, lahko re¢emo, da taksen pristop v

praksi deluje, je pa potreben dolocenih izboljSav. Tako nasi poskusi lahko sluzijo kot dobro
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izhodis¢e za nadaljno raziskovanje na podrocju izdelave avtomatskih uénih mnozic za

dolocanje sentimenta.

6.3 Priporocila

V kon¢ni fazi bi knjiznico SpaCy priporocili uporabnikom, ki Zelijo procesirati velike
koli¢ine besedil v hitrem casu, knjiznico TextBlob bi priporoc¢ili manj izkuSenim
uporabnikom, ki se ne spoznajo dobro na procesiranje naravnega jezika, knjiznico NLTK pa
vsem, ki se Zelijo bolje spoznati s procesiranjem naravnega jezika ali pa zelijo zelo
prilagodljivo knjiznico, ogromno funkcionalnosti, moZznost alternativ ter fleksibilnost.
KnjiZznica Pattern je zaradi preproste uporabe in velikega nabora funkcionalnosti dobra izbira

predvsem za uporabnike, ki si zelijo fleksibilnosti in preprostosti implementacije.

Zaklju¢ujemo z ugotovitvijo, da Python vsekakor je dober programski jezik za procesiranje
naravnega jezika, saj ponuja mnozico dobrih knjiznic za procesiranje naravnega jezika,
ogromno dokumentacije ter veliko podporno skupnost. Tako smo prepricani, da bo ta
programski jezik Se dolgo ostal med najpopularnej$imi jeziki za procesiranje naravnega

jezika.
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